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Resumo

O cancer de pulmao € uma doenga caracterizada como crescimento anormal de células que invadem
e destroem tecidos vizinhos, sendo responsdvel por muitas mortes ao redor do mundo. Um diagnds-
tico precoce da doenca, geralmente realizado com base em informagdes qualitativas e semi-quantitativas
extraidas de imagens de Tomografia Computadorizada (TC), traz maiores chances de cura e opgdes de
tratamento para o paciente, porém, devido aos desafios no processo de interpretacdo de imagens médicas,
principalmente no tocante a nédulos pulmonares pequenos (<10mm), o diagndstico se torna clinicamente
dificil, tornando a decisdo clinica complexa. Devido a variabilidade e complexidade do diagndstico de
nddulos pulmonares pequenos, ferramentas de Auxilio ao Diagndstico por Computador (CAD) baseadas
em atributos de imagem, providenciam ajuda ao radiologista visando alcancar uma melhor acuricia da
classificacdo de nddulo (provavel maligno ou benigno), por agir como uma segunda opinio ao especia-
lista. O uso de atributos radiomics permite um diagndstico quantitativo mais objetivo se comparado as
abordagens qualitativas ou semi-quantitativas mais comumente utilizadas na avaliacdo do cancer, dimi-
nuindo significativamente o problema da variabilidade no diagnéstico. Porém, ainda existe uma necessi-
dade de descobrir contetidos/atributos relevantes a fim de melhorar o desempenho de sistemas CAD. O
objetivo deste trabalho foi desenvolver um modelo para classificacdo de nédulos pulmonares pequenos
usando atributos radiomics extraidos da regido de microambiente do nédulo. Foi avaliado também o
teste de hipétese de que considerar a regido de parénquima no entorno do nédulo, permite uma melhora
de desempenho na classificagdo de ndédulos pulmonares pequenos. O modelo para classificagdo desen-
volvido obteve como melhor resultado uma area sob a curva ROC (AUC) média de 0.875 4 0.048 com o
algoritmo Perceptron de Miultiplas Camadas (MLP) com uma validacdo cruzada 10-fold na classificagdao
de 214 nédulos pulmonares com didmetros entre 5 ¢ 10mm. Os resultados mostraram a relevancia da
utilizacdo de atributos radiomics para classificagdo de nédulos pulmonares pequenos. A utilizacdo da
regido do parénquima pulmonar melhorou o desempenho do modelo, comprovando o teste de hipdtese.
A classifica¢do de nddulos pulmonares é uma drea desafiadora mesmo para os médicos especialistas, de-
vido a natureza complexa desse tipo de achado radioldgico, porém, critica para sobrevida dos pacientes

diagnosticados com cancer. Logo, avangos nessa drea sdo de extrema importancia.

Palavras-chaves: Cancer de Pulmao; N6dulo Pulmonar Pequeno; Auxilio ao Diagndstico por Com-
putador; Radiomics; Atributo de Imagem; Classificagdo.



Abstract

Lung cancer is a disease characterized as abnormal cells growth that invade and destroy
neighboring tissues, accounting for many deaths around the world. An early diagnosis, usually
performed based on qualitative information extracted from CT images, brings greater chances of
cure and treatment options for the patient, however, due to the challenges in the medical image
interpretation process, mainly for small pulmonary nodules (<10mm), the diagnosis becomes
clinically difficult, making the clinical decision complex. Due to the variability and complexity
of the diagnosis of small pulmonary nodules, Computer-Aided Diagnosis (CAD) tools based
on image features, provides assistance to the radiologist in order to achieve a better accuracy
of nodule classification (probable malignant or benign), by acting as a second opinion to the
specialist. The use of radiomics features allows a quantitative diagnosis when compared to the
recent qualitative strategies of cancer evaluation, significantly reducing the problem of variabil-
ity in diagnosis. However, discovering the relevant content/features is still a necessity in order
to improve the CAD systems performances. The aim of this study was to develop a classifi-
cation model for small pulmonary nodules using radiomics features extracted from the nodule
microenvironment. It was also evaluated the hypotheses test that considering the parenchyma
region around the nodule allows an improvement in the small pulmonary nodules classification.
The developed classification model obtained the best Area Under the ROC curve (AUC) of
0.875 +£ 0.048 with the Multilayer Perceptron (MLP) algorithm with a 10-fold cross-validation
in the classification of 214 pulmonary nodules with diameters between 5 and 10mm. The results
showed the relevance of radiomics features for the classification of small pulmonary nodules.
The use of the pulmonary parenchyma region improved the model performance, proving the
hypothesis test. The nodules classification is a challenging area for specialists due to the natural
complexity of diagnosis lesions, however, critical for patient survival diagnosed with cancer.

Therefore, advances in this area are extremely important.

Keywords: Lung Cancer; Small Pulmonary Nodule; Computer-Aided Diagnosis; Ra-
diomics; Image Features; Classification.
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Capitulo 1

Introducao

O cancer € caracterizado como um crescimento desordenado de células que invadem e des-
troem os tecidos e 6rgaos, podendo espalhar-se de forma muito rdpida para outras regidoes do
corpo através da corrente sanguinea e do sistema linfatico JEMAL et al., 2014).

Segundo a Organizagdo Mundial da Saude (OMS), é inquestiondvel que o cancer € um
problema de saide publica, especialmente entre os paises em desenvolvimento. A estimativa
mundial, realizada em 2012, pelo projeto Globocan/Iarc, apontou que, dos 14 milhdes de casos
novos estimados, mais de 60% ocorreram em paises em desenvolvimento. Nestes paises a
mortalidade por cancer de pulmao € outro agravante, pois dos 8 milhdes de 6bitos previstos em
2012, 70% ocorreram nesses mesmos paises (INCA, 2016).

No Brasil as doencgas cronicas ndo transmissiveis representam um importante dnus para a
sociedade, sobretudo as neoplasias malignas, que sdo responsdveis por mais de 15% de todas
as mortes no pais. Diante da estimativa de mais de 600 mil novos casos estimados para 2016,
o cancer compreende a segunda causa de morte da populacdo brasileira, tirando a vida de cerca
225 mil individuos anualmente (JEMAL et al., 2014).

Dentre os tipos de cincer existentes, o cancer de pulmio é o diagnosticado com mais
frequéncia, responsdvel por praticamente uma em cada cinco mortes no mundo, e conta com
um maior nimero de mortes relacionadas a este tipo de doenca (HOWLADER et al., 2016).
Estimou-se um quantitativo de 1,8 milhdes de novos casos diagnosticados de cancer de pulmao
em 2012 (13% de todos os novos casos de cancer), e foi responsavel por cerca de 22 mil mortes
s6 no Brasil em 2011 (JEMAL et al., 2014; INCA, 2017).

O tabagismo ainda € o principal responsdvel pelo desenvolvimento da doenga. Porém, ou-
tros fatores também oferecem risco: exposicdo a alguns tipos de metais, a poluicao do ar re-
lacionada principalmente a exaustdo de motor a diesel, e a emissdo da combustio derivada do
carvao (INCA, 2016).

O diagnéstico do cancer de pulmao € feito principalmente com o uso de imagens de To-
mografia Computadorizada (TC), pois é considerada na literatura como a principal ferramenta
de visualizacdo para detec¢@o de nddulos pulmonares (BUSHBERG et al., 2011; DICIOTTI et



al., 2010). Desde a sua aplicag¢do na investigacdo do cancer, uma nova perspectiva foi aberta
se comparada ao diagndstico do cancer de pulmao por meio do Raio X digital, pois a TC for-
nece imagens 3D, formata¢cdo multiplanar (axial, coronal e sagital) além de uma alta resolucao,
permitindo uma analise com maior precisdo de alguns dados acerca dos nédulos identificados,
tais como: tamanho (altura, largura e volume), localizacao (I6bulo e a distancia da pleura),
calcificagdo benigna (presente ou ausente), forma (arredondada ou nio) e borda (suavizada ou
ndo), possibilitando um aumento da sensibilidade na detec¢cao de nédulos (HENSCHKE et al.,
1999). Além das informacodes clinicas, a andlise destas caracteristicas serdo consideradas pelo
radiologista no seu diagndstico com o objetivo de definir se o paciente precisard ou ndo a fazer
exames invasivos, como a biopsia.

O cancer de pulmao € um doenca agressiva, onde geralmente a presenga de sintomas indica
um sinal de progndstico ruim (WU et al., 2013). Na maioria das vezes, quando a doencga ja se
encontra em fases avancadas, o diagndstico tardio impede o tratamento curativo (NOVAES et
al., 2008). A taxa de sobrevivéncia do paciente com cancer de pulmao analisada em cinco anos
¢ de apenas 15%, e se a doenca for identificada em estdgios inicias, a taxa de sobrevivéncia
salta para 499% (AGGARWAL; SARDANA; VIG, 2014). Portanto, a identificacdo de nddulos
precoces tornou-se muito significante no estudo do cancer de pulmao, pois, assim que sao en-
contrados, sdo mais curdveis e op¢oes de tratamento mais simples com menos custos podem
estar disponiveis (REEVES; XIE; JIRAPATNAKUL, 2015). Além disso, a classificacao da ma-
lignidade do nddulo pelo radiologista depende de aspectos temporais como taxa de crescimento
e mudanca de tamanho da lesao identificada entre dois ou trés exames de TC realizados em tem-
pos diferentes (REEVES et al., 2006). Assim, além de aumentar a probabilidade de sobrevida
do paciente, a identificacao precoce dos nédulos pulmonares reduz a angustia do individuo, pois
o paciente nao necessita aguardar dias ou até mesmo meses para medir a mudanca de tamanho,
forma ou textura do nédulo, bem como reduz a quantidade de radiacio a qual o paciente € ex-
posto a medida que realiza os exames de TC para o acompanhamento do desenvolvimento da
lesdo.

Geralmente, nddulos sdo visualmente avaliados e verbalmente caracterizados com uma lin-
guagem de atributos radiolégicos e termos que sdo semi-quantitativos mas subjetivamente ava-
liados, como por exemplo: espiculado, suave, plano, esférico e outros. Estes atributos podem
ter uma grande quantidade de variabilidade subjetiva, experimental e perceptual (BARTHOL-
MALI et al., 2015). O processo de interpretacdo da imagem médica tem mostrado significante
variacdo inter-observador em numerosos estudos devido a vérios aspectos, como por exemplo:
limitagdes de tempo, erro de percep¢ao do leitor das imagens, falta de treino ou até mesmo
fadiga (SIEGLE et al., 1998; AKGiL et al., 2010).

Além dos desafios na interpretacdo de imagem médicas ja mencionados, nédulos pulmona-
res pequenos (aqueles menores que 10mm em didmetro) detectados em imagens TC, fazem o
diagnéstico clinicamente dificil e podem tornar a decisao clinica complexa (HUA et al., 2015;
YANKELEVITZ et al., 1999). Visto que, além de outros fatores, nddulos pequenos t€ém baixo



contraste em relacao ao tecido do pulmao e podem estar anexados a estruturas complexas deste
orgao (Figura 1.1) (ALILOU et al., 2014). Logo, o diagnéstico de nédulos pulmonares peque-
nos € uma tarefa desafiadora para os especialistas, porém muito importante para a sobrevida do

paciente.

(a) 9.2mm conectado com vaso. (b) 6.9mm conectado com vaso. (c) 5.7mm isolado.

Figura 1.1: Exemplos de n6dulos pulmonares (destacados em vermelho) com seus respectivos
tamanhos e estrutura anatomica conexa a ele. Fonte: Imagem extraida de (ALILOU et al.,
2014).

Ferramentas de Diagnoéstico Auxiliado por Computador (do inglés Computer-Aided Diagno-
sis - CAD) tém sido desenvolvidas para auxiliar especialistas a interpretar achados radiolégicos
e identificar precocemente doengas, especialmente tumores de mama e pulmao (ERICKSON et
al., 2017; GILLIES; KINAHAN; HRICAK, 2016; GIGER, 2010; DOI, 2007). O objetivo do
CAD ¢ melhorar a acurécia e consisténcia da interpretagao e diagndstico por imagem, mediante
o uso da sugestdo de resposta fornecida por técnicas de visdo computacional e aprendizado de
maquina (DOI, 2007; AZEVEDO-MARQUES, 2001). Tradicionalmente, sistemas CAD for-
necem uma unica resposta ao especialista, agindo como uma segunda opiniao (DILGER et al.,
2015). Apesar dos muitos sistemas propostos, ainda existem problemas a serem resolvidos,
como a alta taxa de resultados falso-positivos e falso-negativos detectados nestes sistemas. As-
sim, ainda € preciso o desenvolvimento de técnicas de andlise de imagens capazes de avangar o
estado-da-arte, com o objetivo de melhorar o desempenho no auxilio ao diagnéstico do cancer
de pulmdo (AL-ABSI; SAMIR; SULAIMAN, 2014). A melhora na taxa de acerto desse tipo
de sistema poderd, em um futuro proximo, ajudar o especialista em um ambiente clinico no
diagnéstico precoce e aumentar as chances de sobrevivéncia dos pacientes com cancer.

Outro desafio da drea de andlise de imagens, € que os nédulos pequenos possuem uma quan-
tidade de voxels muito limitada em imagens de TC, dificultando o uso de ferramentas de auxilio
ao diagnostico (DILGER et al., 2015). Segundo um exemplo dado por Reeves (REEVES; XIE;
JIRAPATNAKUL, 2015), um nédulo de 2mm se estende em uma ordem de 8 pixels, um nédulo
de 3mm a 27 pixels, 4mm a 64 pixels e um ndédulo de 5mm a 620 pixels. Contudo, no micro-
ambiente do nddulo (habitat) existe uma interacdo significativa entre o parénquima do pulmao

e o nddulo, porém, a maioria dos atributos usados na literatura para classificar o nédulo pul-



monar sao derivados apenas do nédulo, mesmo existindo trabalhos ressaltando a importancia
em usar o microambiente na classificagdo de nédulos pulmonares, principalmente no tocante
a nodulo pequeno, onde a limitacdo baixa de tamanho/informacdo é um desafio (DILGER et
al., 2015; DILGER; JUDISCH; UTHOFF, 2015). Portanto, levar em conta o microambiente
do nédulo, como a regido do parénquima do pulmao, pode ser relevante para classificacdo de
nddulos pequenos.

Um conceito importante encontrado na literatura que representa um importante avango na
andlise quantitativa de imagem, chama-se radiomics. Radiomics é a extrac@o e andlise em larga
escala de atributos quantitativos de imagens médicas usando avancados algoritmos mateméticos
visando revelar caracteristicas das lesdes que podem passar despercebidas se analisadas a olho
nu (ZHANG et al., 2015; YIP; AERTS, 2016). O uso de uma abordagem radiomics permite
avaliar e diagnosticar o cancer de forma mais objetiva/quantitativa, permitindo reduzir signi-
ficativamente o problema da variabilidade intra/inter-observador e melhorando a acuracia no
diagnéstico se comparado as recentes estratégias qualitativas de avaliacdo do cancer (KUMAR
et al., 2015). Além disso, o uso de radiomics na detec¢do precoce tem o potencial de auxiliar
os médicos no diagndstico, ajudando a selecionar o melhor tipo de tratamento para os pacien-
tes individualmente, podendo entdo aumentar as chances de tratamento e cura da doencga (YIP;
AERTS, 2016).

Virios atributos quantitativos t€m sido usados para caracterizar nddulos pulmonares, como:
textura, forma, densidade, etc (W. J. Choi and T. S. Choi, 2014; OLIVEIRA; FERREIRA,
2013; Y.-X. J. Wang, J.-S. Gong, K. Suzuki, and S. K. Morcos, 2014). Em particular, alguns
estudos tém usado esses atributos quantitativos na caracterizacdo de nédulos pulmonares peque-
nos (REEVES; XIE; JIRAPATNAKUL, 2015). Mas a questao se estes parametros quantitativos
sdo aptos a conferir uma vantagem ou nao na classificacdao entre ndédulos benigno e maligno
ainda permanece em aberto (DILGER et al., 2015). Logo, existe uma necessidade de descobrir
conteddos relevantes de imagem a fim de melhorar a performance dos algoritmos de classifica-
¢do.

A Classificacdo € uma das etapas de um sistema CAD e estd relacionada a construcdo de
modelos baseados em métricas sobre os atributos recuperados na etapa de caracterizagdo a fim
de entregar uma probabilidade de malignancia do ndédulo (REEVES; KOSTIS, 2000). Apren-
dizado de maquina € um conceito que unifica ideias relacionadas a problemas com métodos es-
tatisticos de tomada de decisdo, tem tido uma ampla aplicagdo na computagdo moderna, como:
negocios inteligentes, deteccao de e-mail spam e fraude em cartdes de créditos. Ja partindo para
o campo de imagens médicas, podemos dizer que as técnicas de aprendizado de maquina sdo
adotadas de forma mais contida, apesar de ser aplicada neste campo hd décadas, principalmente
em ferramentas CAD. Porém, o avango do poder computacional vem aumentando cada vez
mais o interesse da comunidade cientifica em empregar o uso de algoritmos avangados a fim de
facilitar o uso de imagens médicas (SUZUKI, 2013; WERNICK et al., 2010). Muitos algorit-

mos de aprendizado de mdquina vém sendo aplicados tanto na classificacdo como deteccao de
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ndédulos pulmonares: k-Nearest Neighbor (k-NN) (NAMIN et al., 2010), Rede Neural Artificial
(RNA) (KURUVILLA; GUNAVATHI, 2014), Random Forest (RF) (TARTAR; KiLiC; AKAN,
2013), Maquina de Vetor de Suporte (do inglés Support Vector Machine - SVM) (NUZHNAYA
et al., 2011).

1.1 Objetivo

O objetivo principal deste trabalho foi desenvolver um modelo para classificagao de nédu-
los pulmonares pequenos usando atributos radiomics extraidos da regido de microambiente do
noédulo.

Como objetivo secundério, podemos citar o teste de hipotese de que considerar o parén-
quima do pulmio na extra¢do dos atributos permite aumentar a acurdcia na caracterizacao de

noddulos pequenos, melhorando o desempenho da classificagdo.

1.2 Estrutura do Trabalho

A estrutura deste trabalho € dada da seguinte forma:

Capitulo 2 - Fundamentacao Teodrica. Este capitulo descreve todo cendrio de contextualiza-
c¢do do trabalho, trazendo todos os conceitos necessarios para o entendimento do modelo

desenvolvido;

Capitulo 3 - Materiais e Métodos. Este capitulo descreve toda metodologia aplicada para o
desenvolvimento do modelo para classificacdo de ndédulos pequenos, explicitando todos

0s passos necessdrios que foram realizados neste trabalho;
Capitulo 4 - Resultados e Discussao. Este capitulo apresenta alguns dos resultados obtidos;

Capitulo 5 - Conclusao. Este capitulo apresenta as conclusoes e discute algumas direcdes fu-

turas.



Capitulo 2

Fundamentacao Teorica

2.1 Nobdulos Pulmonares em Imagens de Tomografia Compu-

tadorizada

Até a década passada os exames de citologia do escarro e a radiografia de térax (do in-
glés chest X-ray - CXR) foram usados para detectar o cincer de pulmdo em sua fase inicial.
Contudo, estes exames possuem eficdcia limitada quando se observa a taxa de sobrevida do pa-
ciente, possivelmente devido a limitagdo desses métodos em identificar os diferentes subtipos
da doencga (CUI et al., 2015). Atualmente a tomografia computadorizada de baixa dosagem (do
inglés low-dose CT - LDCT) tem sido sugerida pela comunidade cientifica como o exame fun-
damental para realizar o rastreio do cancer de pulmdo. A técnica apresentou resultados efetivos
na reducdo da mortalidade pela doenca devido a sua capacidade de diagnosticar precocemente
o cancer, quando a probabilidade de cura é maior (PATZ et al., 2014; LIANG et al., 2016).

A Tomografia computadorizada (TC) pode ser descrita como um processo no qual um anel
de detectores envolve um paciente, e uma fonte emite raios X concéntricos com o anel detector,
girando em torno do paciente. Os raios emitidos pela fonte de raios X interagem com os tecidos
dos 6rgaos do paciente, s@o atenuados de forma diferenciada e sdo coletados no lado oposto
ao da emissdo pelos detectores correspondentes no anel. Este processo € repetido conforme
o emissor gira (Figura 2.1). A aplicagcdo de algoritmos sobre os dados capturados permite a
construcdo de uma imagem que representa um fatia do paciente, e o conjunto de todas estas
fatias forma um volume de imagens (GONZALEZ; WOODS, 2008).

Exames de TC sdao comumente adquiridos em forma de volume de fatias paralelas e unifor-
memente espagadas. O empilhamento destas imagens, mantendo o espago original entre elas,
pode ser idealizado de forma que cada pixel represente o volume de um voxel. O voxel tem
como caracteristica principal a drea em torno da malha de pontos com o mesmo valor. Portanto,
um voxel € uma area hexaedral de valor constante em torno de uma malha de pontos central
(OLIVEIRA, 2002). O conjunto de voxels forma uma representacao digital de uma regido cu-

boide em estudo no paciente e ¢ denominado espaco voxel, onde cada voxel tem normalmente

6
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projecdo em forma de leque

Figura 2.1: Representacdo grifica de um aparelho de TC tradicional. O tubo de raios X gira em
torno do paciente, emitindo um feixe colimado de raios X em forma de leque, direcionado ao
anel estaciondrio de detectores. A imagem € formada de acordo com as varia¢des de densidades
dos tecidos atingidos pela emissdo dos raios. Fonte: (BUSHBERG et al., 2011).

associado um ndmero inteiro proporcional ao tom de cinza do pixel na imagem correspondente
(Figura 2.2).
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Figura 2.2: Representa¢do de um espago voxel. Fonte: elaborado pelo autor.

2.2 Intensidade do Nodulo

Um nédulo pode ser visto em uma imagem de TC em formas diferentes quanto a sua in-
tensidade, e entdo ser caracterizado como solido, semi-sélido ou até mesmo como ndo soélido.
Nodulos classificados como sélidos sdo densos e possuem alta intensidade, o que os leva a ter

uma aparéncia sélida (Figura 2.3a).
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Em alguns casos, os nédulos podem possuir uma parte sélida com uma parte nebulosa em
seu entorno. Aos nddulos com essa caracteristica, damos o nome de ndédulos semi-sélidos.
Estes tipos de nddulos sdo menos densos € possuem uma intensidade média (Figura 2.3b).

Nodulos que possuem uma aparéncia nebulosa, com partes nao sélidas, sdo chamados de
nao sélidos ou nédulos vidro-fosco (do inglés ground glass), pois possuem uma aparéncia de
vidro-fosco. E possivel ver através deles, mas ainda permanecem visiveis em imagens de TC,
pois, apesar de possuirem uma intensidade muito menor, se comparados a ndédulos sélidos, eles

possuem uma densidade maior que o restante do tecido pulmonar (Figura 2.3c).

(a) Nodulo sélido. (b) N6dulo semi-sélido. (c) Nodulo néo sélido.

Figura 2.3: Aparéncia dos nédulos em uma imagem de TC quanto a intensidade. Fonte: Imagem
extraida de (NITHILA; KUMAR, 2016).

E importa mencionar que, nédulos dos trés tipos podem ser malignos, porém a consisténcia
pode servir de grande ajuda para o especialista decidir como proceder no acompanhamento do
paciente (NITHILA; KUMAR, 2016).

2.3 Diagnostico Auxiliado por Computador

Com o objetivo de auxiliar o radiologista na interpretacdo de imagens médicas, CAD for-
nece uma maneira de reduzir o tempo de interpretacdo, aumentar a sensibilidade da deteccdo e
melhorar a acuricia do diagnéstico. Além disso, ferramentas CAD aptas a identificar nddulos
pequenos com baixo risco de malignidade, podem minimizar repeti¢des de aquisicdo de ima-
gens de TC e, consequentemente, diminuir a exposi¢cao do paciente a radiacdo, bem como evitar
aumentar seu estresse emocional (WANG; RONALD, 2012; DILGER et al., 2015).

Ferramentas CAD servem como uma segunda opinido ao especialista, que visa guiad-lo na
sua tomada de decis@o acerca do diagndstico de doencas. Vale ressaltar que, o computador
deve ser entendido como uma ferramenta de auxilio e, portanto, ndo deve ter seu desempenho
comparado ao de um ser humano, mas deve promover um aumento da precisdo através do efeito
sinérgico das competéncias do médico com a capacidade de processamento de informacgdes do
computador (DOI, 2007; AZEVEDO-MARQUES, 2001).
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CAD pode ser definido como uma categoria de sistema que permite que o diagndstico mé-
dico seja feito com o auxilio de informacdes extraidas usando-se andlises quantitativas realiza-
das pelo computador. Tais informagdes sdo obtidas por meio de descritores/atributos de imagem
que sdo relevantes a andlise de similaridade, e o desempenho de sistemas CAD depende direta-

mente da escolha dos descritores e da técnica de similaridade.

2.4 Radiomics

A conversdo de imagens médicas digitais em dados de alta dimensionalidade é motivada
pelo conceito de que imagens possuem informagdes que refletem fisiopatologias dificeis de
serem identificadas, e que essa relagdo pode ser revelada por meio de uma andlise quantitativa
de imagem (GILLIES; KINAHAN; HRICAK, 2016).

Radiomics € um pratica que vem sendo muito bem desenvolvida na oncologia, sendo justa-
mente definida como um processo designado para extracdo em larga escala de atributos quan-
titativos a partir de imagens digitais, para subsequente andlise destes dados para geracdo de
hipdteses. Estes atributos, os quais podem ser baseados em intensidade, forma, tamanho ou vo-
lume, textura, combinados com outras informacdes como: histoldgicas, genéticas e até mesmo
dados clinicos, podem ser usadas para auxilio na tomada de decisao clinica baseada em evidén-
cias (Figura 2.4). Radiomics surge para o fornecimento quase ilimitado de biomarcadores de
imagem, 0s quais possuem o potencial de auxiliar na detec¢ao, diagndstico, monitoramento do
cancer, entre outros beneficios (GILLIES; KINAHAN; HRICAK, 2016).

I. Imagem do paciente II. ROI II. Reconstrucio 3D IV. Extracio de atributos V. Integracio de dados
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Figura 2.4: Ilustracdo do processo radiomics no auxilio a decisdo. O processo se inicia com
a aquisi¢ao de imagens de alta qualidade (I). Uma ROI contendo o tumor ou uma sub-regido
(microambiente) € identificada a partir destas imagens (II), para em seguida ser segmentada e
reconstruida em 3D (III). Atributos quantitativos sdo extraidos destes volumes renderizados e
integrados com outros dados, tais como dados clinicos e genéticos (IV). Estes dados sdo entdao
correlacionados para o desenvolvimento de modelos preditivos (V). Fonte: Imagem extraida de
(GILLIES; KINAHAN; HRICAK, 2016).

Radiomics é uma extensdo natural de sistemas CAD, embora significativamente haja di-

ferencas entre eles. Sistemas CAD possuem o papel de entregar ao especialista uma simples
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resposta ao fim do processo, esta resposta pode referir-se a presenca de uma lesdo ou cancer,
por exemplo. Ja radiomics esta relacionado a correlacdo de dados baseado em caracteristicas
quantitativas (atributos de imagem) bem como até caracteristicas qualitativas (GILLIES; KI-
NAHAN; HRICAK, 2016; AERTS et al., 2014; WU et al., 2016).

2.5 Descritores de Imagem

O processo de extracao de atributos de imagem consiste na obten¢do de valores numéricos
que representam o contetido visual da imagem (descritores de imagem) através da implemen-
tacdo de algoritmos, como reconhecimento e classificacao de texturas, formas e contornos, es-
timativas de drea e volume (SILVA, 2009). Apos a extracdo destes descritores, os atributos sao

armazenados em um vetor de atributos (Figura 2.5).

Algoritmo

A X1 X5 X .. | X
de Extracao 7273 n
de Atributos Vetor de Atributos

Imagem

Figura 2.5: Diagrama de extracdo de um vetor de atributos. Fonte: elaborado pelo autor.

Os especialistas utilizam informagdes visuais, textuais, conhecimentos tedricos, suas pro-
prias experiéncias e até mesmo consultas a outros especialistas para a tomada de decisdo, en-
quanto a maquina faz uso de representagdes matematicas para modelar os objetos de interesse
e, a partir delas, tomar decisdes acerca dos nddulos apresentados. Portanto, existem diferen-
cas nos parametros utilizados pelo homem e pela miquina. Esta disparidade € conhecida na

literatura como gap semantico de sistemas CAD (BEDO et al., 2016).

2.5.1 Atributos de Intensidade

Atributos de Intensidade (ATI) incluem informagdes a respeito do histograma da imagem
(DILGER; JUDISCH; UTHOFF, 2015). O histograma reflete a ocorréncia do nimero de pi-
xels em cada diferente valor de intensidade encontrado numa imagem. Por exemplo, em uma
imagem 8-bit em escala de cinza, existem 256 intensidades diferentes possiveis, e entdo, o his-
tograma exibird graficamente 256 valores com a distribuicdo dos pixels juntamente com seus
respectivos valores em escala de cinza (RAMLI et al., 2008; LU et al., 2015) (Figura 2.6).

ATI fazem parte de uma categoria de atributos facil de se calcular, em contrapartida, for-
necem informag¢ao discriminatéria a partir da diferenca de intensidade dos ndédulos benignos e
malignos devido as diferencas entre os tecidos (SHEWAYE; MEKONNEN, 2016).



2.5. DESCRITORES DE IMAGEM 11

o = 0o 3 a5

B o= H =T

B ]

0 255

Figura 2.6: Imagem ROI de uma TC do pulmio com uma lesdo em nivel de cinza e seu respec-
tivo histograma de intensidade. Fonte: elaborado pelo autor.

2.5.2 Atributos de Forma

O termo forma refere-se a informagdo que pode ser inferida da imagem e que nio pode ser
representada por cor e textura. Uma maneira de representar Atributos de Forma (AF) € atra-
vés de caracteristicas geométricas extraidas da imagem ou do objeto segmentado, e.g. bordas,
contornos, jungdes, curvas e regides poligonais (AKGiiL et al., 2010).

Existem muitos casos em que € possivel caracterizar nédulos como maligno ou benigno
analisando apenas sua forma. Um nddulo arredondado ou que tenha uma forma bem definida, €
provavelmente benigno. Por outro lado, um nédulo espiculado ou que tenha uma configuragao
irregular, € um provéavel maligno (SILVA; CARVALHO; GATTASS, 2005). A Figura 2.7 mostra

alguns exemplos de tais caracteristicas.

Figura 2.7: Exemplos de tipos de forma dos nédulos. Na figura, temos exemplos de nédulos
benignos, com uma forma bem definida (a-d) bem como de nédulos malignos, com uma forma
mais espiculada (e-g). Fonte: Imagem extraida de Corréa (SILVA; CARVALHO; GATTASS,
2005).
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2.5.3 Atributos de Textura

Apesar de nao haver um consenso sobre a definicao formal de textura, Parker afirma que a
maior caracteristica de textura € a repeti¢cdo de padrdes sobre uma regido (J. R. Parker, 1997).
Este padrdo pode ser repetido exatamente igual, ou como um conjunto de pequenas variacdes
no tema, possivelmente uma fun¢do da posicdo. Alguns aspectos da textura podem variar entre
as regides e ndo devem ser ignorados, como por exemplo: tamanho, forma, cor e orientacio dos

elementos do padrao (Figura 2.8).

(a) Textura suave. (b) Textura rugosa. (c) Textura regular.

Figura 2.8: Exemplos de texturas delimitadas em vermelho. Fonte: Imagem extraida de (GON-
ZALEZ; WOODS, 2010).

No cenério de cancer, Atributos de Textura (AT) se tornaram importantes devido a sua capa-
cidade de refletir detalhes contidos dentro de uma lesdo em uma imagem (AKGiiL et al., 2010).
Alguns aspectos da textura podem variar entre as regides € ndo devem ser ignorados. A varia-
¢a0 nos padrdes de textura dos nédulos pulmonares fornece fortes indicadores da sua natureza
maligna ou benigna. Por exemplo, a presenca de gordura ou calcificagcdo sdo fortes indicadores
de um tumor benigno e resulta em uma distribui¢do irregular de textura. Por outro lado, nédu-
los malignos possuem textura uniforme produzida pela presenca de necrose (ERASMUS et al.,
2000; TAKASHIMA et al., 2003).

Um dos métodos de analise textural mais utilizados em recuperacdo de nédulos pulmonares
foi proposto em (HARALICK; SHANMUGAM; DINSTEIN, 1973), usando a andlise estatis-
tica. Os descritores de textura estatisticos de Haralick et al. sdo classificados como de segunda
ordem. Caracteristicas de textura de segunda ordem ou matriz de coocorréncia obtém informa-
coes sobre o posicionamento dos pixels (OLIVEIRA; CIRNE; MARQUES, 2007). A matriz de

coocorréncia € a representacdo da distribuicao de probabilidade de ocorréncia de pares de pi-
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xels com determinada intensidade e distdncia em uma direcdo. Em outras palavras, a matriz de
coocorréncia envolve a estimativa de uma fun¢do de probabilidade de segunda ordem discreta,
que representa a probabilidade de ocorréncia de um par de pixels com niveis de cinza i e j, dada
uma distancia d e uma orientagdo 6 entre os pixels nas dimensdes x e y, respectivamente.

O célculo da matriz de coocorréncia € ilustrado na Figura 2.9. Onde, por exemplo, se de-
sejassemos obter o valor do indice [1,4] da matriz de coocorréncia (Figura 2.9b) deveriamos
realizar a contagem dos pares de pixels iguais a [1,4] na matriz da imagem (Figura 2.9a), que
tenham distancia entre os indices igual a 1 e orientagdo em 0° . O mesmo procedimento €
realizado para as orientagdes de 45° , 90° e 135° e os seus respectivos angulos simétricos (OLI-
VEIRA, 2006).

<d=1eorientag;f?lo 0° YA 1 7 3 YA 1
1434 +1] 10
202134 °
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(el I O3 g (8
W I =

X X
(a) Representacdo de uma imagem (b) Estdgio incremental de ocor- (c) Resultado final da matriz de co-
com 4 niveis de cinza. réncia dos pares de pixel na orien-  ocorréncia.

tacdo e distancia estabelecida.

Figura 2.9: Ilustrag@o do célculo da matriz de coocorréncia com orientagdo 0° (incluindo 180°)
e distancia 1. Fonte: Elaborado pelo autor.

O célculo da matriz de coocorréncia também pode ser realizado em um volume de imagens.
A matriz de coocorréncia 3D estende a avaliagdo da funcdo de probabilidade para o eixo z,
com o objetivo de examinar a probabilidade de ocorréncia de pares de pixels entre fatias de um
volume de imagens (MAHMOUD-GHONEIM et al., 2003).

Funcdes estatisticas de segunda ordem sao aplicadas na matriz de coocorréncia produzindo

os atributos de textura. Alguns dos atributos de textura propostos por Haralick et al. sdo:

Energia = Y  C(i, ), (2.1)

.3

Entropia = — Z C(i,7)log C(3,j), (2.2)
1]
C(i,J)

Momento da diferenga inverso (MDI) = Z m,
=7

,J

(2.3)
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Contraste = Z(z —5)2C(i, §), (2.4)
4,
Variancia = » (i — p)’C(i, j), (2.5)
i,J
Matiz = Y (i +j — o — 11,)°C(i, ), (2.6)
(2]
Proeminéncia = Y (i + j — pta — 11,)*C(i, ), 2.7)

i)j

Correlagdo = — Z i = )l ”y)C’(i,j), (2.8)

¥ /020y

Ol i
Homogeneidade = Z (i, j)

T i) 22

onde C(7, j) sdo elementos [z, j| da matriz de co-ocorréncia, ji, ji, sdo médias e o, e o, sdo

desvios padrdes, obtidos segundo as equagdes abaixo:

po = > iCali), (2.10)

i

py =Y JCy(j), @2.11)
J
Op = Zz—uw ZC@] (2.12)

7

oy =Y _(j— 1) Zozg, (2.13)
J
= C(i,j), (2.14)
J
=> C(i,j). (2.15)

2.5.4 Atributos de Nitidez de Borda

Atributos de Nitidez de Borda (ANB) sdo importantes para diferenciar lesdes em termos
de potencial de malignidade por causa que tumores de cancer crescem em tecidos vizinhos
aos nddulos (LEVMAN; MARTEL, 2011). Uma margem mais nitida, por exemplo, terd uma

transi¢do mais abrupta, além de poder ter uma alta diferenca de intensidade observando o lado
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de dentro e o lado de fora da les@o, enquanto que uma margem borrada terd uma transicao mais
suave e pode ter uma pequena diferenca de intensidade (XU et al., 2012).

Xu (XU et al., 2012) definiu a nitidez de borda de nddulos pulmonares em duas caracte-
risticas. A primeira mede a diferenca de intensidade entre os pixels do tecido do pulmao e do
tecido do nédulo. A segunda mede a transi¢do de intensidade dos pixels sobre a borda do n6-
dulo. As duas caracteristicas sdo extraidas de uma fun¢do sigmoide aplicada em um vetor de
intensidade formado pelos pixels presentes em linhas ortogonais tracadas automaticamente na
borda do nédulo (Figura 2.10).

Figura 2.10: Linha ortogonal tragada sobre a borda do nédulo pulmonar. Fonte: Imagem ex-
traida de (XU et al., 2012).

Ferreira Junior (JUNIOR; AZEVEDO-MARQUES; OLIVEIRA, 2016) realizou a extragao
de ANB 3D usando um método semelhante ao de Xu, no qual linhas perpendiculares a borda do
nddulo foram desenhadas em todas as fatias, usando-se as imagens originais de TC. A estratégia
usada foi como segue: 20 pontos de controle foram automaticamente selecionados a partir
das marcacdes nas arestas da lesdo, iniciando pelo primeiro ponto da marcagdo realizada pelo
radiologista (Figura 2.11a). Se a borda possui p pixels, entdo um ponto de controle é marcada a
cada 55 pixels. Linhas normais foram entdo desenhadas em cada um dos 20 pontos de controle
em relacdo a borda do ndédulo (Figura 2.11b). Uma madscara foi criada usando a aplicacdo de
uma técnica de limiarizagdo com o objetivo de eliminar os segmentos que atravessam a parede
do pulmao, a fim de se evitar a introducdo de informag¢des que nao pertenciam ao nédulo ou até
mesmo a tecidos do pulmao (Figura 2.11c). Por fim, os segmentos de linhas normais que ndo
pertenciam ao pulmao foram excluidos por meio da aplicacdo da mdscara (Figura 2.11d).

Os segmentos de linha resultantes (intensidades dos pixels) foram armazenados em simples
arrays ordenados. Entdo um andlise estatistica desses dados foi realizada pela extragdo de
atributos estatisticos a partir dos pixels de intensidade armazenados nestes arrays ordenados.

Tais atributos sdo listados abaixo:



2.5. DESCRITORES DE IMAGEM 16

(a) Pontos de controle da  (b) Segmentos de linha  (c) Mascara do pulméao. (d) Resultado final.
borda. normal.

Figura 2.11: Imagens geradas a partir da andlise de nitidez de borda. Fonte: Imagem extraida
de (JUNIOR; OLIVEIRA, 2015).
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LS -y

Medida de skewness = —=* 3 , (2.26)
S
1 n
o 2@ =)
Segundo momento central = =1 = , (2.27)

em que x € o valor de intensidade do array de pixels de tamanho n; x; € o valor de intensidade
do pixel externo a regido do ndédulo e x,, o valor de intensidade do pixel na regido interna ao

nédulo.

2.6 Reducao de Dimensionalidade

Uma quantidade muito grande de atributos em um algoritmo de aprendizagem de mdquina
pode levar a uma alta probabilidade de existéncia de ruidos ou atributos irrelevantes. Ana-
lisemos o seguinte caso, se cada atributo for visto como uma coordenada em um espago d-
dimensional, em que d é o ndmero de atributos, o hipervolume que representa esse espago
cresce exponencialmente com a adi¢do de novos atributos, adicionando um nimero maior de
possibilidades de elementos nesse espago, € como consequéncia, uma probabilidade maior de
existéncia de conteddos irrelevantes, o que termina dificultando o processo de aprendizagem.
Este problema € conhecido como a maldi¢do da dimensionalidade (MASON et al., 2010; FA-
CELI et al., 2011).

A selecao de atributos nos ajuda a identificar atributos importantes, eliminando atributos

irrelevantes, reduzindo ruidos e diminuindo a dimensdo do vetor dos atributos.

2.6.1 Algoritmo Genético Evolutivo

O Algoritmo Genético Evolutivo (AGE) € baseado na genética e teoria evoluciondria, onde
os organismos mais adaptados ao ambiente sdo os mais aptos a terem seus atributos reprodu-
zidos em uma nova geracdo. Segundo Holland (HOLLAND, 1992), AGE tem-se mostrado
muito eficiente na busca de solucdes 6timas, ou solu¢des proximas das 6timas, em uma grande
variedade de problemas.

No AGE, inicialmente, é gerada uma popula¢do formada por um conjunto aleatério de in-
dividuos (ou cromossomos), que a principio podem ser considerados como solu¢do para o pro-
blema. Tradicionalmente, um individuo € representado por um vetor bindrio, onde cada ele-
mento de um vetor representa a presenca (1) ou auséncia (0) de uma determinada caracteristica
(atributo).

Durante o processo evolutivo, a populagdo € avaliada: para cada individuo € dada uma nota

por meio de uma fungdo de aptidao, refletindo sua habilidade de adaptacdo a determinado ambi-
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ente, ou seja, fornecendo o quao boa € a solugdo codificada por um individuo. Uma porcentagem
dos mais aptos € mantida, enquanto os outros sdo descartados (selecdo natural).

Virios métodos de selecao t€m sido propostos, dentre eles, temos o método de selecao
por torneio. Neste método, n individuos da populacdo sdo escolhidos aleatoriamente, com a
mesma probabilidade. O cromossomo com a maior aptiddo dentre os escolhidos € selecionado
para populacdo intermedidria. O processo se repete até que a populacdo intermedidria seja
preenchida.

Os membros mantidos pela selecdo na populacdo intermedidria podem sofrer modificagcdes
em suas caracteristicas fundamentais por meio de mutacdes (Figura 2.12) e cruzamento (cros-
sover) (Figura 2.13), gerando descendentes totalmente novos para a proxima geragdo, mas que
possuam de alguma forma, caracteristicas de seus pais. Esse processo, ao qual dd-se o nome de

reproducdo, € repetido até que uma solugdo satisfatdria seja encontrada (REZENDE, 2003).

0[1]0/0|0]| 1] 1| Antesdamutacao

O[1]0]1]0]|1]| 1| Apdsamutagcio

Figura 2.12: Exemplo de muta¢do, onde acontece a alteragdo aleatéria em um dos componentes
do individuo. Fonte: elaborado pelo autor.

A B
oftfoiofofr]1] pais  [ofoftfoltfo]1]
c e b :
of1]ofof1]o]1] Fihos [ofof1|o|o[1]1]

Figura 2.13: Exemplo de cruzamento de um ponto, onde € escolhido um ponto de cruzamento
e a partir dele as informagdes genéticas dos pais sdo trocadas. Fonte: elaborado pelo autor.

Alguma das vantagens do algoritmos genéticos estd no fato de que eles realizam buscas si-
multaneas em vdrias regides do espaco de solucdo, permitindo assim que tais algoritmos achem
um conjunto bastante variado de solucdes, o que os tornam um método de busca global (FA-
CELI et al., 2011). Embora seja um algoritmo aleatdrio, pode-se classificar o AGE como um
algoritmo de busca de solu¢do direcionada a busca de pontos de “alta aptiddo”, ou seja, pontos
onde sdo esperados melhores desempenhos (REZENDE, 2003).
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2.7 Aprendizado de Maquina

Aprendizado de Méquina € a drea da Inteligéncia Artificial cujo objetivo € o desenvolvi-
mento de técnicas computacionais sobre o processo de aprendizado, e estd relacionada com
a questdo de como construir programas de computador que melhorem automaticamente seus
desempenhos através da experiéncia (BISHOP, 2007; MITCHELL, 1997).

Dentre os tipos de Aprendizado de Mdquina existentes, vale destacar a Aprendizagem In-
dutiva, que € a forma de inferéncia légica que permite obter conclusdes a partir de um conjunto
de exemplos (generalizagdo).

Aprendizagem Supervisionada € uma técnica de Aprendizagem Indutiva que cria uma fun-
¢do para um conjunto de dados de treinamento, fazendo-se uso do mecanismo de inferéncia
indutiva (Figura 2.14). Tais conjuntos, consistem de pares de entrada de objetos x (vetor de
atributos) e a saida desejada f(x) (label). A saida dessa fungdo pode ser dada de duas formas:
a primeira, como um valor continuo, e nesse caso estaremos tratando de um problema de re-
gressdo; a segunda, como um valor discreto, e nesse caso estaremos tratando de um problema
de classificagcdo. A tarefa do computador, nesse caso, € predizer o valor de saida para qualquer
objeto de entrada tendo visto um ndmero de exemplos de treinamento. Ou seja, de maneira

geral, o objetivo é estimar a fun¢do f, dado um conjunto de pontos na forma (x, f(x)).
Aprendizagem
indutiva
Aprendizagem Aprendizagem
supervisionada ndo-supervisionada

conjunto de treinamento fornecido formacgdo de agrupamentos

[ Classificacdo } [ Regressao }

valores discretos valores continuos

Figura 2.14: Hierarquia do aprendizado. Fonte: elaborado pelo autor.

Como exemplo de algoritmos de Aprendizagem Supervisionada, podemos citar: k-Nearest
Neighbor (k-NN), Rede Neural Artificial (RNA) e Arvores de Decisdo (AD).

2.7.1 Kk-Nearest Neighbor

k-NN é amplamente discutido a aplicado em padrdes de reconhecimento e aprendizagem de
méquina supervisionada (HU; YU; XIE, 2008). E um dos algoritmos mais simples de classifica-

¢do usado para classificar objetos com base em exemplos de treinamento que estdo mais proxi-
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mos no espago de caracteristicas, classificando um novo objeto em funcdo da classe majoritaria
dentre os k-vizinhos mais préximos a ele com base nos exemplos do conjunto de treinamento
(FACELI et al., 2011).

O k-NN ¢ baseado em trés principais componentes:

1. Um conjunto de exemplos de treinamento empregado para futuras classificagdes (Figura
2.15a);

2. Uma fungdo de similaridade, ou seja, uma métrica para calcular a distancia entre os exem-
plos de treinamento e os exemplos a serem classificados. Como exemplo de funcdes de
similaridade, temos: Distiancia Euclidiana e Distancia Manhattan (LIMA; JUNIOR; OLI-
VEIRA, 2014) (Figura 2.15b);

3. Uma funcdo de classificagdo, que tem como entrada um valor inteiro k, que representa
o numero de vizinhos mais proximos a ser considerado pelo algoritmo para classificar
o exemplo solicitado. Como exemplo, a classe majoritdria dentre os k vizinhos mais

préximos pode ser usada como fungdo de classificacao (Figura 2.15¢).

@

(a) Conjunto de treinamento no es- (b) Ao Introduzir um elemento a

paco R?2 contendo duas classes, a ser classificado, calcula-se a distdncia

classe quadrado e a classe tridngulo. dele a todos os elementos do conjunto
de treinamento.

® @ o

k=1 k=3 k=35

(c) Classe majoritaria dentre os k vizinhos mais préximos classificando o novo elemento.

Figura 2.15: Tlustracdo das etapas do algoritmo k-NN. Fonte: elaborado pelo autor.

2.7.2 Rede Neural Artificial

As RNAs sdo modelos matematicos que se assemelham as estruturas neurais biologicas

(Figura 2.16) e que t€m a capacidade computacional adquirida por meio do aprendizado e gene-
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ralizacdo (BRAGA; CARVALHO; LUDERMIR, 2007; HAYKIN, 1999). O processo de apren-
dizado € interativo, e por meio dele a RNA deve melhorar o seu desempenho gradativamente a
medida que interage com o meio exterior (REZENDE, 2003).

Dendritos
// \ Axonio
N
(%%\
/ Sinal
Corpo
Sinapse

Figura 2.16: Neurdnio bioldgico simplificado. Os Dendritos sdo responsdveis pela recep¢ao
de estimulos nervosos que sdo transmitidos para o Corpo celular, onde as informacdes sdao
combinadas e processadas, e a depender da intensidade e frequéncia desses estimulos, o Corpo
celular gera um novo impulso que € enviado pelo Axdnio até o Dendrito de outro neurdnio
através da Sinapse (HAYKIN, 1999). Fonte: Imagem extraida de (FACELI et al., 2011).

Uma RNA pode ser descrita como um grafo direcionado cujo os nds correspondem aos
neurdnios e as arestas as ligacdes entre eles, que simulam as sinapses biol6gicas. Cada neurdnio
recebe como entrada uma soma ponderada das saidas de neurdnios conectados as suas arestas
de entrada, e os pesos t€m seus valores ajustados em um processo de aprendizagem e codificam
o conhecimento adquirido pela rede (SHALEV-SHWARTZ; BEN-DAVID, 2014; FACELI et
al., 2011; BRAGA; CARVALHO; LUDERMIR, 2007).

A Figura 2.17 apresenta um modelo simples de neur6nio artificial. Cada entrada do neurd-
nio recebe um valor, que sao ponderados na forma apresentada pela Equagao 2.28, e entao
combinados por uma fungdo matemadtica, a qual daremos o nome de funcdo de ativagio f,(u),
equivalendo ao processamento realizado pela soma. A saida da fun¢do € a reposta do neurdnio

para a entrada. Vdrias fun¢des diferentes pode ser utilizadas: linear, sigmoide, etc.

Entradas

Pesos

X]
X % Saida

-

Sinal

Figura 2.17: Ilustracdo de um Neur6nio Artificial. Fonte: elaborado pelo autor.
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d
u=Y_ zw, (2.28)
j=1

Em uma RNA, os neur6nios podem estar dispostos em uma ou mais camadas. A Figura
2.18 ilustra um exemplo de uma RNA com trés camadas, que recebe como entrada valores de
dois atributos e gera dois valores em sua camada de saida. As demais camada sdo denominadas
de camadas intermedidrias/ocultas. E importante observar no exemplo que, todos os neurdnios
estdo conectados a todos os neurdnios da camada anterior e/ou seguinte, a esse tipo de rede,

da-se o nome de rede neural completamente conectada (FACELI et al., 2011).

Camadas
intermediarias

Camadas
Objeto com de saida

dois atributos

Figura 2.18: Exemplo de RNA multicamadas. Fonte: elaborado pelo autor.

A informacdo em uma rede neural geralmente flui da camada de entrada da rede para os
neuronios da camada de saida. Para redes multicamadas, esse fluxo ocorre camada a camada.
Redes sem conexdes de retropropagacdo sdo denominadas RNAs feedforward.

O que foi discutido até agora estd relacionado a arquitetura de um RNA, adiante, serd mos-

trado o processo de aprendizado de uma RNA, que diz respeito as regras de ajuste de pesos.

Algoritmo Back-propagation

Um grande obstaculo que havia para utilizacdo de redes multicamadas era a auséncia de
um algoritmo para treinamento, que foi vencido com a proposta do algoritmo denominado
back-propagation. O algoritmo € constituido da iteracdo de duas fases, uma fase para a frente
(forward) e uma fase para trds (backward). Na fase forward, cada objeto de entrada é apresen-
tado a rede. O objeto € primeiramente recebido para cada um dos neur6nios da primeira camada
intermedidria da rede, quando € ponderado pelo peso associado a suas conexdes de entrada cor-

respondentes. Cada neur6nio nessa camada aplica a funcdo de ativacdo a sua entrada total e
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produz um valor de saida, que € utilizado como valor de entrada pelo neur6nios da camada se-
guinte. Esse processo continua até que os neurdnios da camada de saida produzam cada um seu
valor de saida, que € entdo comparado ao valor desejado para saida desse neurdnio. A diferenca
entre os valores de saida produzidos e desejados para cada neurdnio da camada de saida indica
o erro cometido pela rede para o objeto apresentado. Esse valor de erro é entdo utilizado na
fase backward para ajustar seus pesos de entrada. O ajuste prossegue da camada de saida até a

primeira camada intermedidria. A Equacdo 2.29 ilustra como € feito o ajuste de pesos:

w;(t+ 1) = w;(t) + nz;6, (2.29)

sendo w; o peso do j-ésimo atributo de entrada do neurdnio, ¢ indica o erro associado ao neurd-
nio, x; indica a j-ésima entrada recebida por esse neurdnio e 7 o valor da taxa de aprendizado.

O valor de 7 tem forte influéncia no tempo de convergéncia da rede. Um valor muito pe-
queno, pode implicar em um tempo maior para se alcancar um bom modelo. Ja um valor de
taxa de aprendizagem elevado pode provocar oscilagdes que dificultam a convergéncia. Como
alternativa para lidar com esse problema, tem-se o uso do termo momentum (), que quantifica
o grau de importancia da variacdo do peso do ciclo anterior ao ciclo atual, tornando o pro-
cesso de aprendizado mais estdvel e acelerando a convergéncia da rede (FACELI et al., 2011;
RUMELHART, 1986). Com essa abordagem, o ajuste de pesos da rede utiliza a Equacao 2.30.

wi(t+1) = w;(t) + nz;0 + a(w;(t) —w;(t — 1)) (2.30)

Como os valores dos erros sdo conhecidos apenas para os neur6nios da camada de saida, o
erro para o neurdnio da camada intermedidria € estimado como a soma dos erros dos neurdnios
da camada seguinte, cujos terminais de entrada estdo conectados a ele, ponderados pelo valor

do pelo associado a essas conexdes.

2.7.3 Arvore de Decisio

Uma AD é uma estrutura de dados definida recursivamente como um n6 folha, que corres-
ponde a uma classe, ou um né de decisao, que contém um teste sobre algum atributo. Para cada
resultado do teste existe uma aresta para uma subdrvore. Cada subdrvore tem a mesma estraté-
gia que a arvore (REZENDE, 2003). As ADs Podem ser representadas como um conjunto de
estruturas se-entdo, o que permite ter uma alta legibilidade com a linguagem humana.

ADs classificam instancias selecionando o caminho através da arvore a partir do né raiz até
o no folha. Cada né da drvore especifica um teste de algum atributo da instancia, e cada ramo
descendente a partir desse nd, correspondente a um dos possiveis valores desse atributo. Uma

instancia € classificada comecando do né raiz da arvore, testando o atributo especificado por
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esse nod, e entdo caminhando para baixo no ramo da drvore correspondente ao valor do atributo
em um dado exemplo. Esse processo € repetido para cada subdrvore até o novo né6 (MITCHELL,
1997) (Figura 2.19).

Ensolarado Nublado Chuvoso

Alta Normal Forte Fraco

/ AN / AN

Nao Sim Nao Sim

Figura 2.19: Ilustragdo de uma AD. No exemplo, Tempo, Umidade e Vento representam nos de
decisdes que contém testes sobre o valor do respectivo atributo. Ndo e Sim representam nés
folhas (Classes). Fonte: adaptado de (MITCHELL, 1997).

Como um dos critérios para escolha de cada n6 da arvore, temos o ganho de informacao,
que possui como principal conceito a entropia. A entropia mede a aleatoriedade de uma varidvel
aleatdria, que no contexto de uma AD, significa dizer que, entropia mede a dificuldade para
predizer o atributo alvo. A cada n6 de decisdo, o atributo que mais reduz a aleatoriedade da
variavel alvo (aquele que possui mdximo ganho de informacgao) serd escolhido para dividir os
dados.

Dada uma varidvel aleatéria A cujo dominio é {a1, as, ..., a, }. Suponha que a probabilidade

de observar cada valor respectivamente seja p1, pa, ..., P,. A entropia de A é dada por:

H(A) == pi-log,p; 2.31)

Para o caso particular de um atributo continuo, ou seja, atributos cujo dominio seja formado
por um subconjunto do conjunto dos nimeros reais R, o teste dividird os dados em dois subcon-
juntos: atributo > valor e atributo < valor (Figura 2.20). Com o intuito de se obter um ponto
de corte, os valores dos atributos continuos sdo primeiro ordenados. O ponto médio entre dois
valores consecutivos € um possivel ponto corte e € avaliado por um fun¢do mérito. O possivel

ponto de corte que mdxima a fun¢do mérito é escolhido (FACELI et al., 2011).
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Temperatura > 28°

Verdadeiro Falso

Jogar Nao Jogar

Figura 2.20: Ilustracdo de uma AD com atributo continuo. Fonte: elaborado pelo autor.

Random Forest

Random Forest (RF) é um algoritmo que usa muitas ADs para realizar classifica¢io, usando
uma combinacdo de 4rvores preditoras, de tal modo que, cada drvore depende dos valores de
um vetor aleatdrio, gerado de forma independente, com a mesma distribui¢do para todas as
arvores da floresta. Apds a geracdo de um grande nimero de drvores, um novo exemplo ¢ clas-
sificado em cada arvore de forma independente. Logo em seguida, uma votagdo da classe mais

popular/frequente € escolhida para classificag@o final do novo exemplo (BREIMAN, 2001).

2.7.4 Avaliacao de desempenho

A avaliacido de desempenho de um algoritmo de aprendizagem de maquina supervisionado
geralmente € realizada por uma anélise do desempenho do preditor gerado por ele na rotulacao
(classificacdo) de novos objetos, ndo apresentados em seu treinamento (MONARD; BARA-
NAUSKAS, 2003).

No caso especifico de problemas de decis@o bindria, um classificador rotula exemplos como
positivo ou negativo. A decisdo realizada pelo classificador na rotulagdo pode ser representada
em uma estrutura conhecida como matriz de confusdo ou tabela de contingéncia (Tabela 2.1).

A matriz de confusdo possui quatro categorias:

Valor
Predito
+ -
Valor + | VP | FN
Verdadeiro | - | FP | VN

Tabela 2.1: ITlustragao de uma Matrix de Confusao.

Verdadeiro Positivo (VP): Exemplos corretamente classificados como positivos;

Falso Positivo (FP): exemplos negativos incorretamente classificados como positivos;

Verdadeiro Negativo (VN): exemplos corretamente classificados como negativos;

Falso Negativo (FN): exemplos positivos incorretamente classificados como negativos.
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Dada uma matriz de confusdo, algumas métricas podem ser definidas, como a Taxa de
Verdadeiros Positivos (TVP) e a Taxa de Falsos Positivos (TFP) definidas da forma:

VP
TVP = ——— 2.32
v VP + FN (2.32)
FP
TFP = ————— 2.
FP+VN (2.33)

TVP mede a fragdo de exemplos positivos rotulados corretamente. J4 TFP, mede a fragao
de exemplos negativos incorretamente rotulados como positivo.

Uma maneira de avaliar classificadores em problemas que possuem apenas duas classes,
¢ com o uso das cuvas ROC (do inglés Receiving Operating Characteristics), as quais mos-
tram como o ndmero de exemplos positivos corretamente classificados varia com o nimero de
exemplos negativos incorretamente classificados.

O gréifico ROC ¢ bidimensional e plotado em um espago denominado espaco ROC, com

eixos x e y representando as medidas de TFP e TVP, respectivamente (Figura 2.21).

Céu

Sempre

ROC positiva
T
\Y
P

Sempre yZ Inferno

negativa Z ROC

0 1
TFP
—— Algoritmo 1 —— Algoritmo 2

Figura 2.21: Espaco ROC. Fonte: adaptado de (FACELI et al., 2011).

Na Figura 2.21 € possivel identificar alguns aspectos do espaco ROC. A linha diagonal re-
presenta classificadores que realizam predicdes aleatdrias. Um classificador abaixo dessa linha
pode ser considerado pior que um aleatdrio. A regido que se aproxima do ponto (1,0), damos o
nome de inferno ROC. No ponto (0,1) do grafico temos uma classificacdo considerada perfeita,
onde todos os exemplos positivos e negativos sao classificados corretamente (Céu ROC). Ja o

(0,0) representa classificacdes sempre negativas e (1,1), classificacdes sempre positivas.
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Ao se comparar duas ou mais curvas, aquela que mais se aproxima do ponto (1,0) é a de
melhor desempenho, ou seja, o objetivo de uma curva de um classificador em um espaco ROC
€ estar o mais proximo possivel do canto superior-esquerdo do grifico (DAVIS; GOADRICH,
2006). No exemplo da Figura 2.21, o Algoritmo 2 pode ser considerado melhor que Algoritmo
1.

Existem casos em que as curvas ROC dos algoritmos possuem intersecdo, nesta caso, cada
algoritmo tem uma regido em que € melhor que a do outro. Porém, é muito comum comparar
o desempenho dos algoritmos em termos de uma medida Unica extraida de sua curva ROC, a
qual da-se o nome de drea sob a curva ROC (do inglés Area Under the ROC Curve - AUC).
A AUC € uma por¢do de uma quadrado unitario (o espago ROC), e seu valor ird sempre estar
entre 0 e 1 (FAWCETT, 2004). Quanto mais a AUC se aproxima de 1, melhor € considerada a
classificagdo.

A fim de se evitar o erro/acerto aparente em uma avaliacdo, caso em que usa-se 0 mesmo
conjunto de exemplos no treinamento e avaliacao, € aconselhado calcular a AUC em um proce-
dimento de estimativa de desempenho mais confidvel, definindo-se subconjuntos de treinamento
e de teste. A esses procedimentos, dd-se o nome de métodos de amostragem.

Dentre os métodos de amostragem existentes, vale destacar a validacdo cruzada k-fold, onde
o conjunto de exemplos € dividido em k subconjuntos de tamanhos aproximadamente iguais.
Os objetos das k£ — 1 parti¢des s@o utilizados para treino de um preditor, o qual é entdo testado
na particdo restante. Esse processo € repetido k£ vezes, e em cada ciclo uma parti¢do diferente
¢ utilizada para teste. O desempenho final do preditor € dado pela média e desvio padrdo dos
desempenhos observado sobre cada subconjunto de teste (Figura 2.22) (FACELI et al., 2011).

Treino Teste

Conjunto
de dados
Média e desvio

padrdo de
desempenho

Figura 2.22: Tlustra¢do de uma validacdo cruzada 3-fold. Fonte: adaptado de (FACELI et al.,
2011).




Capitulo 3
Materiais e Métodos

Uma visdo geral da metodologia usada neste trabalho pode ser vista na Figura 3.1. Primeiro
usou-se um banco de dados de nédulos pulmonares organizado em nosso laboratério por Fer-
reira Junior (JUNIOR; OLIVEIRA; AZEVEDO-MARQUES, 2016). O banco contém imagens
do Lung Image Database Consortium (LIDC) (Sec¢do 3.1). Foi realizada uma etapa de célculo
de tamanho e sele¢do dos nddulos de interesse (Secdo 3.2). Em seguida, desenvolveu-se uma
etapa para segmentacdo da regido do parénquima em torno dos nédulos pulmonares (Secdo
3.3), para enfim realizar a extragdo dos atributos de imagens dos nédulos selecionados e suas
regides de parénquima (Secdo 3.4). Uma etapa de selecdo de atributos foi realizada (Secdo 3.5),

e finalmente, o treinamento do modelo de classificacio e avalia¢do (Secao 3.6).

/ 3.2) Selecdo de \

Nédulos Pequenos . B
3.6) Classificacao

3.1) Banco de 3.3) Segmentagdo
Nodulos Pulmonares 3.5) Selecdo de

l Atributos

3.4) Extracado de
K Atributos j

Figura 3.1: Esquema geral da metodologia aplicada nesse trabalho. Fonte: elaborado pelo autor.

Os processos de selecdao de atributos e classificagdo foram realizados usando a ferramenta
RapidMiner Studio (BOLT; LEONI; AALST, 2016), versao 7.3.000. Os testes foram execu-
tados em um PC Intel Core 15, com CPU de 3.10Hz e 8GB RAM com sistema operacional
GNU/Linux Ubuntu 14.04 LTS.

28
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3.1 Banco de Nodulos Pulmonares

Neste trabalho usamos o repositério do LIDC (ARMATO et al., 2011) de imagens de TC
de cancer de pulmao com lesdes identificadas e classificadas por quatro radiologistas em um
processo de interpretacdo de imagem o qual requereu dos especialistas a leitura das TCs e
marcacdo das lesdes usando uma interface grafica. Os nédulos identificados foram classificados
pelos radiologistas de acordo com algumas caracteristicas subjetivas, entre elas a probabilidade

de malignidade, de acordo com as seguintes condicoes:

e Malignidade 1: probabilidade alta para ser benigno;

Malignidade 2: probabilidade moderada para ser benigno;

Malignidade 3: probabilidade indeterminada;

Malignidade 4: probabilidade moderada para ser maligno;

Malignidade 5: probabilidade alta para ser maligno.

O LIDC € uma cole¢@o nao organizada em esquema de banco de dados, assim, nao existe
correlacdo entre imagens, dados dos exames e classificagcdo dos nddulos pelos radiologistas.
Além disso, o LIDC ndo contém informacdes a respeito do tamanho do nddulo ou atributos das
imagens. Sendo assim, optaremos por usar o Banco de N6dulos Pulmonares (BNP) organizado
por Ferreira Junior et al. (JUNIOR; OLIVEIRA; AZEVEDO-MARQUES, 2016). O BNP
usa uma abordagem NoSQL orientado a documentos (STRAUCH, 2011) com o MongoDB
(TTWARI, 2011), onde todas as imagens das lesdes foram segmentadas usando as marcagdes
realizadas pelos radiologistas e entdo armazenadas no banco de dados. Isso nos proporcionou
facil acesso as imagens contendo apenas as lesdes para etapa de extracdo de atributos.

O BNP possui 752 exames e 1.944 nédulos pulmonares do LIDC nas cinco classificacdes
de malignidade. Porém, desconsideramos nédulos com probabilidade de malignidade 3, pois
possuem probabilidade de malignidade indeterminada, que deixou a nossa base com 1.171 n6-
dulos.

Para este trabalho, nédulos com probabilidades de malignidade 1 e 2 foram considerados
benignos, e nddulos com probabilidades de malignidade 4 e 5, malignos.

Devido ao diametro dos nddulos escolhido, entre 5 ¢ 10mm, o BNP forneceu uma quan-
tidade de nddulos benignos muito maior do que o de nédulos malignos, o que ja era de se
esperar devido a maior probabilidade de nédulos pequenos serem benignos (BARTHOLMALI et
al., 2015; HUA et al., 2015; Y.-X. J. Wang, J.-S. Gong, K. Suzuki, and S. K. Morcos, 2014).
Além disso, devido a complexidade em segmentar o parénquima no entorno de nédulos nao
solidos, foi escolhido usar apenas os nédulos sélidos (ver Secdo 3.3), o que contribuiu mais
ainda para o desbalanceamento do BNP. Com o objetivo de se ter uma base balanceada para o
treinamento do modelo de classificagdo, foram igualadas a quantidade de nédulos benignos e

malignos, como pode ser observado na Tabela 3.1.
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| Benigno | Maligno

Probabilidade de Malignidade | 1 2 | 4 5 | Total
Nuamero de Néodulos 54| 53 | 87| 20 | 214

Soma 107 107

Tabela 3.1: Numero de nddulos sé6lidos entre 5-10mm que serdo usados do BNP.

3.2 Selecao de Nodulos Pequenos

Antes de selecionarmos o0s nédulos do BNP em fun¢do de seus diametros, foi realizado o
calculo dessas medidas manualmente, pois esta informacao nao constava no BNP. O tamanho de
um nédulo pode ser recuperado com uma simples medida 2D do diametro de maior valor, que
pode ser realizado no plano axial ao longo do eixo do didmetro mais longo (BARTHOLMAI
et al., 2015). Assim, para cada nédulo do BNP, foi calculado o diametro para cada fatia como
a distancia euclidiana entre as coordenadas de minimo e maximo nos respectivos eixos T € ¥,
a distancia de maior valor encontrada foi determinada como o didmetro do respectivo nédulo

(Figura 3.2), e o resultado foi armazenado no BNP e associado ao respectivo nddulos.

Noédulol  Noédulo2  Noédulo 3

Fatias

Fay, / Fai, 2Fatia 3

— diametro x
— didmetro y

. max X
min x

min y

Figura 3.2: Ilustracdo do processo de cédlculo do didmetro do nédulo. Fonte: elaborado pelo
autor.

Uma vez que se tenha a informacdo de didmetro de todos os ndédulos do BNP, foi pre-
ciso definir o limiar de tamanho para selecionarmos os nddulos pequenos. Segundo a litera-
tura (YANKELEVITZ et al., 1999; REEVES; KOSTIS, 2000), um nédulo pode ser caracteri-
zado como nddulo pequeno quando possui um didmetro menor que 10mm. Porém, Bartholmai
(BARTHOLMALI et al., 2015) afirma que testes ja demonstraram que ndédulos com diametro

menor que Smm sdo provavelmente benignos, mesmo para casos de pacientes de alto risco,
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o que torna desinteressante trabalharmos com nédulos predispostos a serem benignos. Sendo

assim, o limiar escolhido para o trabalho foi Smm a 10mm.

3.3 Segmentacao

O objetivo desta etapa foi a obtencdo da Regido de Interesse (do inglés Region of Interest
- ROI) da imagem de TC contendo os elementos de interesse deste trabalho, nédulo e parén-
quima. O BNP possui apenas os nédulos segmentados, logo, foi desenvolvido neste trabalho
um algoritmo para segmentar a regido do parénquima no entorno do nédulo. Os resultados da
segmentacdo do parénquima foram armazenados no BNP e, entdo associados aos respectivos
nodulos para posterior extragdo de atributos desta regido.

O processo de segmentagdo foi realizado de forma automadtica (Figura 3.3), partindo do
principio de que a informacdo de marcagdo dos nddulos nas imagens de TC realizadas pelos
radiologistas do LIDC consta em nosso BNP (Figura 3.3a). Para cada imagem/fatia, uma ROI
foi criada em torno do nédulo usando as coordenadas das marcagdes feitas pelos radiologistas
(Figura 3.3b). Para isto, foi recuperada a informac¢do de mdximos e minimos nas respectivas
coordenadas x e y das marcagdes e a quantidade de parénquima incluida em cada ROI foi pro-
porcional ao tamanho do nédulo, considerando o tamanho de duas vezes o diametro do nédulo.
Em seguida, foi criada uma mdscara contendo a informacao de interesse (Figura 3.3c) usando
um método de limiarizagdo de imagem com base na minimizacdo das medidas de fuzziness
para eliminar nédulo, pleura e vasos respiratérios (HUANG; IUN; WANGT, 1995). Por fim,
os resultados (b) e (c) foram combinados para se ter como resultado final uma imagem con-
tendo apenas o tecido do parénquima em torno do nédulo (Figura 3.3d). Esta abordagem foi
semelhante a apresentada por Dilger (DILGER et al., 2015), que usou um processo manual para

segmentar a regido do parénquima.

(a) Imagem de TC com (b) ROI contendo nédulo, (c¢) Mdéscara do parén- (d) Imagem contendo
um ndédulo marcado pelo parénquima e outras es- quima. apenas o parénquima.
radiologista. truturas.

Figura 3.3: Ilustracdo do processo de segmentaciao do parénquima pulmonar. Fonte: Elaborada
pelo autor.

O resultado do processo de segmentacio foi submetido a um radiologista especialista em

cancer de pulmao, que avaliou o resultado do algoritmo proposto em 20 casos. O especialista
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classificou os resultados em péssimo, ruim, moderado, bom ou 6timo (Apéndice A). Devido
a complexidade dos nédulos ndo sélidos que possuem uma intensidade baixa, o especialista
sugeriu que o trabalho fosse focado apenas em nddulos sélidos (Secdo 2.2), pois, por serem
nddulos de alta intensidade, possuem maior contraste em relacdo a regido de parénquima do

pulmao, o que facilitou a etapa de limiarizacdo.

3.4 Extracao de Atributos

A combinacgdo de diferentes categorias de atributos € bastante comum em aplicacdes reais
para se alcangar uma melhor acurdcia na classificagdo (WU; HE, 2015). Portanto, neste trabalho
foram usados quatro categorias de atributos de imagem: Atributos de Intensidade 3D, Forma
3D, Textura 3D e Nitidez de Borda 3D. Tais atributos foram extraidos dos nddulos e do tecido

do parénquima pulmonar na forma apresentada na Tabela 3.2 e armazenados no BNP.

Regiao Pulmonar

Nédulo | Parénquima
Atributos de Intensidade X X
Atributos de Forma X
Atributos de Textura X X
Atributos de Nitidez de Borda X

Tabela 3.2: Atributos usados e suas respectivas regides de extracdo. Atributos de Nitidez de
Borda usam informacdo tanto do nédulo como do parénquima.

O objetivo de incluir atributos extraidos do parénquima pulmonar no entorno do nédulo, foi
aumentar a quantidade de informac¢do disponivel além do nédulo. Esta estratégia foi motivada
devido ao problema do numero/quantidade de pixels que os nédulos pequenos abrangem, além
disso, Dilger (DILGER et al., 2015) demonstrou que incluir atributos do parénquima pode
auxiliar o desenvolvimento de sistemas CAD por conter informacdes significativas quanto a

malignidade dos nddulos.

3.4.1 Analise de Intensidade 3D

Uma vez recuperado a informag¢do de histograma de imagem de cada nédulo, foram extrai-
dos neste trabalho um total de 14 ATI 3D estatisticos sugeridos por Dilger (NOWIK, 2013):

Energia = Z x?, (3.1

1 n
Intensidade média (7) = — g X, (3.2)
n
i=1
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Intensidade mediana, 3.3)
Intensidade minima (7,,,), (3.4)
Intensidade maxima (/y), (3.5)
N
Entropia = — Zp(xk) log, (p(xy)), (3.6)
k=1
n Y
Kurtosis = 2iz (i — ) , (3.7)
(n—1)s4
n =3
Skewness = 2z (i — 7) , (3.8)
(n—1)s3
N 1 .
Desvio médio absoluto = — Z |z, — z|, (3.9)
g
Range = |1 — I,,,], (3.10)
n 2
Raiz quadrada média = iz T , (3.11)
n
Desvio padrio = ! i(x — )2 (3.12)
n—14 ! ’
N
Uniformidade =) _ p(a)?, (3.13)
k=1
A —\2
Variancia = — Z(azl —I)°, (3.14)

=1

onde x; é o i-€simo valor de intensidade da imagem; s € o desvio padrao da intensidade; n
¢ o numero de pixels na regido; e p(zy) a probabilidade de ocorréncia do k-ésimo valor de
intensidade em um conjunto de NV intensidades.

Os atributos foram extraidos tanto dos nédulos como da regido de parénquima, levando em
conta todas as fatias, ou seja, o histograma de cada nédulo foi formado pela unido dos histo-
gramas de cada fatia do nédulo, e entdo realizados os célculos estatisticos. O mesmo algoritmo
foi aplicado no cdlculo dos atributos estatisticos para a regido do parénquima. Portanto, cada

nédulo foi associado a um vetor de ATI com dimensao 28.
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3.4.2 Analise de Forma 3D

Neste trabalho foram implementados e adaptados os AF 3D propostos por Aerts (AERTS
et al., 2014). Algumas adapta¢des foram realizadas de forma a simplificar a complexidade de

implementagdo de alguns atributos. Desta forma, os atributos extraidos foram:

V
Compacidade 1 = =, (3.15)
TA3
VQ
Compacidade 2 = 367TF, (3.16)
D do esférica = —— 1
espropor¢do esférica Yk (3.17)
1612
Esfericidade = w, (3.18)
icf
Area (A) = " p;, (3.19)
Area da Superficie = 47 R?, (3.20)
- - A
Ralacao superficie-volume = 7 (3.21)
fEF icf
Volume (V') = (Z Zpl) - EspessuraDeF, (3.22)

onde f representa o conjunto de pixels (p) delimitados pelas coordenadas cartesianas da seg-
mentacao do nédulo; £’ € o conjunto de todas as fatias do nédulo; E'spessuraDel’ corresponde
ao valor da espessura das fatias (tamanho do voxel); R representa o raio da esfera com mesmo

volume que o tumor, definido da forma:

Raio (R) = {/ %. (3.23)

O tamanho do nédulo € um importante indicativo da sua malignancia (BRANDMAN
SCOTT MD; KO, 2011). Além disso, segundo (DILGER et al., 2015), o atributo tamanho
do nédulo tem um papel significante no diagnéstico de nédulos pulmonares. Logo, foi adici-
onado o didmetro do nédulo ao conjunto de AF (cdlculo demonstrado na Secdo 3.2). Assim,

cada ndédulo foi associado a um vetor de AF com dimensao 9.
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3.4.3 Analise de Textura 3D

Neste trabalho foram usados os AT 3D ja desenvolvidos em nosso laboratério. Atributos es-
tes, extraidos dos nédulos (imagens dos nédulos ja segmentadas) por Ferreira Junior (JUNIOR;
AZEVEDO-MARQUES; OLIVEIRA, 2016) e ja armazenados no BNP. JUNIOR; AZEVEDO-
MARQUES; OLIVEIRA, 2016) usou uma matriz de co-ocorréncia para obter os AT, a matriz
co-ocorréncia € uma técnica estatistica de segunda ordem, ou seja, obtém informagdo sobre
o posicionamento dos pixels da imagem. O trabalho usou alguns dos AT 3D sugeridos por
Haralick (HARALICK; SHANMUGAM; DINSTEIN, 1973) (Secao 2.5.3).

O vetor de AT foi obtido pelo célculo dos nove atributos (Equacdes 2.1-2.9) aplicados a
matriz de co-ocorréncia nas orientagdes 0°, 45°, 90° and 135°, e distancia de 1 voxel, o que
resultou em um conjunto formado por 36 atributos de textura extraidos do nédulo.

Estes mesmos atributos estatisticos e parametros foram usados neste trabalho para obtencao
de atributos de textura sobre a regido do parénquima, onde as imagens resultantes da segmen-
tacdo da regido do parénquima foram dadas como entrada para que o algoritmo realizasse o
calculo dos atributos e armazenasse o vetor de atributos no BNP. Sendo assim, cada nédulo foi

associado com um vetor de AT com dimensao 72.

3.4.4 Analise de Nitidez de Borda 3D

Neste trabalho foram usados os ANB 3D ja desenvolvidos em nosso laboratério. Tais atribu-
tos foram extraidos por Ferreira Junior JUNIOR; AZEVEDO-MARQUES; OLIVEIRA, 2016)
e j4 armazenados no BNP. (JUNIOR; AZEVEDO-MARQUES; OLIVEIRA, 2016) usou um
algoritmo parcialmente proposto por Xu (XU et al., 2012), e realizou a andlise de nitidez de
borda 3D usando as imagens de TC originais dos exames, adotando a criacdo de linhas ortogo-
nais a borda do nédulo, para entdo extrair atributos estatisticos sobre as intensidades dos pixels
dessas linhas ortogonais em todo volume da imagem (Sec¢do 2.5.4). Portanto, cada nddulo foi

caracterizado com um vetor de ANB com dimensdo 12.

3.5 Selecao de Atributos

A fim de evitar o problema da maldicdo de dimensionalidade e selecionar os atributos mais
relevantes na classificacdo de nddulos pulmonares pequenos, foi aplicada uma técnica de sele-
cdo de atributos aos conjuntos de atributos denominada Algoritmo Genético Evolutivo (AGE)
(ROZSYPAL; KUBAT, 2003) (Se¢do 2.6.1).

No algoritmo, foi definido um nimero maximo de 100 geracdes, sendo cada geracdo for-
mada por uma populacdo de 20 individuos. Os individuos selecionados para reproducdo foram
escolhidos usando o método de selecao por torneio. Na fase de reproducgao, os operados usa-

dos foram o cruzamento de um ponto e a mutacdo com probabilidades de aplicacdo em cada



3.6. CLASSIFICACAO 36

individuo de 50% e 5%, respectivamente.

3.6 Classificacao

Com o objetivo de criar o modelo de classificacdo para ndédulos pequenos, foram usados os
algoritmos de aprendizado de maquina: k-NN; um algoritmo de RNA denominado Perceptron
de Multiplas Camadas (Multilayer Perceptron - MLP), o qual trata-se de uma RNA feedforward
treinada com o algoritmo back-propagation com funcao de ativagdo do tipo sigmoid; e por fim,
um algoritmo de Arvore de Decisdo denominado Random Forest. Estas técnicas de aprendizado
de méquina tém sido aplicadas tanto na detec¢do como na classificacdo de nédulos pulmonares
(NAMIN et al., 2010; KURUVILLA; GUNAVATHI, 2014; TARTAR; KiLi¢; AKAN, 2013).

O modelo foi avaliado com uma validag¢do cruzada 10-fold com os 214 nédulos pequenos.
Quatro conjuntos de atributos foram separadamente usados em cada algoritmo para classifica-
¢do, aos quais foram dados os nomes: Atributos Textura+Nitidez de Borda (T+NB), Atributos
Nédulo (N), Atributos Parénquima (P) e Atributos Integrados (I). A composicao dos atributos

que cada conjunto possui pode ser vista na Tabela 3.3.

CONJUNTO DE ATRIBUTOS

T+NB N P I
- Atributos de Intensidade
- Atributos de Textura (N6dulo) - Atributos de Intensidade - Conjunto N
- Atributos de Forma
- Atributos de Nitidez de Borda - Atributos de Textura - Conjunto P

- Conjunto T+NB

48 atributos 71 atributos 50 atributos 121 atributos

Tabela 3.3: Composicdo de cada conjunto de atributos abordado neste trabalho. E importante
mencionar que os atributos de intensidade e textura do conjunto N, referem-se aos atributos
extraidos do nédulo, e os do conjunto P, aos extraidos do parénquima.

O uso do conjunto T+NB foi motivado por razdes comparativas, ja que se trata de um
conjunto com atributos ja extraidos por Ferreira Junior (JUNIOR; OLIVEIRA; AZEVEDO-
MARQUES, 2016) e armazenado no BNP.

Em funcdo da proposta de se usar a regido do parénquima em torno do nédulo pulmonar para
extragdo de atributos, algumas categorias de atributos foram extraidas de duas regides diferentes
(n6dulo e parénquima), como pode ser observado na Se¢do 3.4. Por esse motivo foram criados
os conjuntos N e P.

Por fim, um conjunto com a integragdo de todas as categorias de atributos justifica-se pelo
conceito de radiomics, que trata justamento da andlise em grande quantidade de atributos quan-
titativos. E importante ressaltar que neste trabalho a abordagem radiomics ficou restrita ao
contexto de atributos de imagens, ndo foram utilizados informag¢des como dados genéticos ou

clinicos dos pacientes.
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Para o k-NN, k variou no intervalo impar [3,15]. Para cada valor de k, a métrica de simila-
ridade usada foi a distancia euclidiana. Com o MLP, os parametros do algoritmo usados foram:
0.3 de taxa de aprendizagem e 0.2 de momentum com uma camada oculta. Foi escolhido um va-
lor baixo para taxa de aprendizagem para que ocorressem mudancas pequenas no ajuste de peso
em cada etapa, a fim de evitar problemas com a convergéncia do algoritmo. Cinco testes foram
realizados com estes valores de pardmetros, variando a quantidade de ciclos de treinamento do
algoritmo para os respectivos valores: 100, 200, 300, 400 e 500 ciclos. O limite de ciclos defi-
nido até 500 foi devido ao elevado custo computacional que o algoritmo MLP possui, tornando
invidvel a utilizacdo de valores de ciclos mais elevados. Por fim, para o RF foram realizados
testes com a geracao de 500, 750 e 1000 arvores, o critério de selecdo adotado foi o ganho de
informacdo, com profundidade maxima de 60. O valor de profundidade médxima foi definido
em funcdo dos resultados obtidos com o AGE nos algoritmos k-NN e MLP, onde os melhores
resultados com estes algoritmos usaram respectivamente 55 e 65 atributos selecionados de um
total de 121 atributos, o valor médio desse quantitativo de atributos selecionados foi definido
como a profundidade médxima das drvores.

No algoritmo k-NN, o processo de classificagdo foi realizado sem e com a selec¢do de atribu-
tos, exatamente com os mesmos parametros. Com o algoritmo MLP, o processo de classificacao
sem selecdo de atributos foi realizado usando todos os parametros definidos anteriormente. J4
para etapa com selecdo de atributos, o processo foi repetido apenas para o conjunto de para-
metros do algoritmo que alcancou o melhor desempenho de classificacdo sem selecdo em cada
conjunto de atributos. A selecdo de atributos ndo foi aplicada ao algoritmo RF, dado que o

mesmo por natureza ja se encarrega de ponderar os atributos.



Capitulo 4

Resultados e Discussao

4.1 Resultados da Segmentacao

Segundo a avaliacdo do radiologista especialista em cancer de pulmao, o método usado para
segmentacdo se mostrou eficaz para o caso dos nédulos sélidos. A Figura 4.1 apresenta a avali-
acdo do especialista que validou a segmentacdo, que classificou os resultados como 6timo/bom
em 87,5%, moderado 12,5% e nenhum caso foi classificado como ruim/péssimo. Logo, os

resultados foram considerados pelo especialista como satisfatorios.

B Moderado

B Bom

Otimo

Figura 4.1: Avaliacdo do resultado de segmentacdo pelo especialista. Fonte: elaborado pelo
autor.

As Figuras 4.2 a 4.5 exibem alguns dos resultados da segmentagdo da regidao do parénquima
em torno do nédulo. Em cada exemplo € exibido a imagem de TC original com o ndédulo
identificado (seta vermelha), e abaixo dela, trés imagens em fundo azul representando, da es-
querda para a direita: a ROI extraida pelo método, a médscara gerada e a regido de parénquima
segmentada. Algumas imagens de resultado foram ampliadas para uma melhor visualizacao.

E possivel observar que em alguns casos a segmentaco nio conseguiu remover totalmente

os vasos do parénquima, exemplos 1 e 7 das Figuras 4.2 e 4.5, respectivamente.

38



4.1. RESULTADOS DA SEGMENTACAO

39

1

\

~

J

M W

\ Y,

Figura 4.2: Resultados obtidos pela segmentacao da regido do parénquima em torno do nédulo.

Fonte: elaborado pelo autor.
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Figura 4.3: Resultados obtidos pela segmentacao da regido do parénquima em torno do nédulo.

Fonte: elaborado pelo autor.
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Figura 4.4: Resultados obtidos pela segmentacao da regido do parénquima em torno do nédulo.

Fonte: elaborado pelo autor.
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Figura 4.5: Resultados obtidos pela segmentacao da regido do parénquima em torno do nédulo.

Fonte: elaborado pelo autor.
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4.2 Desempenho do Modelo para Classificacao

A érea sob a curva (AUC) foi usada para avaliar o desempenho dos classificadores em cada
conjunto de atributos. As Tabelas 4.1 a 4.5 apresentam os resultados da classificacdo (média
4 desvio padrdao) com uma validagcdo cruzada 10-fold de cada algoritmo de aprendizado de
maquina. Em cada uma destas tabelas € possivel ver o resultado da AUC alcancado em cada
conjunto de atributos variando os parametros dos respectivos algoritmos de classificagao na
forma definida na metodologia deste trabalho.

O modelo de classificagdo usando o algoritmo k-NN alcancou maior AUC média de 0.773
(0 =0.097) com o conjunto de atributos I (Tabela 4.1). Aplicando o algoritmo genético para
selec@o de atributos, o k-NN obteve novamente a melhor performance de AUC com o conjunto
de atributos I, com média de 0.847 (¢ = 0.088) (Tabela 4.2). Neste ultimo resultado, o AGE

selecionou um total de 55 atributos dos 121 que fazem parte do conjunto I (Tabela 4.6).

AUC :: K-NN

k T+NB P N 1

3 0.636 £ 0.096 0.633 £0.121 0.693 £ 0.115 0.683 £ 0.074

5 0.678 £0.070 0.645 +£0.074 0.703 £ 0.106 0.717 £ 0.111

7 0.655 £ 0.061 0.637 £ 0.087 0.735 £ 0.120 0.739 £ 0.094

9 0.666 £ 0.065 0.641 £ 0.079 0.751 £ 0.121 0.773 £0.097
11 0.657 £ 0.096 0.637 £ 0.098 0.753 £0.116 0.754 £ 0.115

13 0.675 £ 0.083 0.614 £0.116 0.770 £ 0.106 0.764 +0.110

15 0.671 £ 0.092 0.605 £ 0.125 0.764 £0.113 0.766 £ 0.108

Tabela 4.1: Classificagdo de nédulos pequenos usando o k-NN.
AUC :: K-NN coM SELECAO DE ATRIBUTOS

k T+NB P N I

3 0.727 £ 0.103 0.696 £ 0.104 0.771 £ 0.103 0.763 £ 0.111

5 0.740 £ 0.101 0.777 £ 0.094 0.806 £ 0.088 0.827 £ 0.079

7 0.766 £ 0.112 0.746 £ 0.095 0.820 £ 0.073 0.826 +0.109

9 0.747 £ 0.090 0.720 £ 0.106 0.821 £ 0.068 0.847 £ 0.088
11 0.724 + 0.094 0.676 4+ 0.084 0.812 £ 0.094 0.822 £ 0.087

13 0.727 + 0.121 0.697 £ 0.093 0.829 £ 0.087 0.839 £ 0.079

15 0.735 £ 0.064 0.677 £0.118 0.828 £0.118 0.806 £ 0.072

Tabela 4.2: Classificagdo de nédulos pequenos usando o k-NN com atributos selecionados pelo
algoritmo genético.
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A Figura 4.6 apresenta graficamente o desempenho do algoritmo k-NN com cada conjunto
de atributos. O conjunto P possuiu o pior desempenho, com uma maior AUC média de 0.645 (o
=0.074) em k =5, ficando abaixo da curva de desempenho do k-NN com o conjunto T+NB que
obteve maior AUC média de 0.678 (¢ = 0.070) em k = 5. Apesar do algoritmo ter alcangado
maior AUC média de 0.773 (¢ =0.097) com o conjunto I em k =9, seu desempenho ficou muito

proximo com o conjunto N, que obteve maior AUC média de 0.770 (o = 0.106) em k = 13.

T+NB =#—=P —¢=N -8 |

0900
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0.780
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3 5 7 9 11 13 15

Figura 4.6: Classificagdo de nddulos pequenos usando o k-NN com variacao de k entre 3 a 15.
Fonte: elaborado pelo autor.

A Figura 4.7 apresenta graficamente o desempenho do algoritmo k-NN com cada conjunto
de atributos fazendo uso do algoritmo de selecdo de atributos. Com o conjunto P, o k-NN
alcancou uma maior AUC média de 0.777 (o = 0.094) em k = 5, um valor maior que o melhor
resultado com T+NB, que alcancou uma maior AUC média de 0.766 (0 = 0.112) em k =7,
contudo, o algoritmo obteve a menor AUC média de 0.677 (o = 0.118) com o conjunto P em k
= 15. O grifico confirma a superioridade de desempenho do algoritmo k-NN com o conjunto
I em relacdo ao desempenho com os outros conjuntos, que alcangou uma AUC média de 0.847
(0 =0.088) em k =9, ficando a uma diferenca positiva de AUC média de 0.018 em relacdo ao
melhor desempenho com o conjunto N, que obteve uma AUC média de 0.829 (o = 0.087) em k
=13.
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Figura 4.7: Classificacdo de nédulos pequenos usando o k-NN com atributos selecionados pelo
algoritmo genético e variacdo de k entre 3 e 15. Fonte: elaborado pelo autor.

O modelo de classificagdo usando o algoritmo RF alcangou maior AUC média de 0.813 (o
=(0.125) com o conjunto de atributos I (Tabela 4.3).

AUC :: RANDOM FOREST

Niimero de Arvores T+NB P N 1
500 0.755 £ 0.108 0.750 £0.101 0.785+0.131 0.813 +£0.125
750 0.756 +£0.112  0.763 £0.092 0.788 +£0.125 0.812+0.129
1000 0.766 +£ 0.105  0.762 £ 0.097 0.778 £0.127  0.805 %+ 0.122

Tabela 4.3: Classificagao de nédulos pequenos usando o RF.

A Figura 4.8 apresenta graficamente o desempenho do algoritmo RF com cada conjunto de
atributos. O desempenho do algoritmo RF com os conjuntos T+NB e P foi muito préximo, dado
que a diferencga absoluta entre seus respectivos maiores valores médios de AUC foi de 0.003,
obtidos com um ndmero de arvores igual a 1000 e 750, respectivamente. Com o conjunto N, o
algoritmo obteve uma maior AUC média de 0.788 (o = 0.125) com 750 arvores, uma diferenca
negativa de AUC média de -0.025 em relagdo ao seu desempenho com o conjunto I, que obteve
uma maior AUC média de 0.813 (o = 0.125) com 500 arvores. Portanto, o grafico sé sustenta a

superioridade do algoritmo RF com o conjunto L.
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T+NB =#—= P —¢—=N -8 |
0.900
0870
0.840
0810 -
0780 = ——
D 0.750 A= =i
0.720
0690
0660
0630

0.600
500 750 1000

1l

Numero de arvores

Figura 4.8: Classificacdo de nédulos pequenos usando o RF. Fonte: elaborado pelo autor.

Com o algoritmo MLP, o modelo alcancou maior AUC média de 0.820 (¢ = 0.092) com o
conjunto de atributos I (Tabela 4.4). Aplicando o AGE ao MLP em cada conjunto com uma
quantidade de ciclos de treinamento que obtiveram as melhores performances de AUCs, res-
pectivamente, o algoritmo obteve novamente o melhor resultado de AUC com o conjunto de
atributos I, com média de 0.875 (o = 0.048) (Tabela 4.5), o melhor resultado alcancado neste
trabalho. Neste ultimo resultado, o MLP usou um total de 65 atributos dos 121 que compdem o

conjunto I (Tabela 4.6).

AUC :: PERCEPTRON DE MULTIPLAS CAMADAS

Ciclos T+NB P N 1
100 0.725 £ 0.119 0.639 £0.148 0.817 £+ 0.099 0.810 + 0.081
200 0.726 +0.100 0.671 £ 0.180 0.807 4+ 0.093 0.817 £ 0.095
300 0.703 £0.121 0.679 +0.175 0.798 4 0.098 0.817 £ 0.095
400 0.700 £ 0.110 0.665 £ 0.165 0.775 £ 0.125 0.820 4+ 0.092
500 0.713 £0.104 0.640 £ 0.152 0.772+0.124 0.810 + 0.106

Tabela 4.4: Classifica¢do de noédulos pequenos usando o MLP.
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AUC :: PERCEPTRON DE MULTIPLAS CAMADAS COM SELECAO DE ATRIBUTOS

T+NB :: 200 ciclos P :: 300 ciclos N :: 100 ciclos I :: 400 ciclos
0.774 &+ 0.083 0.721 & 0.103 0.857 £ 0.083 0.875 £+ 0.048

Tabela 4.5: Classificacido de ndédulos pequenos usando o MLP com atributos selecionados pelo
algoritmo genético.

A Figura 4.9 apresenta graficamente o desempenho do algoritmo MLP em cada conjunto de
atributos. Usando os atributos do conjunto P, 0o MLP obteve uma maior AUC média de 0.679
(o0 = 0.175) com 300 ciclos de treino, ficando abaixo do menor valor médio de AUC obtido
pelo algoritmo MLP com T+NB, que foi 0.700 (o = 0.110) com 400 ciclos. Desta forma, o
gréfico sustenta que o MLP obteve o pior desempenho com o conjunto P. Apesar do algoritmo
ter alcancado maior AUC média de 0.820 (o = 0.092) com o conjunto I com 400 ciclos de
treinamento, seu desempenho ficou muito préximo com o conjunto N, que obteve maior AUC
média de 0.817 (o = 0.099) com 100 ciclos. Porém, com a aplicacdo do AGE, o MLP obteve
a mais alta AUC média deste trabalho com o conjunto I com 400 ciclos, com uma diferenca
positiva de AUC média de 0,018 em relacdo ao melhor desempenho com o conjunto N, que
obteve uma AUC média de 0.857 (o = 0.083) com 100 ciclos de treinamento.
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Figura 4.9: Classificagdo de nddulos pequenos usando o MLP. Fonte: elaborado pelo autor.

A curva ROC exibida na Figura 4.10 apresenta a comparacio entre os melhores resultados
obtidos pelo modelo em fun¢do de cada conjunto de atributo abordado neste trabalho, confir-

mando a superioridade do modelo de classificagdo com o conjunto de atributos I em relagdo



4.2. DESEMPENHO DO MODELO PARA CLASSIFICACAO

46

aos outros conjuntos. Outro ponto importante a ser observado é o desempenho semelhante do

modelo com o uso dos conjuntos T+NB e P.
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Figura 4.10: Comparacdo da curva ROC entre os melhores resultados do modelo de classifica-
cdo em funcdo dos conjuntos de atributos T+NB, P, N e I. Fonte: elaborado pelo autor.

A Tabela 4.6 exibe os atributos selecionados pelo AGE na obten¢do dos melhores resultados

com os algoritmos k-NN e MLP, resultados estes que foram obtidos com o conjunto de atributos

I (Tabelas 4.2 e 4.5). Na tabela é possivel observar que todas as categorias de atributos foram

selecionadas pelo AGE (intensidade, forma, textura e nitidez de borda), bem como € importante

observar que os atributos extraidos da regido do parénquima (intensidade e textura) também

foram selecionados pelo AGE, e tiveram sua parcela de contribui¢io na obten¢do dos resultados.
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RESULTADO DO AGE coM 0 CONJUNTO I

ATRIBUTO ALGORITMO K-NN (AUC = 0.847) ALGORITMO MLP (AUC =0.875)
Energia Desvio médio absoluto
Entropia Intensidades minima, mediana e maxima
INTENSIDADE Intensidades média, mediana e minima Range
NODULO Skewness Raiz quadrada média
Uniformidade Skewness
Varifncia Desvio padrio
Energia
Desvio médio absoluto Entropia
INTENSIDADE Intensidades mediana e minima Desvio médio absoluto
PARENQUIMA Skewness Intensidades mediana e minima
Uniformidade Skewness
Uniformidade
Compacidade 1
Compacidade 1 Desproporgao esférica
Compacidade 2 Esfericidade
FORMA ) .
Desproporcao esférica Area
Esfericidade Relagdo superficie-volume
Diametro
Energia em 45° e 135° )
. Energia em 0° e 135°
Entropia em 90° .
Entropia em 0° e 45°
MDI em 0° e 135°
MDI em 45° ,90° e 135°
Contraste em 0°, 45°, 90° e 135°
TEXTURA . Contraste em 45°, 90° e 135°
j Variancia em 90° e 135° .
NODULO . Variancia em 0°, 45°, 90° e 135°
Matiz em 0°, 45°, 90° e 135° .
) ) Matiz em 0° e 90°
Proeminéncia em 0° e 45°
Correlacdo em 90° e 135°
Correlacdo em 90° i
] Homogeneidade em 45°, 90° e 135°
Homogeneidade em 45° e 135°
Energia em 0°
. Entropia em 0° e 45°
Energia em 90°
] MDI em 90°
Entropia em 45°, 90° e 135°
Contraste em 0°, 90° e 135°
TEXTURA MDI em 45° e 135° o
R . Variancia em 45° e 135°
PARENQUIMA Matiz em 0° )
. . Matiz em 45° ¢ 90°
Proeminéncia em 45°, 90° . .
) Proeminéncia em 45° e 90°
Homogeneidade em 0° e 90° .
Correlagdo em 45° e 90°
Homogeneidade em 0° e 135°
Diferenca entre os extremos .
Diferenca entre os extremos
Soma dos quadrados
Soma dos quadrados
Soma dos logs
NITIDEZ . B Soma dos logs
Varidncia da populagéo L .
DE BORDA Variacdo da populagdo

Variancia da amostra
Desvio padrao
Medida de kurtosis

Variacdo da amostra
Medida de kurtosis

Tabela 4.6: Atributos selecionados do conjunto I com o AGE nos melhores resultados de clas-
sificacdo obtidos com k-NN e MLP.
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4.3 Discussao

Diante dos resultados obtidos neste trabalho com os conjuntos de atributos T+NB e N, o
conjunto N foi aquele que obteve melhor desempenho em todos os algoritmos de classificagdao
se comparados aos desempenhos obtidos com T+NB. Este resultado pode ser justificado pela
maior representatividade/caracterizacdo do nédulo no conjunto N em relagcdo ao T+NB, ja que
o primeiro possui justamente mais atributos de categorias diferentes se comparado ao conjunto
T+NB, devido a inclusido dos atributos de forma e intensidade.

O modelo para classificagdo de nédulos pulmonares pequenos desenvolvido neste traba-
lho obteve seu melhor desempenho com o algoritmo MLP usando os atributos do conjunto I,
alcancando uma AUC média de 0.875 + 0.048, além disso, todos os outros algoritmos de clas-
sificacdo usados, k-NN e RF, obtiveram os melhores resultados também com este conjunto. O
conjunto I é formado justamente pela integracio de todas as categorias de atributos extraidos
neste trabalho.

Portanto, utilizar descritores radiomics de imagem com uma maior variedade de catego-
rias de atributos para caracterizar nédulos pulmonares pequenos, mostrou ser uma estratégia
promissora para classificacdo destes nddulos.

Os algoritmos de classificacao obtiveram resultados mais baixos com o conjunto de atribu-
tos P, que possui apenas atributos extraidos da regido do parénquima no entorno do nédulo. Isto
pode ser justificado pelo método de segmentacao da regido do parénquima adotado neste traba-
lho, pois nos resultados obtidos € possivel observar alguns problemas, como a nio elimina¢ao
total da pleura, dos vasos e até mesmo do nddulo, estruturas que nio sdo do nosso interesse
na segmentacdo em questao, bem como a inclusdo de informacdo excessiva de parénquima que
alguns resultados mostraram devido ao tamanho de algumas ROIs.

A integracdo dos atributos dos conjuntos P e N, e a consequente formagdo do conjunto de
atributos I, levou o modelo a alcancar os melhores desempenhos nas classificacdes dos nddulos
pulmonares pequenos, como ja foi discutido anteriormente. Diante deste argumento, podemos
afirmar que a utilizacdo da regido do parénquima na caracterizacdo dos nédulos pulmonares
contribuiu para uma melhora de desempenho na classificagao dos nédulos pulmonares analisa-
dos neste trabalho.

Os conjuntos de atributos definidos neste trabalho possuem vetores da ordem de 48 dimen-
soes (conjunto T+NB), chegando até a vetores com dimensao 121 (conjunto I). Com um espago
dimensional desta propor¢ado, a probabilidade de existéncia de atributos irrelevantes (ruidos) €
alta. E diante dos resultados apresentados, € possivel observar como este argumento pode ser
sustentado, bem como fica evidente a importancia da etapa de selecdo de atributos em um mo-
delo para classificagdo, ja que com a aplicagdo do AGE, todos os resultados individualmente
obtiveram melhora de desempenho, sem excecao.

Os resultados alcancados com o modelo desenvolvido neste trabalho podem ser comparados

com os resultados encontrados na literatura para classificagdo de nddulos pulmonares. Apesar
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disto, € importante ressaltar que os trabalhos encontrados usaram alguns parametros diferentes
em relacdo ao modelo apresentado neste trabalho.

Reeves (REEVES; XIE; JIRAPATNAKUL, 2015) usou os algoritmos k-Nearest-Neighbors
com distancia ponderada (dwNN) e Mdquina de Vetores de Suporte (SVM) combinados com um
conjunto de 46 atributos de imagem como: atributos geométricos 3D, atributos de distribuicdo
de densidade 3D, atributos de margem e curvatura da superficie, para determinar a malignincia
de nédulos pulmonares avaliados em diferentes subconjuntos a fim de verificar o impacto da
distribui¢io do tamanho do nédulo ndo-balanceada' na classificacio. Com um conjunto de 326
nddulos balanceado por tamanho e limiar de didmetro 5-14mm, uma AUC média de 0,708 +
0,062 foi alcangada com uma validacdo cruzada 5-fold. Para o conjunto ndo-balanceado, com
736 nédulos com diametros entre 3-29mm, a classificacdao obteve uma AUC média de 0.772 +
0.031. N6s obtivemos uma diferencga positiva de AUC média de 0.167 em relagdo ao resultado
apresentado por Reeves com a base balanceada, que usou um didmetro de nédulo préximo do
utilizado em nosso trabalho. Vale ressaltar aqui também a diferenga entre as quantidades de
nédulos, Reeves usou uma base de nédulos diferente, com um quantitativo maior que o nosso,
bem como a diferenca entre os atributos e algoritmos de classificagao.

O trabalho apresentado por Tartar (TARTAR; KiLiC; AKAN, 2013), utilizou os algoritmos
RNA e RF para classificar 170 lesdes como nédulos ou nao nédulos com didmetros entre 2-
20mm (média 6,42 + 3,00mm) com vérios métodos de extracdo e selecdo de atributos, tais
como Andlise de Componentes Principais 2D (do inglés Principal Component Analysis- PCA),
atributos estatisticos de PCA 2D, processamento de imagem morfoldgica baseado em atributos
geométricos, e 0 método de selecdo de atributos minima Redundancia e mdxima Relevancia
(mRMR). A abordagem de classificacdo proposta alcancou uma AUC de 0,940 com uma vali-
dacdo cruzada 5-fold. Comparando nosso resultado com o de Tartar, obtivemos uma diferenca
negativa de AUC média de -0.065. E importante salientar nesta comparagio a diferenca de ta-
manho dos nédulos em relagdo nosso trabalho, Tartar utilizou nédulos com até duas vezes o
tamanho dos nédulos que usamos em nosso trabalho. Existe também uma diferenga entre as ca-
tegorias de atributos usadas em ambos os trabalhos. Além disso, Tartar ndo tratou do problema
de classificacdo da lesdo quanto a sua malignidade.

Dilger (DILGER et al., 2015) usou uma RNA para classificar entre maligno ou benigno, 50
ndédulos com didmetros entre 4-30mm e um conjunto de 47 atributos selecionados (intensidade,
forma, tamanho, textura), extraidos tanto dos nédulos pulmonares como do tecido da regido
de parénquima do pulmio. O modelo alcangou uma AUC média de 0,935 £ 0,0096 com uma
valida cruzada leave-on-out. Em comparacdo ao resultado do nosso trabalho, obtivemos uma
diferenga negativa de AUC média de -0.060. E importante reparar que Dilger também utilizou
atributos da regido do parénquima, porém, ndo levou em consideracao nédulos pequenos, pois

foram usados nédulos com até 30mm em seus testes, o que eliminou alguns desafios inerentes

1No contexto do trabalho do autor, o termo "distribui¢do do tamanho do nédulo nao-balanceada”, refere-se a um conjunto de nédulos nas
duas classes, malignos e benignos, com limiares de tamanho de nédulos diferentes para as duas classes.
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a utilizacdo de nédulos pequenos.

Nos resultados preliminares deste trabalho (FELIX et al., 2016), foram usados os algoritmos
k-NN, MLP e RF para classificar 274 nédulos pulmonares pequenos, com diametros entre 3-
10mm usando o conjunto de atributos T+NB. O modelo desenvolvido obteve uma AUC média
de 0.820 £ 0.053 com uma validagdo cruzada 10-fold. Comparando-o ao resultado atual do
nosso trabalho, nos obtivemos uma diferenca positiva de AUC média de 0.055, sustentando a
importancia da utilizacdo de atributos do parénquima na classificacdo de nddulos pulmonares
pequenos. Destacamos também aqui que, em ambos os trabalhos foram usadas a mesma base

de nédulos.



Capitulo 5
Conclusao

Este trabalho apresentou o desenvolvimento de um modelo para classificacdo de nddulos
pulmonares pequenos usando atributos radiomics extraidos da regido de microambiente do n6-
dulo. Com base nos resultados alcancados, demonstramos que a utiliza¢do de atributos radio-
mics de imagem € promissora para classificacdo de nédulos pulmonares pequenos.

Em func¢do dos resultados obtidos neste trabalho, com os algoritmos de aprendizagem e atri-
butos usados, podemos afirmar que o melhor modelo para classificacdo de ndédulos pulmonares
pequenos deve usar o algoritmo MLP com um subconjunto de atributos selecionados do con-
junto I, ja& que os melhores resultados de classificagdo foram alcancados usando este conjunto,
com uma AUC média de 0.875 (o = 0.048). O subconjunto de atributos com o melhor resultado

foi formado pelos atributos:

e Intensidade do nédulo: desvio médio absoluto, intensidades minima, mediana e maxima,

range, raiz quadrada média, skewness e desvio padrao;

e Intensidade do parénquima: energia, entropia, desvio médio absoluto, intensidades medi-

ana e minima, skewness e uniformidade;

e Forma: compacidade 1, desproporcio esférica, esfericidade, area, relagdo superficie-

volume e didmetro;

e Textura do ndédulo: energia em 0° e 135°, entropia em 0° e 45°, MDI em 45° ,90° e
135°, contraste em 45°, 90° e 135°, varidncia em 0°, 45°, 90° e 135°, matiz em 0° e 90°,

correlacdo em 90° e 135° e homogeneidade em 45° , 90° e 135°;

e Textura do parénquima: energia em 0°, entropia em 0° e 45°, MDI em 90°, contraste em
0°,90° e 135°, varidncia em 45° e 135°, matiz em 45° e 90°, proeminéncia em 45° e 90°,

correlacdo em 45° e 90° e homogeneidade em 0° e 135°;

e Nitidez de borda: diferenca entre os extremos, soma dos quadrados, soma dos logs, vari-

acdo da populagdo, variagdao da amostra e medida de kurtosis.
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O conjunto I foi composto justamente por atributos extraidos da regiao do nédulo (conjunto
N), bem como da regido de parénquima do pulmao (conjunto P). Isto comprova o teste de
hipétese de que considerar o parénquima do pulmao implica em uma melhoria de desempenho
na classificagcdo de nédulos pulmonares pequenos, ja que o melhor desempenho do modelo
com conjunto de atributos N obteve uma AUC média de 0.857 (¢ = 0.083), apresentando uma
diferenca negativa de AUC média de -0.018 em relagdo ao melhor resultado com o conjunto I.

Na literatura foi possivel encontrar diversos trabalhos que tratam da classificacdo de no6-
dulos pulmonares. Neles, foram abordados diversos parametros que diferem da metodologia
adotada neste trabalho, como: didmetro do nddulo, classificadores e até mesmo descritores di-
ferentes, o que tornou a comparagdo complexa. Desprezando esta discordancia, podemos dizer
que o modelo desenvolvido aqui, apesar de ter alcancado resultados melhores que alguns ou-
tros trabalhos, ainda obteve um desempenho inferior em relacao a literatura. Porém, o trabalho
desenvolvido utilizou um cenério muito especifico de nédulos pequenos, utilizando um tama-
nho/didmetro ndo comumente trabalhado na literatura no auxilio ao diagnéstico e de extrema
importancia para a avaliacdo precoce do cancer de pulmao, deparando-se com a complexidade
do diagnéstico de nédulos pequenos e mostrando o potencial que os algoritmos de classificagdo
e os atributos radiomics possuem em relacdo ao dificil problema da classificagdo de nédulos
pulmonares pequenos. Avangos nesta drea sao importantes, visto que a classificacao de nédulos

pulmonares pequenos € um grande desafio para o especialista e critica a sobrevida do paciente.

5.1 Trabalhos Futuros

Com o objetivo de melhorar o modelo de classificagdo para nédulo pulmonares pequenos

desenvolvido neste trabalho, algumas sugestdo sdo propostas como trabalhos futuros:

e Utilizar mais categorias de atributos, para uma melhor caracterizacdo dos nédulos pul-

monares;
e Utilizar mais algoritmos de aprendizagem de méquina para classificacio;

e Melhorar o algoritmo de segmentacdo da regido do parénquima do pulmao que circunda
o nédulo para uma melhor eliminacio de ruidos, bem como uma melhoria na quantidade

de informagdo de parénquima a ser adicionada na ROI;

5.2 Contribuicoes Cientificas

Este trabalho foi desenvolvido no Laboratério de Telemedicina e Informatica Médica (La-
TIM) que esté vinculado a Universidade Federal de Alagoas (UFAL). Durante 1 ano e 6 meses
o projeto esteve amparado pelo Programa de Pés-Graduacdo stricto sensu da UFAL.



5.2. CONTRIBUICOES CIENTIFICAS 53

Os resultados parciais deste trabalho foram aceitos em eventos de relevancia internacional e
nacional com Qualis CAPES durante o periodo de desenvolvimento da proposta. Os trabalhos

cientificos aceitos para apresentagcdo foram:

e FELIX, A., OLIVEIRA, M., & RANIERY, J. 2017. Machine learning models for small
lung nodules classification using image features. 2017 VI ECCOMAS Thematic Confe-
rence on Computational Vision and Medical Image Processing (VipIMAGE);

e OLIVEIRA, M., LUCENA, D. & FELIX, A. 2017. Recuperacdo de N6édulos Pulmona-
res por Conteudo: uma abordagem Radiomics em Pesquisa Reprodutivel. 2017 XVII
Workshop de Informdtica Médica (WIM).

e FELIX, A., OLIVEIRA, M., MACHADO, A., & RANIERY, J. 2016 (Oct). Using 3D
Texture and Margin Sharpness Features on Classification of Small Pulmonary Nodules.
Pages 394—400 of: 2016 29th SIBGRAPI Conference on Graphics, Patterns and Images
(SIBGRAPI);
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Apéndice A

Documento Modelo para Validacao da
Segmentacao

O modelo do documento elaborado com alguns dos resultados da etapa de segmentacao da

regido do parénquima enviado ao médico radiologista, encontra-se nas paginas seguintes.
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1. Banco de Nodulos Pulmonares

Os nodulos analisados foram extraidos de um repositorio de imagens médicas
denominado Lung Image Database Consortium (LIDC), o qual consiste de imagens
de Tomografia Computadorizada (TC) do pulmdo com lesdes identificadas e
classificadas por quatro radiologistas, em um processo de interpretacao de imagem o
qual os especialistas leram as imagens de TCs e marcaram as lesdes usando uma
interface grafica.

Os nodulos identificados foram classificados pelos radiologistas de acordo com
caracteristicas subjetivas, dentre elas, vale destacar as duas de maior interesse para
nos: malignancia e textura (malignancy e texture, originalmente no banco).

A malignancia, foram atribuidos valores inteiros entre 1 e 5, seguindo as
seguintes condicoes:

1 — probabilidade alta para ser benigno;

2 — probabilidade moderada para ser benigno;
3 — probabilidade indeterminada;

4 — probabilidade moderada para ser maligno;
5 — probabilidade alta para ser maligno.

Quanto a textura, foram atribuidos 3 termos, seguindo as seguintes condicoes:
1 — nédulo nao soélido/vidro fosco;
3 — nodulo parcialmente solido;

5 —nédulo sélido;

2. Segmentacdo Parénquima

A necessidade da extracao da regido do parénquima em torno dos nodulos vem
de que, em meu trabalho, extrairei descritores quantitativos dessa regidao, a fim de
usa-los em um modelo de classificacao benigno e maligno. Para isso, é necessario a
geracdao de uma Regido de Interesse (Region of Interest - ROI) contendo apenas a
regido do parénquima e excluir qualquer outra informacdo (ruido) como: nodulo,
pleuro e vasos respiratérios. E importante mencionar que a exclusio total dos
ruidos nao é o que pretendemos alcancar (esse seria um caso ideal), mas sim
uma exclusao subjetivamente significativa, que ja seria suficiente (como a
exibida na Figura 1d).

O objetivo final do modelo é entregar ao usuario (médico ou radiologista) uma
classificacdo quanto a malignidade do nédulo com uma probabilidade de acerto, para
que o mesmo tenha um suporte na sua tomada de decisdo quanto ao diagnostico final
do paciente, principalmente nos casos em que o grau de incerteza quanto ao
diagnostico for alto.



¢

(a) Imagem de TC com (b) ROIcontendonédulo, (c) Maéscara do parén- (d) Imagem contendo
um nddulo marcado pelo parénquima e outras es- quima. apenas o parénquima.
radiologista. truturas.

Figura 1: Ilustragdo do processo de segmentagdo do parénquima pulmonar.

— Metodologia de Segmentacao

O processo de segmentacdo foi realizado de forma automatica (Figura 1),
partindo do principio de que a informacdo de marcacdo dos nédulos nas imagens de
TC ja foi recuperada (Figura 1la). Primeiro, uma Regido de Interesse (Region of
Interest - ROI) foi criada em torno do nodulo usando as coordenadas das marcacoes
feitas pelos radiologistas nas imagens de TC (Figura 1b). Para isto, foi recuperada a
informacdo de maximos e minimos nas respectivas coordenadas x e y das marcagoes
e a quantidade de parénquima incluida em cada ROI foi proporcional ao tamanho do
nodulo (duas vezes o tamanho do nddulo). Em seguida, foi criada uma mascara
contendo a informacdo de interesse (Figura 1c) usando um método de limiarizacdo
de imagem para eliminar nodulo, pleura e vasos respiratdrios. Por fim, os resultados
(b) e (c) foram combinados para se ter como resultado final uma imagem contendo
apenas o tecido do parénquima em torno do nodulo (Figura 1d).



Avaliacao

Os resultados da segmentacdo da regido do parénquima mostrados a seguir foram
gerados a partir de alguns dos nodulos solidos, ou seja, nédulos com atributo textura
no valor 5. A figura abaixo mostra o esquema que as imagens para avaliacdao
possuirdo, bem como, o ranking de avaliacdo para o resultado final.

Imagem de TC
Original

ROI
em torno Mascara
do nédulo

Resultado
final

[ ] Péssimo [ ] Ruim [ ] Moderado [ ] Bom [ 1 Otimo



Resultado 1

[ ] Péssimo [ ] Ruim [ ] Moderado 4 Bom [ ] Otimo



Resultado 2

[ ] Péssimo [ ] Ruim [ ] Moderado [ ] Bom M Otimo



Resultado 3

[ ] Péssimo [ ] Ruim [ ] Moderado [ ] Bom X Otimo



Resultado 4

nao tenho certeza que ha nédulo nesta imagem ... pode ser vaso

[ ] Péssimo [ ] Ruim [ ] Moderado [ ] Bom [ 1 Otimo



Resultado 5

[ ] Péssimo [ ] Ruim [ ] Moderado [ ] Bom bkq Otimo



Resultado 6

este é um linfonodo intrapulmonar, ndo é nédulo

[ ] Péssimo [ ] Ruim [ ] Moderado [ ] Bom [ 1 Otimo



Resultado 7

mesma situagéo do caso anterior ... 0s linfonodos sdo comuns e certamente benignos

[ ] Péssimo [ ] Ruim [ ] Moderado [ ] Bom [ ] Otimo



Resultado 8

[ ] Péssimo [ ] Ruim [ ] Moderado [X4 Bom [ 1 Otimo



Resultado 9

? & a

nao vejo nodulo ... estas lesdes muito pequenas (< 5 mm) eu deixaria de fora

[ ] Péssimo [ ] Ruim [ ] Moderado [ ] Bom [ 1 Otimo



Resultado 10

[ ] Péssimo [ ] Ruim [ ] Moderado [ ] Bom b4 Otimo



Resultado 11

[ ] Péssimo [ ] Ruim [ ] Moderado [ ] Bom B Otimo



Resultado 12

[ ] Péssimo [ ] Ruim [ ] Moderado [ ] Bom B Otimo



Resultado 13

[ ] Péssimo [ ] Ruim [ ] Moderado 4 Bom [ ] Otimo



Resultado 14

[ ] Péssimo [ ] Ruim [ ] Moderado [ ] Bom i Otimo



Resultado 15

[ ] Péssimo [ ] Ruim [ ] Moderado [ ] Bom i Otimo



Resultado 16

[ ] Péssimo [ ] Ruim [ ] Moderado B Bom [ ] Otimo



Resultado 17

4 4

[ ] Péssimo [ ] Ruim [ ] Moderado B4 Bom [ ] Otimo



Resultado 18

2 bk B

[ ] Péssimo [ ] Ruim [} Moderado [ ] Bom [ ] Otimo



Resultado 19

[ ] Péssimo [ ] Ruim [ ] Moderado X Bom [ ] Otimo



Resultado 20

[ ] Péssimo [ ] Ruim bd Moderado [ ] Bom [ ] Otimo
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