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RESUMO

As altas taxas de insucesso nas universidades nos cursos que contemplam a disciplina
de programacao introdutoria na sua grade curricular tém alarmado e preocupado muitos
educadores, pois o insucesso dos estudantes podem gerar prejuizos dos mais diversos tipos
e interesses. Assim, ha relevantes motivos para se tentar esclarecer eventuais fatores que
afetam tal insucesso. Ainda neste contexto, um dos desafios importantes é o de identificar
antecipadamente os estudantes propensos ao insucesso na disciplina de programacao intro-
dutoria, assumindo-se um tempo habil para permitir intervencao pedagogica eficaz. Deste
modo, buscou-se neste trabalho um estudo em técnicas de mineracao de dados educacio-
nais, objetivando-se comparar a eficicia dos algoritmos de predicao capazes de identificar,
em tempo hébil para intervencao pedagogica, os estudantes propensos ao insucesso. Neste
estudo, avaliou-se a eficicia de algoritmos de predicao em duas fontes de dados diferentes
e independentes, uma na modalidade de ensino presencial e a outra na modalidade de
ensino a distancia sobre as disciplinas de programacao introdutoéria. Os resultados mos-
traram que as técnicas analisadas no estudo sao eficazes na identificacao dos estudantes
propensos ao insucesso no inicio da disciplina. Além disso, mostrou-se também que apos
a realizacao das etapas de pré-processamento e ajustes nos parametros dos algoritmos,
tais algoritmos analisados tiveram uma melhora em seus resultados. Ao fim do processo,
o algoritmo maquina de vetor de suporte (SVM: Support Vector Machine) apresentou os
melhores resultados, tanto na modalidade de ensino presencial quanto na modalidade a

distancia, alcancando uma taxa de f-measure de 83% e 92%, respectivamente.

Palavras-chaves: Disciplina de programacao. Predi¢ao. Insucesso. Mineragao de dados

Educacionais.



ABSTRACT

The high failure rates of students in the introductory programming course within the uni-
versities worldwide have alarmed and worried many educators. Those rates can lead to
losses of various types and interests. Thus, there are important reasons to try to clarify
the main factors that possibly influency such failures. Furthermore, one of the major
challenges is on how to early identify the students likely to fail in the introductory pro-
gramming course, eventually allowing effective pedagogical interventions. Thus, in this
study we aim to explore educational data mining techniques, in order to compare the
effectiveness of prediction algorithms capable of identifyingvstudents likely to fail, in a
timely manner suitable for pedagogical intervention. This study evaluated the efficacy of
prediction algorithms in two different and independent data sources, one in the classroom
teaching mode and the other in the distance education mode on the disciplines of intro-
ductory programming. The results showed that the techniques discussed in this study
are effective in this task of prediction. In addition, it was shown also that after the com-
pletion of the pre-processing and adjustments to the parameters of the algorithms, such
algorithms analyzed had an improvement in their results. At the end of the process, the
Support Vector Machine (SVM) algorithm showed the best results, both in the classroom

teaching mode as in the distance, reaching an f-measure rate of 83% and 92% respectively.

Keywords: Course programming. Prediction. Failure. Educational data mining.
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1 INTRODUCAO

1.1 Motivacdo

A disciplina de programacao introdutoria faz parte de todos os cursos em nivel univer-
sitario das areas de Ciéncias da Computacao, Engenharia da Computacao, Sistemas da
Informagao, Analise de sistemas e areas afins. No entanto, é uma constante ja ha muitos
anos, o relato de dificuldades no processo de aprendizagem nas disciplinas introdutorias
de programacgao(HANKS et al., 2004), (TAN; TING; LING, 2009) e também a queixa
de que essas dificuldades aumentam os indices de insucesso nestas disciplinas (IEPSEN;
BERCHT; REATEGUI, 2013), (WATSON; LI, 2014).

Diversos estudos tém mostrado altas taxas de insucesso nas universidades ao longo
dos anos em cursos que tem a disciplina introdutoéria de programacgao na sua grade curri-
cular (WATSON; LI, 2014), (BENNEDSEN; CASPERSEN, 2007). Essas altas taxas de
insucesso, em cursos da area de computacao e afins, tém alarmado e preocupado muitos
educadores, pois o insucesso dos estudantes podem gerar prejuizos dos mais diversos tipos
e interesses.

Para tentar esclarecer e abordar este problema, uma das vias importantes é a ana-
lise de dados, com a utilizacao de ambientes de aprendizagem baseado na web, onde
sao geradas grandes quantidades de dados educacionais, provenientes de interagoes e dos
registros continuos de dados dos professores, estudantes, gestores e demais atores dos sis-
temas educacionais. Esse grande volume de dados pode conter muita informacao relevante
que pode ser usada para compreender melhor os estudantes e educadores. Assim, uma
solucao interessante para extracao de informacoes relevantes da grande quantidade de da-
dos educacionais geradas é com a utilizacao técnica de Mineracao de Dados Educacional
(EDM)! (RYAN; SEIJT; CARVALHO, 2011; ROMERO; VENTURA, 2010).

Neste sentido, o uso de tais técnicas possibilita examinar grandes quantidades de
dados, objetivando identificar padroes eficazes que possam apontar com precisao os estu-
dantes que estao propensos ao insucesso em um estagio inicial do curso de programacao
introdutoéria, permitindo aos educadores realizar, em tempo habil, as intervencoes pe-
dagogicas necessarias para garantir o sucesso dos estudantes na disciplina. Com isso,
pretende-se contribuir para diminuir os altos indices de insucesso em relagao aos cursos
que tem a disciplina de programacao introdutéria na sua grade curricular.

O conceito de insucesso académico, aqui utilizado, significa o nao atingimento de me-
tas (fim de um ano letivo ou de um ciclo de estudos) pelos estudantes dentro dos limites
temporais estabelecidos, em que o principal indicador se traduz pelas taxas de reprova-

cao, com consequéncias diretas na repeticao de disciplinas ou até mesmo abandono da

L do inglés Educational Data Mining
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universidade (MARTINS, 2013). E importante destacar que o insucesso trata-se de um
problema multifatorial onde fatores pessoais, familiar, social, economicos podem influ-
enciar no insucesso dos estudantes. No entanto, aspectos externos ao ambiente nao sao
contemplados no estudo como por exemplo: aspectos afetivos, sociais e econdémicos.

O presente trabalho se enquadra neste contexto, estando circunscrito no cenario de
cursos de ensino de programacao introdutérios nas modalidades de ensino presencial e
a distancia, utilizando duas fontes de dados diferentes e independentes disponibilizadas
pela Universidade Federal de Alagoas (UFAL). Deste modo, investe-se num estudo sobre
insucesso de estudantes baseando-se apenas nos dados académicos que sao gerados nestes

sistemas.

1.2 Problematica

O abandono do estudante sem a finalizagao dos seus estudos tem gerado prejuizos
a todos os envolvidos no processo educativo (LOBO, 2013), pois perde o aluno, seus
professores, a instituicao de ensino, o sistema de educacao e toda a sociedade. Essa perda
coletiva ocorre na medida em que esses estudantes terao maiores dificuldades de atingir
seus objetivos pessoais e porque, no geral, existirdi um nimero menor de pessoas com
formacao completa do que se poderia, tendo mais dificuldades para que cumpram seu
papel na sociedade com eficiéncia e competéncia (LOBO, 2013).

Neste contexto um problema relevante é a capacidade de conseguir identificar em
tempo habil para intervencao pedagogica os estudantes propensos ao insucesso em cur-
sos que tém em sua grade curricular a disciplina introdutoéria de programacao. A fim
de lidar com este problema, alguns trabalhos (ROMERO et al., 2013), (BAYER et al.,
2012), (ARORA; SINGHAL; BANSAL, 2014), (aES; CRUZ; a0, 2014), (MARTINHO;
NUNES; MINUSSI, 2013) se propuseram a analisar o uso de técnicas de mineragao de
dados educacionais para prever o insucesso dos estudantes.

No ensino presencial, que nao utiliza nenhum tipo de sistema de informacao, cabe
ao professor identificar os estudantes com possiveis chances de insucesso, seja através da
utilizacao de instrumentos de verificacao da aprendizagem ou seja pelo proprio compor-
tamento do aluno em sala de aula. Contudo, ao fazer uso de tecnologias para suporte ao
ensino, essa tarefa se torna ainda mais dificil. Isto acontece devido ao fato das informacgoes
e registros sobre as a¢oes e comportamento dos estudantes, geralmente, ficarem dispersas,
dificultando a tarefa do professor em sumarizar para compreender o status geral do aluno
no curso. Tornando necessario o desenvolvimento de ferramentas capazes de identificar
perfis de estudantes propensos ou nao ao insucesso.

Por esta razao, muitas universidades estao levando em conta em seus planos estra-
tégicos um objetivo primordial: reduzir a taxa de insucesso dos estudantes, pois com a
reducao das taxas de insucesso acarretara na reducao das perdas sociais, de recursos e de

tempo de todos os envolvidos no processo de ensino.
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Além dos problemas expostos acima, destacamos a seguir alguns problemas técnicos
inerentes a este estudo.

O primeiro problema técnico esté relacionado ao entendimento dos dados. Dados do
mundo real sao normalmente ruidosos, enorme em termos de volume, e podem ter origem
a partir de uma mistura de fontes heterogéneas (HAN; KAMBER; PEI, 2011). Um bom
conhecimento sobre os dados é 1itil para a proxima grande tarefa do processo de mineragao
de dados que corresponde a etapa de pré-processamento de dados (HAN; KAMBER; PEI,
2011).

Perguntas como: Quais sao os tipos de atributos ou campos que compoem os seus
dados? Que tipo de valores cada atributo tem? (Quais sao os atributos que tem valores
discretos ou continuos? O que os dados parecem? Como sao distribuidos os valores?
Existem maneiras que podemos visualizar os dados para obter um melhor sentido a cerca
de tudo isso? Podemos identificar os valores atipicos? Podemos medir a similaridade de
alguns objetos de dados em relagao aos outros? Conseguir tal visao sobre os dados pode
ajudar com a analise posterior.

Uma vez que os dados foram entendidos, o proximo problema técnico que precisa
ser solucionado é com relacao a preparacao dos dados. Reunir, limpar, transformar,
organizar e deixar os dados no formato adequado para mineracao é um processo nao
trivial (FAYYAD; PTIATETSKY-SHAPIRO; SMYTH, 1996). Geralmente este processo
pode ser auxiliado por técnicas de descoberta de conhecimento em base de dados KDD?
na etapa de pré-processamento dos dados (HAN; KAMBER; PEI, 2011).

Para conseguir realizar a etapa de pré-processamento de dados e a aplicacao dos al-
goritmos de mineracao de dados de forma eficiente é preciso escolher as técnicas e fer-
ramentas de mineragdo de dados necessarias. Segundo (GIBERT; MARRE; CODINA,
2010), a escolha da técnica de mineragao de dados depende do problema de negocio a
ser solucionado e das caracteristicas dos dados disponiveis para anélise. Enquanto que,
na escolha da ferramenta de mineracao de dados deve-se levar em consideracao varios
parametros, tais como: caracteristicas gerais da ferramenta, conexao a bancos de dados,
critérios de desempenho computacional, critérios de funcionalidade, usabilidade e custo.

Um outro problema importante a ser discutido é como conseguir identificar quais
atributos, realmente, estao relacionados com o insucesso dos estudantes e que irao poten-
cialmente influenciar ou contribuir significativamente para identificacao precoce do perfil
dos estudantes propicios ao insucesso, dentro do universo de dados gerados e disponiveis
nos sistemas utilizados pela Universidade.

Conseguir distinguir qual seria o melhor algoritmo que nos responda com qualidade em
termos de precisao quais estudantes de uma determinada turma estariam propicios ou nao
ao insucesso, considerando apenas dados obtidos no inicio do curso, é outro grande desafio

a ser considerado. Dado que, cada algoritmo funciona e produz resultados diferentes e

2 do inglés Knowledge Discovery in Databases
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alguns podem produzir mais de um tipo de resultado.

Portanto, prever o insucesso dos estudantes em tempo habil para uma intervencao
pedagogica nao é uma tarefa facil, nao s6 porque o insucesso trata-se de um problema
multifatorial e os dados do mundo real geralmente tendem a ser sujos, incompletos e
inconsistentes, mas também porque o sucesso do preditor dependera da escolha mais

adequada das técnicas de EDM utilizadas.

1.3 Questdes de Pesquisa

Diante do cenario exporto acima, surgem algumas questoes de pesquisa que pretende-

mos responder com este trabalho.

Questao 1. Qual a eficicia dos algoritmos de predicao para identificar estudantes pro-

pensos ao insucesso?

A intencao com a 1* Questdo é avaliar a eficicia dos algoritmos de predicao que tém
sido utilizados por abordagens existentes para identificar os estudantes propensos ao
insucesso. Para responder esta questao, os algoritmos de predicao serao aplicados
nos dois conjuntos de dados distintos e, em seguida, a medida de F-measure seré&

utilizada para avaliar a eficicia de tais técnicas.

Questao 2. As etapas de pré-processamento de dados sao realmente capazes de aumentar

a eficacia dos algoritmos de predicao?

A 2% Questao tem como objetivo analisar se a eficacia destes algoritmos aumentam
apos a realizacao do pré-processamento de dados. Para responder a 2° Questao,
serd realizado o pré-processamento nos dois conjuntos de dados utilizados neste
trabalho, em seguida, serao aplicados os algoritmos de predi¢ao sobre os conjuntos
de dados, avaliando a eficicia dessas técnicas e comparando esses resultados com
a eficacia obtida executando as mesmas técnicas sobre o conjunto de dados, sem o

pré-processamento.

Questao 3. A fase de ajustes finos dos algoritmos serd capaz de aumentar ainda mais a

eficacia dos algoritmos de predicao?

A 3% Questdao tem como objetivo analisar se a eficiacia dos algoritmos de predicao
pode aumentar ainda mais apds a realizacao de ajustes finos nos algoritmos utiliza-
dos. Para responder a 3* Questao, serao realizados os ajustes finos nos algoritmo
utilizados, em seguida, serao executados os algoritmos de predi¢ao no conjunto de
dados pré-processados, que avaliou a eficicia dos algoritmos em seguida comparar
a sua eficacia com os resultados obtido pela realizacao dos algoritmos de predicao,

sem o ajuste fino.
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Questao 4. Depois de realizar o pré-processamento dos dados e os ajustes finos nos
algoritmos de predicao, quais das técnicas sao mais eficazes na identificacao dos

estudantes propensos ao insucesso?

A 4% Questao visa encontrar a técnica mais eficaz para a identificacao precoce de
estudantes susceptiveis ao insucesso. Para responder a essa questao, sera analisada
e comparada a eficicia das técnicas de algoritmos de predicao apos a realizacao das

fases de pré-processamento de dados e de ajustes finos nos algoritmos.

1.4 Objetivos

Tendo em vista as motivagoes apresentadas anteriormente, este trabalho tem como ob-
jetivo comparar a eficicia dos algoritmos de predicao capazes de identificar precocemente
os estudantes propensos ao insucesso utilizando somente dados extraidos dos sistemas uti-
lizados pela universidade, em cursos na modalidade de ensino a distancia ou presencial,
especificamente por meio de técnicas de mineracao de dados educacionais. Tal anélise
prioriza fatores relacionados ao sucesso ou insucesso dos estudantes nas disciplinas inici-
ais do curso de programacao introdutoéria, medidos através das interagoes, participagoes
e notas obtidos na disciplina. Neste sentido, questoes afetivas, de interface e aspectos

externos ao ambiente nao sao contemplados no estudo.

1.4.1 Objetivo Geral

Este trabalho tem como objetivo geral investigar quais sao as técnicas de predicao mais
eficazes na identificacao dos estudantes propensos ao insucesso, o mais breve possivel, a
fim de aumentar as chances de uma intervencao pedagogica, nas disciplinas iniciais de

programacao.

1.4.2 Objetivos Especificos

Os objetivos especificos deste trabalho sao:

1. Avaliar a eficacia das técnicas de predicao que tém sido utilizadas por abordagens

existentes para identificar os estudantes propensos ao insucesso;

2. Identificar se as atividades de pré-processamento dos dados, realmente contribuem

e influenciam de forma positiva nos resultados das técnicas de predi¢ao analisadas;

3. Analisar se o procedimento de ajustes finos é capaz de aumentar ainda mais a eficacia

das técnicas de predicao analisadas;

4. Identificar qual técnica de predicao, é mais apropriada para ser aplicada na identi-

ficacao, em tempo habil, dos estudantes propensos ao insucesso nas disciplinas de
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programacao introdutoérias, estando restrito apenas aos dados académicos disponi-

veis nos sistemas utilizados pela universidade.

1.5 Relevancia

Considerando que a qualidade da educacao nao esta somente relacionada ao aumento
do ntmero de estudantes matriculados, mas também ao acompanhamento adequado do
aprendizado desses estudantes (ABED, 2014) e aos processos decisorios adotados pelos
educadores. E interessante a intervencio da tecnologia através da utilizacio de técnicas
de mineracao de dados educacionais no sentido de apoiar os educadores no processo de
tomada de decisao.

Este estudo pretende dar uma contribuicao ao problema do insucesso fazendo um
comparativo entre os algoritmos de predi¢ao que tém sido utilizados por abordagens exis-
tentes, considerando os ambientes nos quais eles interagem, tais como Ambientes Virtuais
de Aprendizagem, Sistemas Tutores Inteligentes, entre outros. Atingindo o objetivo da
proposta, serd possivel ter subsidios para identificar a técnica mais apropriada para ser
aplicada na identificacao, em tempo habil, dos estudantes propensos ao insucesso nas
disciplinas de programacao introdutorias estando restrito apenas aos dados académicos,
contribuindo, assim, para que educadores possam usar essas informacoes para auxiliar nas
suas decisoes pedagogicas.

Além de identificar os estudantes que estao propensos ao insucesso, este estudo também
contribuird no que se refere as etapas de pré-processamento de dados e ajustes finos
nos parametros dos algoritmos de predi¢ao, pois com o desenvolvimento destas etapas
através de ferramenta especifica sera possivel tornar esse processo menos complexo e mais

transparente para pesquisadores que trabalham na area de EDM.

1.6 Estrutura da Dissertacdo

Este estudo foi dividido em 7 capitulos. No Capitulo 1 ¢ apresentada uma visao geral
da dissertacao que se segue, descrevendo a motivagao, contribuicao, objetivos gerais e
especificos do presente documento. O Capitulo 2 apresenta os conceitos relevantes para
o trabalho como Aprendizagem de méaquina, Descoberta de conhecimento em banco de
dados e Mineracao de dados Educacionais. O Capitulo 3 apresenta os trabalhos relacio-
nados para cada uma das areas do trabalho. No Capitulo 4 ¢ apresentada a metodologia
para o desenvolvimento dos experimentos. No Capitulo 5 é descrito com detalhes como
foi realizado o estudo comparativo. No Capitulo 6 sao apresentados e comparados os
resultados obtidos através dos algoritmos de predicao. E finalmente no Capitulo 7 sao

apresentas as consideracoes finais e direcionamentos para trabalhos futuros.
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2 FUNDAMENTACAO TEORICA

Neste capitulo, sao apresentados os conceitos que servem como base para o entendi-
mento dos elementos conceituais relevantes para a compreensao da proposta de trabalho.
Abordando assuntos como aprendizagem de maquina, descoberta de conhecimento em

banco de dados e mineracao de dados educacionais.

2.1 Aprendizagem de Maquina

Aprendizagem de maquina é uma subarea da Inteligéncia Artificial, cujo objetivo
consiste em obter resultados genéricos a partir de um conjunto particular de dados (MIT-
CHELL, 2006). Para tal, as técnicas de aprendizagem de maquina empregam um principio
de inferéncia denominado inducao, no qual se obtém conclusoes genéricas a partir de um
conjunto particular de exemplos. O aprendizado indutivo é realizado a partir de racioci-
nios sobre exemplos providos por um procedimento externo ao sistema de aprendizado.
Portanto, quanto maior o nimero de exemplos relevantes, melhores serao os resultados
para um novo conjunto de dados. O aprendizado indutivo pode ser dividido em dois tipos
fundamentais: supervisionado e nao-supervisionado (RUSSELL; NORVIG, 2002). Na Fi-
gura 1 é exibida a hierarquia associada ao aprendizado indutivo. Nesse trabalho devido

aos tipos dos dados, a técnicas mais apropriada é a de aprendizagem supervisionada.

Figura 1 — Hierarquia do Aprendizado

Aprendizado
Indutivo

Aprendizado
Supervisionado

Aprendizado
Nio
Supervisionado

Classificacio Regressio

Fonte: (MONARD; BARANAUSKAS, 2003)
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2.1.1 Aprendizagem Supervisionada

No aprendizado supervisionado ha a figura do professor externo, o qual apresenta o
conhecimento do ambiente por conjuntos de exemplos na forma: entrada, saida dese-
jada (HAYKIN, 2000). O objetivo é induzir conceitos a partir de exemplos que estao
pré-classificados, seu funcionamento consiste na insercao de um “Supervisor” no ciclo de
aprendizado, responsavel por dizer ao modelo se suas previsoes estao corretas ou nao.
Uma das formas de se implementar tal decisor se baseia na construcao de um conjunto de
dados denominados conjunto de treinamento, no qual, amostras sao retiradas do sistema
e previamente classificadas pelo supervisor. Assim, durante seu processo de aprendi-
zado, a maquina pode verificar se suas respostas estao coerentes ou nao com o esperado,
ajustando-se de forma a minimizar o erro para tal conjunto. Tal abordagem pode ser
bastante 1til para problemas de classificacdo e regressao, se as classes possuirem valores
discretos, o problema é categorizado como classificacao. Caso as classes possuam valores
continuos, o problema é categorizado como regressao. Portanto, devido ao tipo de dados

essa foi a técnicas de aprendizagem utilizada no trabalho.

2.2 Descoberta de Conhecimento em Banco de Dados (KDD)

O termo Descoberta de Conhecimento em Banco de dados (do inglés, Knowledge Disco-
very in Databases (KDD)) foi formalizado por Fayyad, em 1989 (FAYYAD; PIATETSKY-
SHAPIRO; SMYTH, 1996), como um processo, nao trivial, de extragdo de informacoes
implicitas, previamente desconhecidas e potencialmente tteis, a partir dos dados arma-
zenados em grandes conjuntos de dados. Nao trivial por que, normalmente, encontra-se
complexidade no decorrer da execucao do processo. Interativo, significa que o usuario
podera optar pela retomada em qualquer uma das etapas do processo. Iterativo significa
que o processo pode repetir diversas vezes para se chegar a um resultado e, a cada vez,
gera um resultado parcial, o qual serda usado na vez seguinte.

Entretanto, os termos KDD e Mineragao de dados (do inglés, Data Mining (DM)) tém
sido muitas vezes utilizados como sinénimos e muitas outras vezes como conceitos distin-
tos, ndo existindo um consenso entre os autores. (FAYYAD; PIATETSKY-SHAPIRO;
SMYTH, 1996) entendem que Mineracao de dados é uma etapa do processo de KDD e
consiste de algoritmos que produzem, dada um eficiéncia computacional aceitavel, uma
enumeracao de padroes em um conjunto de dados, consideram a mineracao de dados,
como um componente do processo de KDD, trata principalmente dos meios pelos quais
padroes sao extraidos de um conjunto de dados.

O entendimento adotado por (ADRIAANS; ZANTINGE, 1997), é de que o KDD e
a mineracao de dados sao conceitos distintos. Segundo os autores, durante a Primeira
Conferéncia Internacional de KDD, realizada em Montreal em 1995, foi proposto que o

termo KDD deveria ser empregado para descrever inteiramente o processo de extracao de
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conhecimento a partir de dados. Ainda, o termo mineracao de dados passou a ser utilizado
exclusivamente para a etapa de descoberta durante um processo de KDD. (BIGUS, 1996)
traz que a mineracao de dados, também conhecida como descoberta de conhecimento, é
a descoberta eficiente de informacao valiosa e nao 6bvia a partir de um conjunto grande
de dados. Ou seja, até o momento nao se tem um consenso da definicao dos termos
Mineracao de dados e KDD. No entanto, todos concordam que o processo de mineracao
deve ser iterativo, interativo e divido em fases.

Portanto, nao existindo um consenso entre os autores pesquisados, o presente trabalho
adotara o que parece ser o entendimento mais comum, isto é, a mineracao de dados como
sendo uma etapa do processo de KDD, a qual sao aplicados algoritmos para reconheci-
mento de padroes nos dados.

As etapas definidas por (FAYYAD; PIATETSKY-SHAPIRO; SMYTH, 1996) para o

processo de descoberta de conhecimento em banco de dados sao apresentadas na Figura 2.

Figura 2 — Os processos de KDD
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Fonte: (FAYYAD; PIATETSKY-SHAPIRO; SMYTH, 1996)

2.2.1 Selecdo

A etapa de selecao dos dados é a primeira no processo de descobrimento do conhe-
cimento, possui impacto significativo sobre a qualidade do resultado final, uma vez que
nesta fase é escolhido o conjunto de dados contendo todas as possiveis variaveis (atributos)
e registros (casos) que farao parte da analise. O processo de sele¢ao é bastante complexo,
uma vez que os dados podem vir de uma série de fontes diferentes e podem possuir os

mais diversos formatos.

2.2.2 Pré-processamento

O Pré-processamento é uma parte crucial no processo de KDD, pois a qualidade dos
dados vai determinar a eficiéncia dos algoritmos de mineracgao. Nesta etapa, deverao

ser realizadas tarefas que eliminem dados invalidos, redundantes e inconsistentes, recu-
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perem dados incompletos e avaliem possiveis dados discrepantes ao conjunto (outliers).
Segundo (FAYYAD; PTATETSKY-SHAPIRO; SMYTH, 1996), consistem principalmente
em:

Limpeza dos dados: Frequentemente, os dados sao encontrados com diversas in-
consisténcias: registros incompletos, valores errados e dados inconsistentes. A etapa de
limpeza dos dados visa eliminar estes problemas de modo que eles nao influam no resul-
tado dos algoritmos usados. As técnicas usadas, nesta etapa, vao desde a remoc¢ao do
registro com problemas, passando pela atribuicao de valores padroes, até a aplicagao de
técnicas de agrupamento para auxiliar na descoberta dos melhores valores. Devido ao
grande esfor¢o exigido nesta etapa, (HAN; KAMBER; PEI, 2011) propoem o uso de um
processo especifico para a limpeza dos dados.

Integracio dos dados: E comum se obter os dados a serem minerados de diversas
fontes: banco de dados, arquivos textos, planilhas, data warehouses, videos, imagens,
entre outras. Surge entao, a necessidade da integracao destes dados de forma a termos
um repositorio tinico e consistente. Para isto, é necessaria uma andlise aprofundada dos
dados observando redundéancias, dependéncias entre as varidveis e valores conflitantes
(categorias diferentes para os mesmos valores, chaves divergentes, regras diferentes para

os mesmos dados, entre outros).

2.2.3  Transformacdo

Nao existe um critério tinico para transformacao dos dados e diversas técnicas podem
ser usadas de acordo com os objetivos pretendidos (HAN; KAMBER; PEI, 2011). Al-
gumas das técnicas empregadas nesta etapa sao: suavizacao (remove valores errados dos
dados), agrupamento (agrupa valores em faixas sumarizadas), generalizagio (converte va-
lores muito especificos para valores mais genéricos), normalizagao (colocar as variaveis em
uma mesma escala), criagdo de novos atributos (gerados a partir de outros ja existentes),

Reducao e balanceamento dos dados.

Selecao de atributos: O volume de dados usado na mineracao costuma ser alto. Em
alguns casos, este volume é tao grande que torna o processo de andlise dos dados e da
propria mineracao impraticavel. Nestes casos, as técnicas de selecao de atributos podem
ser aplicadas, cujo objetivo é selecionar um conjunto de atributos de forma a aumentar a
precisao da classificacao em relagao ao conjunto de todos os atributos ou, entao, reduzir
o conjunto de atributos inicial sem diminuir significativamente a taxa de precisao de um
método de aprendizado em um determinado dominio (KOLLER; SAHAMI, 1996). Em
linhas gerais, os métodos de selecao de atributos podem ser categorizados em trés grandes
tipos.

Meétodo Wrapper avalia a qualidade dos subconjuntos dos atributos utilizando o pro-

prio algoritmo de classificagao adotado. Normalmente, possuem boa capacidade preditiva
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pois avaliam cada conjunto de atributos usando o mesmo algoritmo de classificacao que
serd usado no processo de classificacao. No entanto, requer varias execugoes do algoritmos
de classificacao, o que eleva o custo computacional em relacao aos outros métodos.

Método Filter € um método independente do algoritmo de classificacao que sera apli-
cado. Utiliza medidas especificas para avaliar a qualidade dos atributos disponiveis. Esse
método pode avaliar cada atributo independente dos outros, determinando o grau de
correlagao de cada atributo e a classe, ou pode avaliar subconjuntos de atributos, bus-
cando através de estratégias e heuristica, aqueles que, em conjunto, melhor identificam as
classes (HALL, 2000)

Método Embedded é incorporado ao algoritmo de classificacio. E aplicado interna-
mente e de forma integrada ao algoritmo de classificacao. Algoritmos de inducao de
arvore de decisao sao exemplos tipicos pois internamente selecionam os atributos que for-

marao os rotulos da arvore gerada.

Dados desbalanceados: Uma base de dados é dita desbalanceada, no dominio de classi-
ficacao, quando o nimero de casos em uma classe é muito menor do que o niimero de casos
em outra classe (GU et al., 2008). Estas classes com pouca representa¢ao sao chamadas
de classes raras (WEISS, 2004). Algoritmos de classificacdo sdo muitos sensiveis a este
tipo de desbalanceamento e tendem a valorizar as classes predominantes e a ignorar as
classes de menor representagao (PHUA; ALAHAKOON; LEE, 2004). Os classificadores
resultantes de dados com classes raras apresentam altas taxas de falsos negativos para as
classes raras, o que é problematico quando a classe de interesse é justamente a classe rara.
Quando existem casos raros, esses casos nao sao aprendidos, o que é indesejavel quando
eles pertencem a classe de interesse, afetando negativamente os resultados obtidos.

A técnica de oversampling (HAN; KAMBER; PEI, 2011) poderia ser utilizada para
resolver o problema das classes desbalanceadas. No entanto, a técnica de oversampling
¢ amplamente atacada pela comunidade cientifica, pois apenas replicam casos positivos
existentes. Replicar casos ja existentes da classe minoritaria, realmente melhora os resul-
tados classificados para essa classe. Entretanto, ocorre o efeito indesejado de overfitted,
ou seja, modelos muito especificos para estes casos replicados, prejudicando, dessa forma,
seu poder de generalizacao da classe de interesse.

Diante da problematica do oversampling, (CHAWLA et al., 2002) desenvolveram um
método diferente de fazer oversampling da classe minoritaria, que consiste na geracao de
casos sintéticos (artificiais) para a classe de interesse a partir dos casos ja existentes.

Estes novos casos serdo gerados na vizinhanga (k vizinhos mais proximos gerados
aleatoriamente) de cada caso da classe minoritaria, de forma a fazer crescer a regiao de
decisao e, assim, aumentar o poder da generalizacao dos classificadores gerados para estes

dados. Esses autores chamam este novo método de SMOTE!. Portanto, a técnica de

L do inglés, Synthetic Minority Oversampling Technique
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SMOTE foi utiliza nesse trabalho, pois essa técnica reduz consideravelmente a chances de

ocorrer o efeito de overfitted que normalmente ocorre utilizado a técnica de oversampling.

2.2.4 Mineracdo

Segundo (FAYYAD; PTATETSKY-SHAPIRO; SMYTH, 1996) mineracao de dados é
um componente do processo do KDD que consiste na exploracao e anélise, em grande
conjuntos de dados, em busca por padroes e regras através da aplicacao de algoritmos e
técnicas computacionais especificas. Devido a sua abrangéncia falaremos um pouco mais

sobre mineracao de dados na Secao 2.3.1.

2.2.5 |Interpretacdo dos resultados

Nessa fase de interpretagao dos resultados, o conhecimento adquirido através da técnica
de mineracao de dados deve ser interpretado e avaliado para que o objetivo final seja
alcancado. Caso o resultado nao seja satisfatorio o processo pode retornar a qualquer um
dos estagios anteriores ou até mesmo ser recomecado, conforme pode ser observado na

Figura 2, até que o objetivo seja alcancado.

2.3 Mineracdo de dados Educacionais

2.3.1 Conceito de Mineracdo de dados

No decorrer da historia, o homem sempre aprendeu observando os padroes que ocorrem
em seu meio, formulando hipoteses e testando-as para descobrir regras, e durante séculos
estes padroes foram extraidos manualmente. Com a informatizacao de vérios setores, os
conjuntos de dados tém crescido em tamanho e complexidade, responder uma questao
tornou-se crucial (LAROSE, 2004): O que fazer com essa grande quantidade de dados
armazenados? As técnicas tradicionais de exploracao de dados nao sao mais adequadas
para tratar a grande maioria dos repositorios. Com a finalidade de responder a esta
questdo, foi proposta, no final da década de 80, a Mineragao de Dados (em inglés, Data
Mining (DM)).

Definida como o processo de descoberta de padroes nos dados (FAYYAD; PIATETSKY-
SHAPIRO; SMYTH, 1996), a mineragao de dados tem com o objetivo de transfor-
mar dados em informacao na forma de fatos, padroes ou realizar predicoes a partir da
mesma (WITTEN; FRANK; HALL, 2011). Estes padroes podem ser expressos de maneira

que sejam tteis e nos permitam realizar predi¢oes nao triviais gerando novos dados.

2.3.2 Mineracdo de Dados Educacionais

Mineragao de dados Educacionais (do inglés, Educational Data Mining (EDM)) é uma

area que procura desenvolver ou adaptar métodos e algoritmos de mineracao existentes,
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de tal modo que se prestem a compreender melhor os dados em contextos educacionais,
produzidos principalmente por estudantes e professores, considerando os ambientes nos
quais eles interagem, tais como Ambientes Virtuais de Aprendizagem, Sistemas Tutores
Inteligentes, entre outros (COSTA et al., 2012).

Muitos métodos de EDM surgiram ao longo dos tltimos anos, alguns sao semelhantes
aos de mineracao de dados usados em outros dominios, enquanto outros sao tinicos para a
minera¢ao de dados educacional (RYAN; SEIJI; CARVALHO, 2011). Porém, os principais
métodos que sao usados frequentemente pela comunidade EDM sao: Predicao ( Predic-
tion), Mineragao de relagoes ( Relationship Mining), Descobertas com modelos ( Discovery
with Models) e Descoberta de estrutura(Structure Discovery) (BAKER; INVENTADO,
2014).

Nao existe somente um objetivo na aplicacao de técnicas de EDM, existem os objetivos
de investigacao aplicada, como a melhoria do processo de aprendizagem e orientacao da
aprendizagem dos estudantes, bem como existem os objetivos de investigacao pura, como
a obtencao de uma compreensao mais profunda dos fenomenos educacionais. Essas metas
sao as vezes dificeis de quantificar e exigem seu préprio conjunto especial de técnicas de
medigdo (ROMERO; VENTURA, 2010).

2.3.3 Tarefas de Mineracdo de Dados

Diferentes estratégias podem ser utilizadas para minerar as bases de dados na busca
por indicios que possam relacionar dados ou fatos. As principais estratégias empregadas,
nesta tarefa, incluem a classificacao, agrupamento, a associacao e a regressao. Em todas
estratégias, o objetivo maior é o de poder generalizar o conhecimento adquirido para novas
ocorréncias do fendmeno ou para outros contextos ou situagoes parecidas com a utilizada
na construcao do modelo computacional. Em cada uma destas estratégias diferentes

técnicas e algoritmos podem ser aplicados.

e Classificagao ¢ a estratégia que consiste na busca por um modelo de algum tipo que
possa ser aplicado a dados nao classificados visando categoriza-los em classes. Um
objeto é examinado e classificado de acordo com uma classe definida (HARRISON,
1998). A construgao do modelo segundo esta estratégia, pressupoe o conhecimento
prévio das possiveis classes e a correta classificacao dos exemplos usados na mode-

lagem.

e Agrupamento (ou clustering) é um processo de parti¢do de uma populagao he-
terogénea em varios subgrupos ou clusters mais homogéneos (HARRISON, 1998). A
principal diferenca entre esta abordagem e a classificagao é que no agrupamento nao
se tem conhecimento prévio sobre as classes predefinidas, os registros sao agrupados

de acordo com a semelhanca.
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e Associagao se baseia em identificar fatos que possam ser direta ou indiretamente
associados. O exemplo classico é determinar quais produtos costumam ser colocados
juntos em um carrinho de supermercado, dai o termo “anélise de market basket”.
As cadeias de varejo usam associacao para planejar a disposi¢ao dos produtos nas
prateleiras das lojas ou em um catélogo, de modo que os itens geralmente adquiridos

na mesma compra sejam vistos proximos entre si (HARRISON, 1998).

e Regressao consiste na busca por uma funcao que represente, de forma aproxi-
mada, o comportamento apresentado pelo fenémeno em estudo. Ou seja, é apren-

der uma funcao que mapeia um item de dado para uma variavel de predicao real

estimada (FAYYAD; PIATETSKY-SHAPIRO; SMYTH, 1996).

2.3.4 Técnicas de Mineracdo de dados

De acordo com Harrison(HARRISON, 1998) niao ha uma técnica que resolva todos os
problemas de mineracao de dados. Diferentes métodos servem para diferentes propositos,
cada método oferece suas vantagens e suas desvantagens. Tradicionalmente, os métodos
de mineracao de dados sao divididos em aprendizado supervisionado e nao-supervisionado.
A diferenca entre os métodos de aprendizado supervisionados e nao-supervisionados reside
no fato de que nos métodos nao-supervisionados o conjunto de dados nao precisam estar
rotulados (HAN; KAMBER; PEI, 2011), ou seja, ndo é necessario um atributo alvo. Tais
métodos, geralmente, usam alguma medida de similaridade entre os atributos (HAN;
KAMBER; PEI, 2011). A familiaridade com as técnicas é importante para facilitar a
escolha de uma delas de acordo com os problemas apresentados. A seguir, sao descritas

as técnicas de mineracao de dados utilizadas neste estudo.

2.3.4.1 Classificacdo Bayesiana

E um modelo probabilistico (probabilidade condicional), utilizado na tarefa de clas-
sificacao em aprendizado supervisionado, baseado no teorema de Thomas Bayes (HAN;
KAMBER; PEI 2011). Segundo o teorema de Bayes, é possivel encontrar a probabilidade
de um certo evento ocorrer, dada a probabilidade de um outro evento que ja ocorreu. O
Naive Bayes parte do principio que dado um conjunto contendo grupos divididos por valo-
res e atributos é possivel predizer em qual grupo uma nova instancia pertence. A formula
abaixo exemplifica esse conceito. Ela é definida como “a probabilidade de A dado B”, ou

seja, dado um conjunto de evidéncias B, qual é a probabilidade da hipotese A estar em
B.

P(B|A)P(A)
P(B)

Seguindo o paradigma estatistico, o algoritmo faz uso de formulas estatisticas e calcu-

P(A|B) = (2.1)

los de probabilidades para realizar a classificacao. O classificador é denominado ingénuo
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(naive) por assumir que atributos sdo condicionalmente independentes, ou seja, a infor-
macao de um evento nao ¢ informativa sobre nenhum outro (que nao ocorre na maioria
dos problemas préaticos). Apesar dessa premissa “ingénua”’ e simplista, o classificador
se reporta bem em varias tarefas de classificagao (MITCHELL, 1997). Outro fator que
torna o Naive Bayes eficiente é que ele realiza a leitura dos dados do conjunto de trei-
namento apenas uma vez, para com isso estimar todas as probabilidades requeridas na
classificacao. O modelo pode ser usado de forma incremental, além do fato de poder ser
alterado facilmente com a inclusao de novos dados uma vez que a probabilidade pode ser
convenientemente revisada.

Existem dois tipos de modelos estatisticos para o classificador Naive Bayes, o modelo
binario e o modelo multinomial. O modelo binario representa um documento através
de um vetor binario, indicando a nao-ocorréncia de um atributo com o valor 0 (zero),
enquanto o valor 1 (um) representa no minimo uma ocorréncia. Ja o modelo multinomial
assume que o documento é representado por um vetor de valores inteiros, caracterizando
o nimero de vezes que cada termo ocorre no documento (MITCHELL, 1997). Neste

trabalho foi utilizado o modelo binario (disponivel no WEKA)

2.3.4.2 Arvore de Decisio

Uma Arvore de Decisao (AD) consiste em uma hierarquia de nés internos e externos
que sao conectados por ramos. Uma das principais caracteristicas de uma arvore de
decisao é o seu tipo de representacao: consiste em uma estrutura hierdrquica que traduz
uma arvore invertida a qual se desenvolve da raiz para as folhas. A estrutura hierarquica
traduz uma progressao da andlise de dados no sentido de desempenhar uma tarefa de
previsao/classificacio. Em cada nivel da arvore tomam-se decisdes acerca da estrutura
do nivel seguinte até atingir os nos terminais (nos folha) (BARANAUSKAS; MONARD,
2000).

A aprendizagem por arvore de decisao é um dos métodos mais usados e praticos para
a inferéncia indutiva. A inducdo mediante a arvore de decisao é uma das formas mais
simples de algoritmos de aprendizagem e de muito sucesso. Recebe como entrada um
objeto ou uma situacao descrita por um conjunto de propriedades ou atributos e retorna
como saida uma decisao. Em termos de arvore de decisao, um exemplo é descrito pelos
valores dos atributos e pelo predicado meta. O valor do predicado meta é chamado
classificacao do exemplo. Para cada um dos possiveis valores de atributos, tem-se ramo
para outra arvore de decisao (sub-arvore). Cada sub-arvore contém a mesma estrutura
de uma arvore.

Uma arvore de decisao é formada por um conjunto de regras de classificagao. Cada
caminho da raiz até uma folha representa uma destas regras. Cada percurso da arvore
de decisao, desde um no raiz até um no folha é convertido em uma regra, onde a classe

do n6 folha corresponde a classe prevista pelo consequente (parte “Entdao” da regra) e
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as condigoes ao longo do caminho correspondem as condigoes do antecedente (parte “Se”
da regra). A Figura 3 mostra um exemplo simplificado de uma arvore de decisao para
diagnostico de pacientes (BARANAUSKAS; MONARD, 2000).

Figura 3 — Conceito de Arvore de decisdo

Paciente se sente bem?

-

Saudavel O paciente sente dor?

Temperatura do paciente Doente

>T/\sjs

Saudavel Doente

Fonte: (BARANAUSKAS; MONARD, 2000)

De acordo com (BARANAUSKAS; MONARD, 2000), as regras de classificagdo que

resultam da transformacao da arvore de decisao podem ser as seguintes vantagens:

e Sa0o uma forma de representacao do conhecimento amplamente utilizadas em siste-

mas especialistas;
e Em geral sao de facil interpretacao pelo ser humano;

e Geralmente melhoram a precisao preditiva pela eliminacao das ramificacoes que
expressam peculiaridades do conjunto de treinamento que sao pouco generalizaveis

para os dados do teste.

2.3.4.3 Maquinas de Vetores de Suporte (SVM)

A Maquina de Vetores de Suporte (do inglés, Support Vector Machines (SVM)) é um
método baseado na teoria de aprendizagem estatistica e otimizagio mateméatica (VAPNIK,
1995).

O SVM é um algoritmo que usa um mapeamento nao linear para transformar os
dados de treino inicial para uma dimensao de alta dimensionalidade. Dentro desta nova
dimensao, ele procura o hiperplano de separagao 6timo linear (ou seja, uma "fronteira
de decisao"que separa as tuplas de uma classe de outra). Com um mapeamento nao
linear apropriado para uma dimensao suficientemente elevada, os dados de duas classes

podem ser sempre separados por um hiperplano. O SVM encontra este hiperplano usando
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vetores de suporte ("essenciais"tuplas de formacao) e as margens (definidos pelos vetores
de suporte) (HAN; KAMBER; PEI, 2011).

O SVM padrao toma como entrada um conjunto de dados e prediz, para cada entrada
dada, qual de duas possiveis classes a entrada faz parte, o que faz o SVM um classificador
linear binario nao probabilistico. Dados um conjunto de exemplos de treinamento, cada
um marcado como pertencente a uma das duas categorias, um algoritmo de treinamento
do SVM constroi um modelo que atribui novos exemplos a uma categoria ou outra.

No método SVM, uma variavel de predicao é denominada atributo, este atributo
quando empregado na construcao de hiperplanos é chamado de caracteristica. O conjunto
de caracteristicas selecionadas para descrever um documento na classificacao é chamado
de vetor e os vetores que se encontram proximos dos hiperplanos construidos para se-
parar as categorias sdo chamados de vetores de suporte (HAN; KAMBER; PEI, 2011).
Na Figura 4 (A) pode ser visto o hiperplano com uma margem de separagao estreita, ja
na Figura 4 (B) o hiperplano como uma margem de separacido mais larga, que devera
ocasionar uma maior generalizacao para os padroes dados como entrada no processo de

classificacao.

Figura 4 — Hiperplano com margem de separacao estreita (A) e margem de separacao larga (B)

(A) (B)

Fonte: (HAN; KAMBER; PEI, 2011)

O desempenho do algoritmo de Maquina de Vetores de Suporte, assim como outros
algoritmos de aprendizado de méquina, é sensivel ao ajuste de parametros, principalmente
em problemas do mundo real (VIANA et al., 2007). Nesse contexto, o SVM possui um
pequeno nimero de parametros que proporciona um efeito de regularizagao sobre o mé-
todo, como por exemplo, o parametro “C” com funcao de regularizacao do classificador e
os parametros de largura do Kernel gaussiano (RBF) chamado gamma () ou a dimen-
sao de kernel polinomial, dentre outros parametros existentes. Uma vez que, os valores
desses parametros nao foram escolhidos adequadamente, podem ocasionar a reducao no

desempenho geral do classificador.

e Funcao de kernel: é um dos principais elementos usados pelo método SVM para
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conseguir separar dados linearmente ou nao-linearmente separaveis. Através dela, o
SVM constréi uma superficie de decisao que é nao-linear no espaco de entrada, mas é
linear no espago de atributos (HAYKIN, 2000). A escolha do Kernel é determinada
a priori de acordo com a natureza do problema e realizada empiricamente, Algumas
fungoes Kernel mais utilizadas sdo: as polinomiais, funcao de base radial (do inglés,
Radial-Basis Function (RBF) conhecida também como Gaussiana e sigmoidais. Um

resumo das funcoes Kernel podem ser vista na Figura 5.

Figura 5 — Resumo das funcoes de Kernel

Fonte:

Tipo de Kernel Funcio k(x, x') Comentarios

Polinomial (xTx+ 1)P Dimensio jp € definida a priori
pelo usudrio

RBF == A largura ) € definida a priori
pelo usudrio

Sigmoidal tanh(fex"x; + f1) O teorema de Mercer é
satisfeito apenas para alguns
valores de ffy. 1.

Adaptado. (HAYKIN, 2000)

Parametro 7: representa a largura do Kernel gaussiano (RBF) é especificado pelo

USUArio.

Parametro P: E um parametro utilizado para o Kernel polinomial, o parametro
corresponde ao grau do polinomio e é especificado a priori pelo usuario, de acordo
com (BOSWELL, 2002), na pratica o valor de p varia de 1 a 10.

Parametro C: Chamado de coeficiente de custo, esse parametro controla a re-
lacao entre a complexidade da méaquina e o nimero de amostras de treinamento
classificados de maneira incorreta, o qual pode ser visto como um parametro de
regularizacao e seu valor precisa ser determinado pelo usuario. Normalmente, este
processo é realizado empiricamente através do uso padrao de um conjunto de treina-
mento e teste (validacdo). Valores muito altos propiciam a geragao de modelos mais
complexos, aumentando o risco de overfitting enquanto que valores muito baixos

podem aumentar o risco de unerfitting.

2.3.4.4 Redes Neurais Artificiais

Redes neurais ou redes neurais artificiais (RNA) representam uma tecnologia que tem

raizes em muitas disciplinas: neurociéncia, matematica, estatistica, fisica, ciéncia da com-

putagao e engenharia (HAYKIN, 2000). Consiste em um método para solucionar proble-

mas da area de inteligéncia artificial, através da construcao de um sistema que tenha
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circuitos que simulem o cérebro humano, inclusive seu comportamento, ou seja, apren-
dendo, errando e fazendo descobertas. Sao técnicas computacionais que apresentam um
modelo inspirado na estrutura neural dos organismos inteligentes, que adquirem conheci-
mento através da experiéncia (GOEBEL; GRUENWALD, 1999).

Assim como, o sistema nervoso é composto de bilhoes de células nervosas, a rede
neural artificial também é formada por pequenos modulos (nos) que simulam o funcio-
namento de um neurdnio. O neurotnio artificial ¢ uma estrutura logico-matematica que
procura simular a forma, comportamento e as fungoes de um neurénio biologico (GOE-
BEL; GRUENWALD, 1999), é um elemento fundamental no processamento de uma rede
neural (HAYKIN, 2000). O processo de aprendizado é o conceito que norteia a rede neural
e é realizado através dos neuronios. A Figura 6 ilustra a estrutura basica de um neurénio

artificial (perceptron).

Figura 6 Estrutura de um neurénio artificial

X1 o '-r/u-l;\"

Fungao de
Ativacio

PO

Jungao
Aditiva

Xm o fﬁ;\'

Dados de  Pesos
Entrada sinapticos

Fonte: Adaptado. (HAN; KAMBER; PEI, 2011)

e Um conjunto de sinapses ou conexoes de entrada ponderadas com um peso sinap-
tico. Desse modo, um sinal X; na entrada da sinapse j conectada ao neurénio k é

multiplicado pelo peso wy;;

e Uma juncao de soma responsavel pela adicao dos sinais de entrada ponderados pelos

respectivos pesos do neurdnio;

e Uma funcao de ativagao geralmente nao linear representando a ativacao de saida do

Yk neuronio.

e O processo que busca a melhor calibracao dos pesos wy; é conhecido como processo

de aprendizado ou treinamento da rede

Um neurdnio (perceptron) corresponde a um hiperplano no espago de atributos, po-

dendo separar duas classes linearmente separaveis, mas nao podendo separar mais que
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duas classes ou fazer separacoes nao-lineares. Nao é possivel separar duas classes line-
armente nao separaveis com apenas um neurénio. Um ntimero maior de neuronios é
necessario para classes nao separaveis linearmente. A solucao é combinar varios neurénios
em que cada um deles corresponde a um hiperplano, para criar hiper superficies. Esta so-
lugao é o esquema de uma multilayerperceptron (MLP) - multiplas camadas de neurénios,

mostrado na Figura 7.

Figura 7 — Rede Neural Artificial de multiplas camadas

Neuronios
de saida

Entradas Saidas

Neurdnios
Intermediarios

Fonte: Adaptado. (HAN; KAMBER; PEI, 2011)

Uma das principais vantagens das redes neurais é sua variedade de aplicagao, mas os
seus dados de entrada sao dificeis de serem formados e os modelos produzidos por elas
sao dificeis de entender (HARRISON, 1998). A técnica de redes neurais é apropriada
as seguintes tarefas: classificagao, regressao e agrupamento. Exemplos de redes neurais:
Perceptron, Rede MLP, Redes de Kohonen, Rede Hopfield, Rede BAM, Redes ART,
Rede TAC, Rede LVQ, Rede Counterpropagation, Rede RBF, Rede PNN, Rede Time
Delay, Neocognitron, Rede BSB (AZEVEDO, 2000) e (HAYKIN, 2000). Para este estudo

utilizaremos a rede multilayerperceptron (MLP), disponivel na ferramenta weka.
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3 TRABALHOS RELACIONADOS

Varios trabalhos tém sido relatados na literatura relacionada com abordagens prediti-
vas para identificar automaticamente os estudantes que irao ter sucesso ou nao em cursos
introdutoérios de programacao. Na presente anélise sobre os trabalhos existentes com efei-
tos semelhantes aos da pesquisa relatada neste trabalho, organizamos nossa discussao no
geral, para abordagens de previsao mais especificas, focando apenas no dominio da intro-
ducao a programacao, utilizando apenas dados académicos. Além dos métodos de previ-
sao, também discutiremos brevemente aspectos relacionados com o pré-processamento de

dados e ajustes finos dos algoritmos.

3.1 Métodos de predicdo de Insucesso

Existem véarias tentativas de construir modelos tedricos que explicam o fenémeno do
insucesso na educacao em diversas modalidades de ensino. A maioria deles revelam uma
série de caracteristicas comuns como a utilizacao de técnicas de EDM com algoritmos de
predicao, a fim de prever o sucesso ou insucesso dos estudantes.

A abordagem proposta em (MARQUEZ-VERA; MORALES; SOTO, 2013), propoe,
por meio de questionarios aplicados ao estudantes, desenvolver um modelo preditivo, a
fim de identificar o mais cedo possivel os alunos em risco de insucesso escolar no ensino
médio ou secundario, através de técnicas de EDM e a utilizacao das técnicas de pré-
processamento dos dados, com dez algoritmos de classificagao “caixa-branca”, tais como
regras de inducao e arvores de decisao. Por fim, os autores mostraram que os algoritmos de
classificacao podem ser utilizados com sucesso, a fim de prever o desempenho académico do
aluno e, em particular, para modelar a diferenca entre estudantes propensos ao insucesso
e ao sucesso. No entanto, seu estudo difere do nosso por meio da coleta dos dados que nao
é totalmente automaética e nao ficamos limitados a apenas um método de classificacao.
No artigo citado, os autores ficaram restritos a utilizar apenas algoritmos de arvores de
decisao e regras de inducao.

O trabalho de (BAYER et al., 2012), utiliza algoritmos de previsao para classificar os
estudantes em risco ao insucesso durante o curso. Eles usam dados pessoais dos estudantes
enriquecidos com dados relacionados com comportamentos sociais. Os autores fazem uso
de técnicas de pré-processamento de dados e sete algoritmos de classificacdo (ZeroR,
Naive Bayes, SMO, IB1, PART, OneR, J/8), a fim de descobrir qual dos algoritimos
fornece os melhores resultados. Os autores conseguiram chegar a taxas de acuracia de
até 93.51%. No entanto, as melhores taxas sdo apresentados no final do curso. Portanto,
considerando que o objetivo do estudo é o de identificar e prever o insucesso com maior

antecedéncia possivel, o estudo seria mais relevante se os resultados satisfatorios (93.51%)
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fossem obtidos no inicio do curso. Nosso trabalho difere desta abordagem uma vez que
somos capazes de prever o insucesso mais cedo, dando melhores chances para educadores
e professores de tomar uma decisao adequada. Além disso, os autores mencionam apenas
a etapa de selecao de atributos na tarefa de pré-processamento de dados, de acordo com
nosso trabalho essas taxas de precisao poderiam ser aumentadas se os autores usassem
outras etapas de pré-processamento como balanceamento dos dados e ajustes finos nos
parametros dos algoritmos.

O trabalho de (ARORA; SINGHAL; BANSAL, 2014), utiliza apenas o algoritmo de
predi¢ao baseado na Fungao de Base Radia (RBF) para prever as notas obtidas pelos
estudantes em uma determinada disciplina baseadas nas notas das disciplinas anteriores.
De acordo com os resultados obtidos, os estudantes sao classificados em grupos susceptiveis
a0 insucesso ou nao. Diferentemente do nosso trabalho, neste trabalho os autores usam
apenas um tipo de algoritmo de predi¢ao para criar o modelo e nao usam os recursos de
pré-processamento de dados existentes. A abordagem proposta por nés, além de utilizar
varios passos de dados de pré-processamento também usa quatro algoritmos de previsao
que utilizam diferentes métodos de aprendizagem.

O trabalho de (aES; CRUZ; a0, 2014) apresenta uma arquitetura que utiliza técnicas
de EDM para prever e identificar os estudantes que estao em risco de abandono. Para
fazer isso, eles usam dados dos cursos de engenharia civil, mecanica e de producao da
Universidade Federal do Rio de Janeiro (UFRJ). De acordo com o experimento, o classi-
ficador Naive Bayes apresenta a maior taxa de verdadeiro positivo para todo o conjunto
de dados usado no estudo. Mas os autores nao fazem uso da etapa de pré-processamento
dos dados nem ajustes finos nos parametros dos algoritmos. Este aspecto difere do nosso
trabalho pois usamos esta questao para obter melhores resultados.

O trabalho de (WATSON; LT; GODWIN, 2013) apresenta um novo algoritmo chamado
Watwin, um algoritmo dinamico projetado para prever o desempenho dos estudantes em
cursos de programacao. Esta abordagem é baseada na anéalise de dados, resumidamente a
abordagem é realizada da seguinte maneira: quando um estudante compila o seu programa
em um computador da universidade, a abordagem grava o cédigo fonte do programa
e coleta informacoes sobre sucesso ou o fracasso do programa, o tempo de execucao,
mensagens de erro e nimero da linha de c6digo. Esta informacao ¢ utilizada pelo algoritmo
Watwin para prever a falha dos estudantes. Os resultados indicam que o método é capaz
de alcancar uma eficacia de até 75%.

Um modelo para prever os niveis de desempenho dos estudantes é proposto por (ER,
2012), utilizando trés algoritmos de aprendizado de méaquina (Classificador de aprendiza-
gem baseado na instancia (k-Star), Arvore de Decisdo (C4.5) e Naive Bayes). O objetivo
geral do estudo é propor um método para a previsao dos estudantes em risco de insucesso
na modalidade de ensino a distancia, somente com os registros do ambiente virtual de

aprendizagem. O experimento foi realizado em trés etapas que correspondem a diferentes
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estagios de um semestre. Em cada etapa, o conjunto dos dados era aumentado, a cada
etapa os resultados foram melhorando. Obtendo nas tltimas etapas uma taxa de 85.33%
de acurécia.

(LYKOURENTZOU et al., 2009), através da utilizagdo dos algoritmos de predigao
Maquina de Vetor de Suporte, Rede Neural e Fuzzy ARTMAP tem como objetivo prever
a evasao de estudantes em cursos online. Obtendo a maioria dos dados através de ques-
tionarios aplicados aos estudantes durante o curso. Os autores usam trés métricas para
avaliar a precisao global dos resultados (acurécia, sensibilidade e precisao). O método
proposto obteve uma taxa de classificacdo de estudantes no geral de 75-85% no inicio do
curso.

(MARTINHO; NUNES; R., 2013), propoe desenvolver um sistema que tem como obje-
tivo identificar os grupos de alunos em risco de evasao em cursos de tecnologia do Instituto
Federal de Mato Grosso com base nos registros académicos e socioecondémicos dos alunos,
utilizando a técnica de Rede Neural Fuzzy ARTMAP. Esta técnica se mostrou bastante
interessante na aplicacao do problema da identificacao dos alunos propensos a evasao,
a andlise dos resultados mostraram que o sistema proposto é satisfatorio, com exatidao
global entre 85 e 94%. No entanto, os autores nao informam em qual periodo do curso sao
obtidos esses resultados, nao utilizam técnicas de pré processamento de dados e alguns
dados foram obtidos através da aplicacao de um questionéario aos alunos no momento da
inscricao do curso.

Como visto anteriormente, existem muitas abordagens que estudam o fenémeno do
insucesso dos estudantes através de técnicas de EDM. Embora essas abordagens apresen-
tem formas promissoras para identificar estudantes que possam ter insucesso, eles sao um
pouco limitados em termos de predicao do insucesso com precisao e com antecedéncia
suficiente para permitir uma intervencao pedagogica em tempo habil. Além disso, estas
abordagens nao investigam corretamente a influéncia do pré-processamento de dados e
ajuste fino nos algoritmos na eficicia das técnicas analisadas. A fim de mitigar tais
limitagoes, foi realizado um estudo comparativo que avaliou a eficicia das técnicas mais
promissoras de EDM utilizadas pelas obras existentes para identificar os estudantes pro-
pensos ao insucesso. Em nosso experimento, foi avaliada a eficacia dessas técnicas para
prever o mais cedo possivel o insucesso académico dos estudantes em cursos introdutorios
de programacao, bem como a influéncia das técnicas de pré-processamento de dados e

ajustes finos nos algoritmos de predi¢ao sobre as previsoes.

3.2 Pré-processamento dos dados

O sucesso das técnicas de aprendizagem de maquina ¢ significativamente influenciada
pela qualidade dos dados. Quaisquer dados defeituosos, ruidosos, supérfluos e inadequa-
dos podem levar a resultados defeituosos (MITCHELL, 2006). No entanto, geralmente

dados do mundo real tendem a ser sujos, incompletos e inconsistentes. Portanto, o pré-
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processamento de dados, que estao sendo contemplados nas duas primeiras camadas de
nosso modelo, € um passo importante no processo de mineracao de dados tendo um im-
pacto sobre o sucesso de um projeto de mineracio de dados (HU, 2003) e (ZAKI; JR,
2014).

Partindo desse principio (CRONE; LESSMANN; STAHLBOCK, 2006) pretendem in-
vestigar o impacto de diferentes técnicas de pré-processamento sobre os resultados dos
algoritmos de arvores de decisao, redes neural e maquinas de vetores de suporte. Atra-
vés da utilizacao de uma base de dados real de marketing. Os autores concluem que os
algoritmos de redes neurais e maquina de vetores de suporte foram as que tiveram os me-
lhores resultados. Analisando, apenas as etapas de deteccao de outliers, falta de valores,
discretizagao e normalizagao dos dados (KOTSIANTIS; KANELLOPOULOS; PINTE-
LAS, 2006), propdem examinar se com apenas essas etapas é possivel que algoritmos de
classificacao tenham algum tipo de ganho no seu poder de generalizacao, apos esses proce-
dimentos. Os autores chegaram a conclusao que apos essas etapas os algoritmos tiveram
uma melhora consideravel nos resultados da generalizacao.

(ROMERO; VENTURA, 2010) em seus trabalhos, tém fornecido referéncias valiosas
em relacao a descoberta de conhecimento em ambientes educacionais. Em um dos seus
estudos eles desenvolvem um tutorial para aplicacao de técnica de mineracao de dados
no ambiente virtual de aprendizagem (AVA) MOODLE', com o objetivo de apresentar
teoria e pratica a todos os interessados nesta nova area de pesquisa e, em especial para
professores online e os administradores de e-learning. Mostrando todo o processo passo
a passo da mineracao de dados no AVA MOODLE, bem como algumas etapas de pré-
processamento dos dados e a forma de aplicar as principais técnicas de mineracao de dados
utilizadas.

Portanto, de acordo com os documentos mencionados acima fica evidente a importan-
cia das tarefas de pré-processamento dos dados. Desta maneira, neste estudo utilizamos
e apresentamos de forma transparente todas as etapas de pré-processamento dos dados
realizadas. Através dos experimentos concluimos que o pré-processamento dos dados teve

um impacto significativo nos resultados.

3.3 Ajustes finos nos algoritmos

Grande parte dos algoritmos de predicao possuem parametros cujos valores podem
ser especificados pelo usuério. Esses parametros, em geral, influenciam diretamente no
desempenho destes algoritmos, principalmente em problemas do mundo real (VIANA et
al., 2007). Os métodos de escolha destes parametros variam amplamente e sdo conhecidos

como tuning. A abordagem mais comum para definir os valores dos parametros é por
tentativa e erro (KOHAVI; JOHN, 1995).

1

do inglés Modular Object-Oriented Dynamic Learning Environment
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Para Rede Neural, por exemplo, (BASHEER; HAJMEER, 2000), afirmam que bons
valores para os parametros sao encontrados, geralmente, por meio de tentativa e erro.
Segundo os autores, a escolha de valores para os parametros do algoritmo de aprendi-
zado backpropagation para Rede Neural influencia na convergéncia do aprendizado e no
desempenho geral da rede.

De acordo com (CHAPELLE et al., 2002) o desempenho do algoritmo de Maquina de
Vetor de Suporte é diretamente influenciado pela escolha da fungao de kernel e os valores
de seus parametros. No entanto, escolha manual dos parametros é indesejavel, pois é
imprecisa e nao garante resultados de qualidade (IMBAULT; LEBART, 2004). Portanto,
técnicas de otimizacao dos parametros como por exemplo Grid-Search é utilizada em
busca dos melhores parametros.

Portanto, os ajustes dos parametros de um algoritmo possui um papel importante por
definirem seu comportamento e consequentemente, interferindo na qualidade das solugoes
encontradas. Logo, serao realizados os ajustes nos parametros dos algoritmos utilizados

neste estudo.
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4 METODO

Esta sendo proposto neste trabalho uma comparacao entre algoritmos de predicgao,
cujo o objetivo é encontrar a técnica mais eficaz com o intuito de identificar, em tempo
hébil para intervencao pedagogica, os estudantes propensos ao insucesso nas disciplinas
iniciais de programacao. Foi analisada a eficicia de quatro algoritmos de previsao com
diferentes métodos de predicao em dois conjuntos de dados distintos usando a abordagem
de avaliagdo Goal, Question, Metrics (GQM) (BASILI; CALDIERA; ROMBACH, 1994).

A secao esta organizada como segue: na Secao 4.1 apresentamos os dados selecionados
para o experimento. A Secao 4.2 apresenta quais algoritmos foram escolhidos para a tarefa
de predicao, e finalmente, a Secao 4.3 mostra as ferramentas utilizadas para a execucgao

do experimento.

4.1 Selecdo dos Dados

Existem maneiras distintas de se obter os dados para o desenvolvimento da pesquisa.
A maneira mais comum ¢é através da aplicacdo de questionarios aos estudantes ao longo
do curso. O problema desta alternativa é que se torna um pouco intrusiva e custosa, pois
exige a participagao dos estudantes no processo de coleta dos dados (ARAQUE; ROLDAN;
SALGUEROQO, 2009), embora com esse método seria possivel conseguir dados mais precisos
e focados no desenvolvimento de um modelo de predi¢ao mais eficaz.

A outra opc¢ao para conseguir os dados é através da utilizacao de técnicas de KDD
aplicadas aos sistemas existentes na universidade. Apesar de que, os dados obtidos sejam
menos precisos e informativos do que os dados adquiridos através de questionarios, com
essa alternativa temos uma maior quantidade de dados e o processo se torna transparente
para os estudantes. Por esse motivo optamos pela segunda alternativa, utilizando apenas
os dados académicos fornecidos pelos sistemas utilizados pela Universidade Federal de
Alagoas (UFAL).

O departamento de tecnologia da informagao da universidade nos forneceu todos os
dados que precisavamos sobre os estudantes. A fim de evitar problemas legais, dados pes-
soais como nome e documentos pessoais foram removidos, tornando os dados totalmente
anonimos.

A UFAL oferece cursos de graduacao e pos-graduacao nas modalidades presencial
e a distancia. Nos cursos presenciais sao cerca de 28 mil alunos matriculados nos 84
cursos de graduacao e 39 cursos de pos-graduacao. Nos cursos a distancia, ha mais de
quatro mil estudantes matriculados (UFAL, 2014). Os cursos, geralmente, sao divididos
em semestres, onde diferentes disciplinas sao ensinadas ao longo destes semestres. Cada

semestre tem geralmente cinco disciplinas, o tempo de cada disciplina varia de acordo
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com a modalidade de ensino.

Os dados para esse trabalho foram obtidos a partir de duas fontes de dados diferen-
tes e independentes dos cursos de Sistemas de Informacao, Ciéncia da Computacao e
Engenharia de Computacgao, nas modalidades de ensino presencial e a distancia.

A escolha das disciplinas iniciais de programacao nas diferentes modalidades de ensino
pesquisadas ocorreu por que, de acordo com os autores (ROMERO et al., 2013), (ARA-
QUE; ROLDaN; SALGUERO, 2009) e (PAURA; ARHIPOVA, 2013) a maioria dos casos
de insucesso, ocorrem nas disciplinas iniciais do curso. Outra razao para a escolha destas
disciplinas foi por serem disciplinas fundamentais para os cursos de Sistemas de Informa-

¢ao, Ciéncias da Computacao e Engenharia de Computacao.

4.1.1 Ensino a distancia

Os dados utilizados da modalidade de ensino a distancia foram referentes ao curso de
Sistemas de Informagao (SI) EAD do ano de 2013, com cerca de 262 estudantes matricu-
lados entre os polos de Maceid, Maragogi, Santana do Ipanema, Olho d’agua das Flores
e Arapiraca. Estes estudantes cursaram a disciplina de “Algoritmo e Estrutura de Dados
I” que utiliza a linguagem de programagao Python (PYTHON, 2015) para o ensino intro-
dutorio de programacao. Essa disciplina é dividida em oito semanas, em cada semana os
estudantes recebem notas de acordo com as atividades desenvolvidas e no fim da quinta
semana ¢ realizada a primeira avaliacao.

Os dados dos estudantes matriculados, nessa modalidade de ensino, estao dispostos
em duas bases de dados separadas: a primeira base de dados pertence ao Sistema de
Informacao para o Ensino (SIE) (UFAL, 2014), que é o sistema de controle académico
usado pela universidade. A segunda base de dados pertence ao Ambiente Virtual de
Aprendizagem Moodle (MOODLE, 2014). A juncao destas duas fontes de dados resul-
taram nos seguintes atributos: Id, idade, sexo, renda, cidade, estado civil, matricula,
semestre, turma, periodo, ano de ingresso no curso dos estudantes, frequéncia de acesso
ao AVA, participacao no forum de discussoes, quantidade de arquivos enviados e baixados
do AVA, uso das ferramentas educacionais fornecidas pelo AVA como: blog, glossary, quiz,
wiki, message, notas relacionados com as atividades desenvolvidas dentro do AVA, notas

dos estudantes na disciplina e a situacao do estudante (aprovado ou reprovado).

4.1.2 Ensino presencial

Os dados utilizados da modalidade de ensino presencial pertencem aos cursos de Ci-
éncia da Computagao e Engenharia de Computacao dos anos de 2013/2014 com cerca de
161 alunos matriculados. Os dados foram extraidos da disciplina de “Programacao 1”7 que
utiliza a linguagem de programagao C (KERNIGHAN, 1988) para o ensino introdutorio

de programacao. Essa disciplina esta dividida em 16 semanas, separadas em duas avali-



38

acoes, caso o estudante nao alcance a média minima sera realizada outra avaliacao. No
entanto, antes das avaliagoes os estudantes sao submetidos a alguns exercicios.

Os dados dos estudantes, desta modalidade de ensino, também estao dispostos em
duas bases de dados distintas, embora sejam modalidades de ensino diferentes a primeira
base continua sendo a base do sistema de controle académico utilizado pela Universidade
SIE. No entanto, a segunda base de dados pertence ao sistema Huxley. O The Huzley é
uma ferramenta de apoio ao ensino de disciplinas de programacao, onde estudantes fazem
os exercicios de programacao propostos pelos professores e um juiz online realiza as corre-
¢oes (HUXLEY, 2015). Os dados como exercicios realizados, submetidos e corretos, nota
atribuida a cada exercicio foram extraidos dessa ferramenta. A juncao destas duas fontes
de dados resultaram nos seguintes atributos: Id, idade, sexo, renda, cidade, estado civil,
matricula, semestre, turma, periodo, ano de ingresso no curso dos estudantes, quantidade
de exercicios que o estudante realizou, quantidade de exercicio submetidos, quantidade de
exercicios corretos, notas dos estudantes na disciplina e a situagao do estudante (aprovado

ou reprovado).

4.2 Selecdo dos Algoritmos

Muitos métodos de EDM surgiram ao longo dos tltimos anos, alguns sao semelhantes
aos de mineracao de dados usados em outros dominios, enquanto outros sao tnicos para
a mineracao de dados educacionais (RYAN; SEIJI; CARVALHO, 2011). Segundo, (GI-
BERT; MARRE; CODINA, 2010), a escolha da técnica de mineracao de dados depende
do problema de negdcio a ser solucionado e das caracteristicas dos dados disponiveis para
andalise. Neste trabalho utilizamos o método de predicao. No entanto, existem trés tipos
de predicao: classificacao, regressao e estimacao de densidade. A estimacao de densidade
é raramente utilizada na EDM devido a falta de independéncia estatistica (RYAN; SELJI;
CARVALHO, 2011), regressao e classifica¢do sdo os tipos mais comuns de predi¢do. Em
regressao a variavel preditiva pode ser numérica ou continua, na classificacao a variavel
preditiva pode ser categorica ou discreta (ROMERO; VENTURA, 2010).

De acordo com o conjunto de dados e o objetivo do estudo, o tipo de predicao mais
apropriado para o estudo é o de classificacao.

Os algoritmos de predicao utilizados foram: classificador probabilistico simples com
base na aplicacdo do teorema de Bayes (ver Secdo 2.3.4.1), Arvore de Decisdo (ver Se-
¢ao 2.3.4.2), Maquina de Vetor de Suporte (ver Se¢ao 2.3.4.3)e Rede Neural (ver Se-
Gao 2.3.4.4). Esses métodos foram selecionados, uma vez que apresentam uma boa efi-
cacia em diferentes dominios (CARUANA; NICULESCU-MIZIL, 2006). Além dos seus
respectivos sucessos em outros dominios, segundo (WU et al., 2008) tem sido bastante

utilizados em abordagem existentes para a tarefa de predicao.
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421 Validacio

A tarefa de validacao, no dominio de mineracao de dados, é um processo que determina
o grau de confiabilidade do modelo construido em relagao aos dados apresentados. A
metodologia de testes adotada no trabalho foi a validacao cruzada com K-folds.

No método da validacao cruzada K-folds, o conjunto de treinamento original é dividido
em K subconjuntos. Destes K subconjuntos, um subconjunto é retirado para ser utilizado
na validacao do modelo e os K-1 subconjuntos restantes sao utilizados no treinamento.
O processo de validacao cruzada é, entao, repetido K vezes, de modo que cada um dos K
subconjuntos sejam utilizados exatamente uma vez como dado de teste para a validagao
do modelo (HAN; KAMBER; PEI, 2011).

O resultado final desse processo é o desempenho médio do classificador nos K-1 testes.
O objetivo de repetir os testes multiplas vezes é aumentar a confiabilidade da estimativa
da precisao do classificador.

A validacao cruzada é recomendada quando se trabalha com um pequeno ntimero de
amostras. Quando tem-se um nimero maior de amostras, é recomendado outro método

de validacao, devido ao alto custo computacional.

4.2.2 Meétrica

Dado que os modelos de predicao sao desenvolvidos para serem aplicados a dados
diferentes daqueles que foram usados para os construir, torna-se essencial avalid-los para
medir o seu poder de generalizacao. Para melhor caracterizar a eficacia dos métodos
EDM analisados neste trabalho, decidimos adotar a métrica F-Measure (HAN; KAMBER,;
PEI, 2011), que é amplamente utilizado em dominios como a recuperagao de informagao,
aprendizado de méaquina e outros dominios que envolvem classificacdo binaria (OLSON;
DELEN, 2008). Em suma, F-Measure é a média harmonica entre Precision e Recall (HAN;
KAMBER; PEI, 2011), conforme descrito abaixo:

Para o calculo destas medidas ¢ necessério categorizar as entidades da seguinte forma:

e Verdadeiro Positivo (TP): é o ntimero de casos positivos corretamente classificados

como positivo.

e Verdadeiro Negativo (TN): & o nimero de casos negativos corretamente classificados

como negativo.

e Falsos Positivos (FP): é o niimero de casos negativos incorretamente classificados

como positivo.

e False Negativo (FN): é o nimero de casos positivos incorretamente classificados

como negativo.
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Recall e Precision sao duas medidas de avaliacao amplamente utilizadas. Recall pode
ser considerada como uma medida de integridade, enquanto, Precision pode ser conside-
rada como uma medida de precisao ou de fidelidade. Recall mede a capacidade de um
sistema de encontrar o que se quer e Precision mede a capacidade do mesmo sistema em
rejeitar o que nao se quer (HAN; KAMBER; PEI, 2011). Podemos obter estas medidas a

partir das formulas:

TP
Precision : ——— 4.1
recision : e s (4.1)
TP
U ————— 4.2
Recall: 5 T FN (42)

F-Measure mede a eficiéncia do sistema levando em consideracao o erro nas duas
classes. E necessério que o acerto nas duas classes aumente para que a métrica aumente.
E obtida da seguinte forma:

2.Precison.Recall

F — : 4.3
nmeasure Precison + Recall (4.3)

4.3 Instrumentacdo

Para escolha das ferramentas foram levadas em consideracao alguns parametros, tais
como: se existia uma conectividade entre as ferramentas, se suas funcionalidades atendiam
as necessidades exigidas no trabalho, usabilidade, seu desempenho computacional e o
custo.

Nao sendo o objetivo desta dissertacao constituir um manual de utilizacao das ferra-
mentas escolhidas é, no entanto, oportuno efetuar uma breve descricao das ferramentas
utilizadas. Deste modo, em seguida descreveremos as funcionalidades essenciais apresen-
tadas pelos sistemas Pentaho e Weka, uma vez que se tratou da ferramenta que recorremos

para a realizacao de todas as experiéncias inerentes a este trabalho.

4.3.1 Pentaho

De acordo com (PENTAHO, 2015), esta plataforma ¢ a ferramenta livre de Business
intelligence (BI) bastante popular, sendo disponibilizada pela licenga de uso comercial em
sua versao Enterprise e pela licenca GNU GPL em sua versao Community. O pacote
Pentaho Open BI Suite é diferente dos fornecedores tradicionais de plataformas de BI,
pois sua plataforma é baseada em processos e é orientada a solugoes por componentes
integrados.

O pacote Pentaho Open B, consiste dos seguintes componentes macros: Funcionali-
dades de BI para usuarios finais, Pentaho Design Studio e plataforma de BI.

As funcionalidades de BI para usuarios finais incluem as capacidades de: relatorios,

analises, workflow, painel de instrumentos e mineracao de dados.
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O Pentaho Design Studio é um conjunto de ferramentas de projeto e administracao que
integradas, permitem aos desenvolvedores a criacao de relatorios, painel de instrumentos,
modelos de anélise, regras de neg6cios e processos de BI.

A plataforma de BI da Pentaho é o niuicleo de sua arquitetura, sendo baseada em
processos, pois se consubstancia no controlador central que utiliza das definicoes dos
processos como insumo para a definicdo dos processos de BI na plataforma. Ainda, é
considerada orientada a solucao, devido ao fato de que as operacoes na plataforma sao
especificadas pelos processos e operacoes de forma coletiva para a definicao das solugoes
de um problema de BI.

A plataforma de BI do Pentaho incorpora diversos modulos, que executados como
parte de um processo habilitam a solucao, procedimentos de BI. Os principais modulos

Sao:

e Pentaho BI Platform and Server (Pentaho User Console e Pentaho Administrator

Console);

Pentaho Report (Pentaho Reporter Designer);

Pentaho Data Integration Community Edition — PDI CE (Kettle);

Pentaho Analysis Services Community Edition -~ PAS CE (Mondrian);

e Pentaho Data Mining (Weka).

Neste estudo sera utilizado somente o componente Pentaho Design Studio e plataforma
de BI com o mddulo de Pentaho Data Integration Community Edition — PDI CE (Kettle).

O Pentaho Data Integration, executa os processos de extracao, transformacao e carga,
por meio de uma interface grafica intuitiva, como podemos verificar na Figura 8. Suporta
um elevado nimero de formatos de entrada e saida. Cada processo é criado com uma
ferramenta grafica onde as agoes sao especificadas sem escrever codigo.

O motivo da escolha do Pentaho Data Integration Community Edition se deu devido
as suas caracteristicas de ser open source, possuir uma ampla comunidade de usuérios e

ser extensivel através de uma API' Java.

4.3.2 Weka

Para a execugao de algoritmos de minera¢ao de dados selecionados (ver Segao 2.3.4),
a ferramenta escolhida foi a Weka. WEKA ( Waikato Environment for Analysis Kno-
wledge) é uma ferramenta desenvolvida por pesquisadores da Universidade de Waikato
na Nova Zelandia, sendo uma das mais populares entre a comunidade de mineracao de

dados. Ela possui codigo aberto, interface amigavel, agrega um conjunto de algoritmos

L do inglés Application Programming Interface
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Figura 8 — Transformacao em Kettle
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de classificagao, regras de associagao, regressao, pré-processamento e agrupamento, todos
implementados em JAVA (WEKA, 2014). Para inserir os dados no WEKA, é necessa-
rio colocé-los em um formato que seja entendido por ele. O seu método preferido para
carregar os dados ¢ o formato de arquivo de atributo relacao (ARFF).

Grande parte dos recursos do software WEKA encontra-se acessivel através da sua
interface grafica, que passamos a descrever a seguir.

A interface grafica da ferramenta WEKA GUI?, possui uma janela “WEKA GUI
Chooser” conforme a Figura 9, que permite aos utilizadores escolherem quais as aplicacoes

que pretendem utilizar de modo a extrairem informacao dos seus dados.

Figura 9 — Weka (GUI Chooser)
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2 do inglés Graphical User Interface
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e Explorer: Proporciona um ambiente grafico intuitivo de manipulacao de dados
pela utilizagao de diversos algoritmos. Trata-se da interface mais facil de usar, con-
duzindo o utilizador através de menus e formularios, impedindo-o de fazer escolhas
nao aplicaveis e simultaneamente apresentando pop-ups de informacao relativos ao

preenchimento de varios campos.

e Experimenter: Permite testar técnicas diferentes em classificacao ou regressao,
de modo a comparé-las. Apesar destas operacoes serem igualmente possiveis no
Explorer como no KnowledgeFlow, no Experimenter, no entanto, é possivel escolher
desde diversos conjuntos de dados a serem utilizados num s6 experimento, como
varias técnicas a serem experimentadas, e até o numero de repeti¢oes (runs) do

teste em questao, entre outras escolhas.

e KnowledgeFlow: Permite o desenvolvimento de projetos de mineragao de dados
num ambiente grafico com fluxos de informacao. Por outro lado, dentre véarias
vantagens que possui, destaca-se o layout intuitivo. Assim como o fato de permitir
o processamento de dados em batch® ou de modo incremental, que por sua vez
permitem a sua aplicacao a conjuntos de dados de elevada dimensao. Além do
mais, possibilita o processamento paralelo, em que cada fluxo de dados distinto é

processado na respectiva thread®.

e Simple CLI: Proporciona uma interface que permite a execucao direta de comandos
do WEKA. Embora, disponibilize todas as funcionalidades, requer um elevado grau

de conhecimento dos comandos que poderao ser utilizados.

Algumas caracteristicas foram levadas em consideracao para escolha da ferramenta
Weka, tais como: facilidade de aquisicao, instalacao e disponibilidade para fazer o down-
load diretamente da pagina de desenvolvedor com nenhum custo de operacao; Presenca
de varias versoes de algoritmos de mineracao, disponibilidade de recursos estatisticos para
comparar os resultados entre os algoritmos, possui uma ampla comunidade de usuéarios e
ser extensivel através de uma API Java.

Alguns algoritmos implementados no Weka tem nomenclatura prépria como J48, SMO,
MultilayerPerceptron corresponde aos algoritmos de Arvore de Decisao C4.5, Maquina de

Vetor de Suporte e Rede Neural respectivamente.

E importante destacar que ambas ferramentas sao de codigo aberto e desenvolvidas na

linguagem de programagao Java e podem ser extensivel através de uma API Java.

Termo referente a um processamento de dados que ocorre através de um conjunto de tarefas que
se encontram enfileiradas, sendo que o sistema operativo apenas processa a proxima tarefa apds o
término completo da tarefa anterior.

Forma de um determinado processo se dividir em duas ou mais tarefas que possam ser executadas
simultaneamente.
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5 REALIZACAO DO EXPERIMENTO

Neste capitulo, descrevemos com detalhes as etapas de pré-processamento realizadas
sobre os conjuntos de dados e os ajustes finos realizados nos algoritmos de predicao utili-
zados no trabalho. A Secao 5.1 descreve em detalhes o pré-processamento é na Segao 5.2
descreve os ajustes finos realizados.

O experimento foi executado em um Computador HP ProBook 2.6 GHz Core 15 com

8GB de memoria, com o sistema operacional Windows 8.1.

5.1 Pré-processamento dos dados

Em muitos campos da ciéncia da computacao, tais como Reconhecimento de Padroes,
Recuperacao de Informacao, Aprendizagem de Maquina, Mineracao de Dados e Big Data,
é preciso reorganizar os dados brutos (ZHANG; ZHANG; YANG, 2003). Pois, geralmente
dados do mundo real tendem a ser sujos, incompletos e inconsistentes. Portanto, antes de
aplicar técnicas de Mineracao de dados educacional é necesséario realizar algumas tarefas
de pré-processamento para reorganizar e melhorar a qualidade dos dados, contribuindo
assim para melhorar a precisao e a eficiéncia do processo de mineragao subsequente (HAN;
KAMBER; PEI, 2011).

5.1.1 Integracdo

A primeira tarefa de pré-processamento realizada foi a integracao das bases de dados.
A integracao dos dados consiste em combinar dados de diferentes fontes para prover uma
unica fonte de dados. Para a modalidade de ensino a distancia a integracao foi entre o
Sistema SIE e o AVA Moodle. Para o ensino presencial a integracdo ocorreu entre os
sistemas SIE e Huxley ver Secao 4.1. A integracao cuidadosa pode ajudar a reduzir e
evitar redundancias e inconsisténcias no conjunto de dados resultante. Isso pode ajudar a
melhorar a precisao e a velocidade do processo de mineragao de dados subsequente (HAN;
KAMBER; PEI, 2011).

Para manter a integridade e confiabilidade entre os dados, um atributo obrigatorio,
com valor tinico e presente entre as bases de dados, deve ser identificado. Apds um estudo
entre as bases de dados, o atributo “CPF”' foi escolhido para fazer a unificacdao entre as
bases de dados existentes para o ensino a distancia e para o ensino presencial, uma vez

que esse atributo permite a identificacao tinico entre os estudantes selecionados.

1 (Cadastro de Pessoas Fisicas
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5.1.2 Limpeza

Visando ter dados mais consistentes e melhorar a eficacia dos algoritmos de predicao,
apos a integragao dos dados, foi realizada a etapa de limpeza dos dados (ver Secao 2.2).
Esta etapa consiste em retirar os dados que possam distorcer a analise. Nesta etapa
foi identificado e removido estudantes com dados incompletos, errados ou inconsistentes
como por exemplos: estudante somente com o nimero da matricula sem qualquer outro

tipo de informacao, estudantes sem notas ou com nota negativa e dados nulos.

5.1.3 Transformacdo

Com objetivo de conseguir melhores resultados com os algoritmos de predicao, diversos
atributos sofreram alteracoes, sem sacrificar sua integridade. Essas transformacoes podem

ser vistas abaixo:

e Para fornecer uma visao mais concisa dos dados e evitar que alguns atributos influ-
enciem negativamente nos resultados dos algoritmos diversos atributos foram trans-
formados de numérico para nominal. Por exemplo, os valores numéricos das notas
obtidas pelos estudantes em cada disciplina foram alterados para valores categoricos
da seguinte forma: os estudantes que obtiveram notas nas disciplinas entre 9,0 e 10
receberam a letra “A”; ficaram com a nota “B” os estudantes que tiveram notas entre
7,0 e 8,99; Nota “C” entre 6,99 e 5,0; com nota “D” entre 4,99 e 3,0; e com nota “E”

os estudantes que tiveram notas inferior a 3,0 ou nota nula.

e No atributo correspondente a cidade onde os estudantes residem foram encontra-
das algumas inconsisténcias. Por exemplo: existiam nomenclaturas diferentes para
representar a mesma cidade, as instancias de “Ouro Branco” e “Ouro Branco/AL”
estao relacionadas com a mesma cidade. Este problema foi resolvido, com aplicacao

de técnicas de agrupamento de atributos.

e Também foram gerados novos atributos através de calculos matematicos. Por exem-
plo, o atributo “idade”, que contém a idade dos estudantes, foi gerado através do
calculo de um outro atributo que continha dia, més e ano de nascimento dos estu-

dantes.

Na Figura 10 sao mostradas todas as etapas executadas no software Pentaho, durante
a fase de pré-processamento dos dados, cada quadrado corresponde a uma tarefa de pré-
processamento de dados realizada, comecando pela extracao dos dados até finalizar com

a geragao do arquivo compativel com o software de mineracao Weka.
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Figura 10 — Etapas do pré-processamento dos dados
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5.1.4 Selecdo dos atributos

Geralmente, os conjuntos de dados que passarao pelos processos de mineracao de da-
dos, apresentam dois problemas tipicos (ROMERO et al., 2013). O primeiro diz respeito
a elevada dimensionalidade dos dados, isto é, o nimero de atributos ou caracteristicas
torna-se extenso. No entanto, normalmente alguns desses atributos nao irao ser significa-
tivos para a classificacao e é provavel que alguns desses atributos sejam correlacionados.
O segundo problema, frequentemente encontrado nas bases de dados, sao os dados des-
balanceados, ou seja, quando o niimero de casos em uma classe ¢ muito menor do que o
namero de casos em outra classe (ver Secao 2.2.2). Os métodos utilizados para resolver
este segundo problema serdo vistos na proxima Segao (5.1.5).

Para resolver o primeiro problema, torna-se recomendéavel a utilizacao de técnicas de
selegao de atributos (ver Secao 2.2.2).

Quando se realiza a selecao de atributos, se espera que atributos irrelevantes e re-
dundantes sejam removidos, o que normalmente leva um aumento da precisao do método
de aprendizado. O software Weka dispoe de varios algoritmos de selecao de atributos,
que utilizam diferentes métodos como Filter, Wrapper e Embedded (ver Secao 2.2.3).
Durante a realizacao do trabalho foram testados varios algoritmos como: CfsSubsetE-
val,ChiSquaredAttributeEval, Consistency-SubsetEval, FilteredAttributeEval, OneRAt-
tributeEval, FilteredSubsetEval, GainRatioAttributeEval, InfoGainAttributeEval, Reli-
efFAttributeEval, SymmetricalUncert-AttributeEval (WITTEN; FRANK; HALL, 2011).
No entanto, o que apresentou o melhor resultado em termos de precisao foi o algoritmo
InfoGainAttribute Eval baseado no método Filter (ver Se¢ao 2.2.2).

A maneira de se medir a qualidade de um atributo para a classificacao é avaliar o
seu grau de associacao com a classe. Para determinar esse tipo de associagao, foram
propostas diversas métricas. Essas métricas sao empregadas em uma base de dados
D(Ay, As, ... A, C),n > 1, com n+1 atributos, onde C' é o atributo classe e o seu do-

minio é {cy, ¢y, ...c,}, m > 2. Assumindo que os valores dos atributos e da classe sao
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discretos.

A métrica utilizada no algoritmo InfoGainAttributeFEval é o ganho de informacao ba-
seado no conceito de entropia (QUINLAN, 1986), que tem origem na area de teoria da
informagao. Dado um atributo A, cujo dominio é {ay,as, ...,a;}, K > 1, define-se a pro-
babilidade p;, 1 < i < k, de cada valor a; do atributo como a razao entre o niimero de
instancia da base em que ocorre o valor a; para o atributo A e o niimero total de instancias.

A entropia desse atributo, representada por H(A) é dada por:

H(A) = =) [pi* loga(pi)], (5.1)

i=1

A entropia da classe, representada por H(C), pode ser calculada da mesma forma,

considerando p; a razao entre o ntimero de instancias em que o valor ¢; da classe, 1 < j <
m, ocorre na base e o niimero total de instancias.

Seja a probabilidade p;; a razao entre o niimero de instancias da base que pertencem

a classe ¢; em que ocorre o valor a; do atributo A, e o niimero total de instancias da base.

A entropia condicional da classe C, dado o atributo A, é calculada usando a férmula:

k
H(C|A) = Z

Quanto mais informativo um atributo A for em relacao a classe C, menor serd a sua

||MS

lpji log(ij“)] (5.2)

7

entropia condicional H(C|A). Pelas Formulas 5.1 e 5.2, verifica-se que a entropia de C
dado A nunca serd maior que a entropia de C apenas, pois o conhecimento do atributo A
pode ser usado para determinar o valor de C. Logo, o ganho de informacao de um atributo
A em relacao a classe pode ser calculado como a diferenca entre a entropia da classe e a

entropia condicional da classe dado o atributo A, indicado pela Formula 5.3:

GANHO(C|A) = H(C) — H(C|A) (5.3)

Apobs o procedimento descrito acima, o conjunto de atributos foi reduzido de 29 para
16 atributos. Os atributos com seus respectivos pesos, ou seja, quantidade de informacao
que o atributo contribui para a classificacao, ordenados em ordem decrescente do que
contribui mais para a classificacao até o que menos contribuiu para a classificacao, pode
ser visualizada no Grafico 11. E o significado de cada atributo pode ser visto na Tabela 1.

Os mesmos procedimentos descritos acima foram realizados para a base de dados do
ensino presencial. Os melhores atributos selecionados e ordenados em ordem decrescente,
podem ser visto no Grafico 12. O significado de cada atributo pode ser visto na Tabela 2.

Os atributos pessoais (Estado Civil, Sexo, Idade) foram usados com a intengao de
verificar o quanto cada atributo contribui para a predicao dos estudantes. No entanto,
verificamos que esses atributos pouco contribuiam na classificacao dos estudantes propen-
sos ao insucesso. Porém, o custo para obter esses atributos foi pequeno, tornando viavel

para efeito de testes a inclusao destes atributos no modelo.



Tabela 1 — Atributos Selecionados na modalidade de ensino a distancia

1 Avaliacao | Nota da primeira Avaliacao

5% Semana Nota da quinta semana

2% Semana | Nota da segunda semana

4* Semana Nota da quarta semana

3% Semana Nota da terceira semana

Blog Quantidade de postagem e visualizacao no blog
12 Semana Nota da primeira semana

Forum Quantidade de postagem e visualizagao no forum
Acessos Quantidade de acessos ao AVA

Assign Quantidade de arquivos enviados e baixados
Cidade Cidade

Message Quantidade de mensagens enviadas

Wiki Quantidade de mensagens enviadas

Sexo Sexo do estudante

Estado Estado Civil do estudante

Idade Idade do estudante

Status Status da disciplina (Aprovado/Reprovado)

Fonte: Elaborada pelo autor

Tabela 2 — Atributos Selecionados na modalidade de ensino presencial

Problemas Quantidade de Exercicios
12 Avaliacao | Nota da primeira Avaliacao

Corretos Total de Exercicios corretos
Submissoes | Total de submissoes

2% Semana Nota da segunda semana

1* Semana Nota da primeira semana

3% Semana Nota da terceira semana
Estado Civil | Estado Civil

Sexo Sexo

Idade Idade

Status Status (Aprovado/Reprovado)

Fonte: Elaborada pelo autor
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Figura 11 — Pesos e atributos do ensino a distancia
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Figura 12 — Pesos e atributos do ensino presencial
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5.1.5 Balanceamento dos dados

Uma base de dados ¢ dita desbalanceada, no dominio de classificagao, quando o nimero
de casos em uma classe ¢ muito menor do que o niimero de casos em outra classe (GU et
al., 2008). Estas classes com pouca representacao sao chamadas de classes raras (WEISS,
2004). Algoritmos de classificagdo sdo muitos sensiveis a este tipo de desbalanceamento
e tendem a valorizar as classes predominantes e a ignorar as classes de menor repre-
sentacao (PHUA; ALAHAKOON; LEE, 2004). Os dois conjuntos de dados utilizados
neste trabalho, apresentavam este problema, ou seja, a quantidade de estudantes repro-
vados eram bem menor que a quantidade de estudantes aprovados. Para realizacao desse
procedimento foi utilizado o software Weka. Weka disponibiliza diversos algoritmos de ba-
lanceamento dos dados, no entanto, conforme explanado na Se¢ao 2.2.2 a técnica SMOTE
foi a mais apropriada para realizacao desta tarefa.

O balanceamento dos dados foi aplicado sobre o conjunto de dados da modalidade de
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ensino presencial e a distancia. Sendo utilizado posteriormente no conjunto de teste e de

treinamento.

5.2 Execucdes dos Algoritmos

Nesta se¢ao, é descrito de que forma os algoritmos foram executados a fim de conseguir
identificar os estudantes propensos ao insucesso.

Levando em consideracao que, o objetivo é prever situacao final do estudante com a
maior antecedéncia possivel, dentro da disciplina dada, executamos os algoritmos sepa-
radamente sobre cada modalidade de ensino enriquecendo os dados semanalmente. Ou
seja, os algoritmos foram executados em etapas; na primeira etapa foram incluidos dados
somente até o tltimo dia da primeira semana de aula, na segunda etapa, foram acrescen-
tados dados até o ultimo dia da segunda semana de aula, e assim consequentemente até
chegar a semana da primeira avaliacao.

Além do enriquecimento dos dados, os algoritmos foram executados em trés fases

distintas:

1. Na primeira fase, todos os algoritmos foram executados sobre os conjuntos de dados
com somente a integracao de dados realizada sem a utilizacao de qualquer outra

etapa de pré-processamento dos dados;

2. Na segunda fase, os algoritmos foram executados apés as etapas de limpeza dos
dados, transformacao dos dados, selecao dos atributos e balanceamento de dados

(ver Secao 5.1);

3. Finalmente, na tltima etapa os algoritmos foram executados apés a realizacao dos

ajustes finos.

Para realizar a avaliacao da capacidade de generalizacao do modelo, todas as etapas
foram avaliadas utilizando o método de validacao cruzada k-fold, com k=10 (ver Se-
¢ao 4.2.1). Para melhor caracterizar a eficacia dos algoritmos analisados neste trabalho,
decidimos adotar a métrica F-Measure (ver Secao 4.2.2).

Para comparacao dos resultados, foi utilizado a ferramenta Weka Fxperiment Environ-
ment (WEE). Este ambiente é apropriado para realizar comparagoes entre o desempenho
de varios algoritmos de mineracao de dados. O WEE permite ao usuario criar, executar
e modificar o experimento de uma maneira mais conveniente, também permite selecio-
nar um ou mais algoritmos disponiveis na ferramenta e analisar os resultados de modo
a identificar se um classificador é, estatisticamente, melhor do que os demais (WEKA,
2014).

O WEE oferece trés opgoes de estratificacao da base de dados: i) Crossvalidation

(default), ii) Train/Test Percentage Split (data randomized) e iii) Train/Test Percentage
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Split (order preserved). Para obter significancia estatistica nos desempenhos dos algorit-
mos, o ambiente foi configurado com um niimero padrao de execucoes. Por exemplo, cada
algoritmo é executado 10 vezes e seu desempenho final é obtido a partir da média das
execucoes. No caso do 10-fold cross-validation significa que um classificador foi executado

100 vezes para os conjuntos de treinamento e teste.

5.2.1 Ajustes finos nos Algoritmos

O desempenho dos algoritmos de classificacao, sao sensiveis aos ajustes de parametros,
principalmente em problemas do mundo real (VIANA et al., 2007). Os métodos de escolha
destes parametros variam amplamente e sao conhecidos como tuning. Com o objetivo
de aumentar a eficicia dos algoritmos decidimos ajustar os parametros dos algoritmos

utilizados neste trabalho.

(Naive Bayes) O ajuste fino do algoritmo Naive Bayes foi realizada seguindo a abor-
dagem descrita em (JOHN; LANGLEY, 1995), que usa um método baseado na

estimativa do kernel para realizar o ajuste fino.

(Arvore de decisdo) De acordo com (WITTEN; FRANK; HALL, 2011), a eficicia do
algoritmo J48 pode ser melhorada através da realizacido de um ajuste fino de dois
parametros: (i) a quantidade de nos de folha; e (i) a poda de arvore de decisao.
Nos realizamos alguns experimentos comparativos, a fim de encontrar os melhores

valores para esses parametros.

(Rede Neural) Realizamos os ajustes finos de trés parametros do algoritmo Rede Neu-
ral: (i) a taxa de aprendizagem (learning rate); (ii) o impulso aplicado aos pesos
durante a sua atualizacdo (momentum); (iii) o nimero de camadas escondidas exis-
tentes na rede (hidden layers). De acordo com (WITTEN; FRANK; HALL, 2011),
o ajuste fino destes parametros podem melhorar a eficicia do algoritmo de rede

neural.

(Maquina de Vetor de Suporte) A primeira mudanga nos parametros do algoritmo
SVM foi em relacdo ao Kernel(ver Se¢ao 2.3.4.3). Foram testadas 3 opgoes de
Kernel: polinomial, RBF e Sigmoéide, sendo que quem apresentou o melhor resultado
foi o Kernel gaussiano (RBF). Posteriormente, foram alterados os parametros v que

pertencem ao kernel RBF e o coeficiente de custo “C”.

No entanto, escolha manual dos parametros “C” e v é indesejavel, pois é imprecisa e
nao garante resultados de qualidade (IMBAULT; LEBART, 2004). Além de existir
um numero muito significativo de combinacoes entre os parametros “C” e v que
podem ser usadas para o SVM, de forma que, tentar encontrar a melhor configuracao
através de um processo exaustivo é bem dificil. Por isso, foi utilizado um método

conhecido como Grid-Search. A técnica de Grid-Search é utilizada para buscar pelos



92

melhores parametros através da andlise dos resultados obtidos com a execucao do
algoritmo para um intervalo de parametros. Pois, nao se sabe previamente qual ou
quais os melhores parametros para o problema em questao. Apos o uso do método
Grid-Search ajustamos os parametros manualmente com valores aproximados ao
informado pelo método. Ou seja, o método Grid-Search serviu como heuristica

para os ajustes nos parametros do algoritmo SVM.
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6 RESULTADOS E DISCUSSOES

Nesta capitulo, apresentamos os principais resultados do experimento, descrito na
Secao 5. Na Secao 6.2 respondemos as questoes de pesquisa listados na Secao 1.3. E
finalmente na Secao 6.3 discutimos algumas ameacas a validade do estudo. Mais detalhes

dos resultados podem ser visto no apéndice A

6.1 Discussdes dos Resultados

Como mencionado, anteriormente, as disciplinas dos cursos na modalidade a distancia
sao divididas em oito semanas. Cada semana os estudantes recebem notas de acordo com
as suas atividades realizadas e no fim da quinta semana é realizada a primeira avalia-
¢ao. Os algoritmos foram executados em etapas; na primeira etapa foram incluidos dados
somente até o ultimo dia da primeira semana de aula, na segunda etapa, foram acres-
centados dados até o ultimo dia da segunda semana de aula, e assim consequentemente
até chegar & semana da primeira avaliacao. Apos, a execucao dos algoritmos de predicao,
foi constatado que os resultados foram melhorando a cada semana, como mostrado na

Figura 13.

Figura 13 Evolucao dos resultados semanalmente ensino a distancia
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Na modalidade de ensino presencial com excecao do algoritmo de arvore de decisao,
todos os outros algoritmos também obtiveram melhoras resultados com o enriquecimento
dos dados como mostrado na Figura 14.

A fim de verificar a influencia dos dados sobre os resultados, incluimos dados apds a
primeira semana da avaliacao. Com esses dados foi possivel alcancar taxas de precisao

de até 0,98% entre os algoritmos de predicao na modalidades de ensino presencial e a
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Figura 14 — Evolucgao dos resultados semanalmente ensino presencial
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distancia. Embora as taxas foram consideravelmente altas o objetivo de nosso estudo
é detectar o insucesso o mais breve possivel possibilitando uma intervengao pedagogica
tempo hébil, portanto, esses dados foram descartados.

Foi aplicado sobre as fontes de dados o algoritmo de predigao KNN (K vizinhos mais
proximos)' conhecido como classificadores “preguicosos” (AHA, 1997). Mesmo apoés as
etapas de pré-processamento e ajustes finos, os resultados foram abaixo da média em
comparacao com os outros quatro algoritmos utilizados neste estudo, portanto, este al-
goritmo foi descartado. Mais detalhes dos resultados podem ser visto no apéndice A nas
Figuras 21 e 22.

Também foram aplicados oito algoritmos de classifica¢ao “caixa-branca” (MARQUEZ-
VERA; MORALES; SOTO, 2013), tais como regras de inducao e arvores de decisao. Estes
algoritmos foram aplicados ap6s as as etapas de pré-processamento, a fim de identificar a
eficacia dos algoritmos proposto por (MARQUEZ-VERA; MORALES; SOTO, 2013). Os

resultados podem ser visualizados no apéndice A nas Figuras 23 e 24

6.2 Resposta as questdes de pesquisa

Em seguida, vamos responder e discutir as seguintes questoes de pesquisa:

6.2.1 Qual a eficicia dos algoritmos de predicdo para identificar estudantes propensos ao

insucesso?

A fim de responder a esta questao, executamos os algoritmos de predicao, analisados
neste estudo, sobre os conjuntos de dados: a distancia e presencial. As Figuras 15 e 16

apresentam a eficicia (representada pela métrica F-measure) dos algoritmos para iden-

L do inglés K Nearest Neighbors
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tificar precocemente os estudantes susceptiveis ao insucesso sobre os cursos a distancia
e presencial, respectivamente. Os algoritmos de previsao foram executados para cada

semana de curso e ap6s a aplicacao da primeira avaliacao.

Figura 15 Eficacia dos algoritmos de predicio do ensino a distancia (NB - Naive Bayes; AD - Arvore
de Decisdo; RN - Rede Neural; SVM - Maquina de Vetor de Suporte)
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Figura 16 — Eficacia dos algoritmos de predicdo do ensino presencial (NB - Naive Bayes; AD - Arvore de
Decisao; RN - Rede Neural; SVM - Maquina de Vetor de Suporte)
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Observamos que os algoritmos apresentaram uma eficicia que varia de 0,55 até 0,82
no curso a distancia, e de 0,50 até 0,79 no curso presencial. Estes resultados indicam que,
depois da primeira semana de curso os algoritmos sao capazes de identificar pelo menos
0,50% de eficacia os estudantes propensos ao insucesso.

Observamos também que o algoritmo de arvore de decisao (J48), apresenta a melhor
eficicia em ambas fontes de dados. Atingindo um f-measure com um valor igual a 0,82
apos a aplicacao da primeira avaliacao no curso a distancia, e 0,79 na segunda semana
no curso presencial. Dado que os cursos a distancia e presencial tem duracao de 8 e 16
semanas, respectivamente. Podemos afirmar que o algoritmo de arvore de decisao é capaz

de atingir uma eficacia igual a 82% quando os estudantes tém realizado pelo menos 60%
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do curso online, e uma eficacia igual a 79% quanto os estudantes tém realizado pelo menos
25% do curso presencial.

Portanto, os resultados apresentam evidéncias de que os algoritmos de predicao ana-
lisados neste estudo sao eficazes para identificacao precoce dos estudantes propensos ao
insucesso. Apesar de nao ser essencial para esse trabalho, é importante mencionar que
o tempo de execucao de cada algoritmo, nesta fase foi longo, chegando a ter algoritmos
que demoraram mais de 45 minutos para apresentar os resultados. Na proxima secao,
vamos mostrar que a eficacia desses algoritmos de classificagao podem ser melhorados

executando as etapas de pré-processamento de dados e ajustes finos nos algoritmos.

6.2.2 As etapas de pré-processamento de dados sdo realmente importantes e capazes de

aumentar a eficacia dos algoritmos de predicdo?

A fim de responder a segunda questao, foi realizado o pré-processamento nos dois
conjuntos de dados utilizados neste trabalho, conforme descrito na Secao 5.1, em seguida,
foram aplicados os algoritmos de predicao sobre estes conjunto de dados pré-processados.
Avaliamos a eficacia destes algoritmos sobre os conjuntos de dados pré-processados, e
comparamos esses resultados com os obtidos pelos algoritmos quando aplicou-se sobre o
conjunto de dados sem pré-processamento.

A Figura 17 apresenta uma comparacao entre os resultados da eficicia dos quatro
algoritmos (Naives Bayes, Arvore de decisio, Rede Neural e Maquina de Suporte de
Vetor) aplicados sobre os dados do ensino a distancia. Os resultados apresentados na
Figura 17 indica que a eficacia de todos os algoritmos foram melhoradas quando aplicou-
se o pré-processamento sobre o conjunto de dados do ensino a distancia.

No entanto, foi necessario a utilizacdo de um teste estatistico para verificar se essa
melhoria é estatisticamente significante. Para esta verificagao utilizamos o t-test (HAN;
KAMBER; PEI, 2011). Ao aplicar o t-test sobre os resultados mostrados na Figura 17,
obtivemos os seguintes p-values: (Naive Bayes) p-values=0,1158; (Arvore de decisio) p-
values=0,006549; (Rede Neural) p-values=0,002343; e (SVM) p-values=0,0005339. De
acordo com (HAN; KAMBER; PEI, 2011), para representar uma diferenca estatistica-
mente significativa, normalmente, o p-valor deve ser inferior a 0,05. Assim, podemos
concluir que o Naive Bayes é o tinico algoritmo que nao apresenta uma melhoria estatis-
ticamente significativa quando aplicamos o pré-processamento sobre os dados da modali-
dade de ensino a distancia.

A Figura 18 apresenta uma comparacao entre os resultados da eficacia dos algoritmos
de predicao aplicados sobre os dados da modalidade de ensino presencial. Primeiro foi
aplicado os algoritmos sobre os dados sem o pré-processamento, em seguida, sobre os
dados pré-processados. Com os resultados apresentados na Figura 18, nao fica claro se
a eficacia dos algoritmos foram melhoradas. Portanto aplicamos o teste estatistico ¢-test

com o objetivo de verificar se a eficacia dos algoritmos tiveram melhoras.
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Figura 17 — Comparativo dos resultados da eficacia dos algoritmos de predi¢ao do ensino a distancia sem
pré-processamento (SP) e com pré-processamento (P)
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Figura 18 Comparativo dos resultados da eficacia dos algoritmos de predi¢ao do ensino presencial sem
pré-processamento (SP) e com pré-processamento (P)
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Ao aplicar o teste estatistico (¢-test) sobre os resultados mostrados na Figura 18 ob-
tivemos os seguintes p-values: (Naive Bayes) p-values=0,7793; (Arvore de decisio) p-
values=1; (Rede Neural) p-values=0,468; e (SVM) p-values=0,8422. Notamos que 0s
algoritmos nao apresentam uma melhora estatisticamente significativa quando aplicou-se
o pré-processamento no conjunto de dados presencial.

Com base nessa discussao, podemos concluir que o pré-processamento dos dados na
modalidade de ensino a distancia foi capaz de aumentar a eficicia da maioria dos algorit-
mos, mas o pré-processamento dos dados na modalidade de ensino presencial apesar de
ter melhorado os resultados nao impactou significativamente na eficacia dos algoritmos.
Porém, observou-se também que, ap6s a etapa de pré-processamento o tempo de execugao

dos algoritmos diminuiram consideravelmente nos dois conjuntos de dados.
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6.2.3 A fase de ajustes finos dos algoritmos sera capaz de aumentar ainda mais a eficacia

dos algoritmos de predicdo?

Estudos (GUNAWAN; LAU; LINDAWATI, 2011), (HUTTER et al., 2009) indicam
que a eficicia de alguns algoritmos de predicao pode ser melhorada apos alguns ajustes
em seus parametros, especialmente em problemas do mundo real. A fim de investigar tais
evidéncias foi realizado os ajustes finos dos algoritmos, conforme descrito na Se¢ao 5.2.1,
em seguida, foram utilizados os conjuntos de dados pré-processados para comparar a

efetividade dos algoritmos sem o ajuste fino e, em seguida, com os ajustes finos.

Figura 19 — Comparativo dos resultados da eficicia dos algoritmos de predi¢ao do ensino a distancia sem
ajustes finos (SAF) e com ajustes finos (AF)
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Figura 20 — Comparativo dos resultados da eficacia dos algoritmos de predi¢ao do ensino presencial sem
ajustes finos (SAF) e com ajustes finos (AF)
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A Figura 19 apresenta os resultados da comparacao da eficicia dos algoritmos quando

aplicados sobre o conjunto de dados da modalidade de ensino a distancia pré-processados
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sem a realizacao dos ajustes finos e, em seguida, realizando os ajustes finos. Os resultados
mostrados na Figura 19 indica que a eficicia dos algoritmos foram melhorados apos a
realizacao dos ajustes finos.

Ao aplicar o teste estatistico ¢-test sobre os resultados mostrados na Figura 19 obtive-
mos os seguintes valores p: (Naive Bayes) p-value — 0,01182; (Arvore de decisdo) p-value
= 0,005095; (Rede Neural) p-value = 0,001285; e (SVM) p-value = 0,0003295. Assim, po-
demos concluir que os ajustes finos melhorou a eficicia de todos os algoritmos, aplicando-
as sobre o conjunto de dados da modalidade de ensino a distancia pré-processados.

A Figura 20 apresenta os resultados da comparacao da eficicia dos algoritmos quando
aplicados sobre o conjunto de dados presencial. Os resultados apresentados na Figura 20
nao esclarece se a eficacia de todos os algoritmos foi melhorada apds os ajustes finos.

Ao aplicar o teste estatistico t-test sobre os resultados mostrados na Figura 20 obtive-
mos os seguintes valores p: (Naive Bayes) p-value — 0,02317; (Arvore de decisdo) p-value
— 0,2945; (Rede Neural) p-value — 0,6532; e (SVM) p-value — 0,03911. De acordo com
estes p-values, s6 a eficacia dos algoritmos Naive Bayes e SVM tiveram uma melhora
estatisticamente significativa.

Com base nos dados apresentados acima, podemos concluir que os ajustes finos dos
algoritmos foi capaz de aumentar a eficacia de todos os algoritmos quando aplicado no
conjunto de dados da modalidade de ensino a distancia pré-processados, mas apenas
dois algoritmos ajustados (Naive Bayes e SVM) tiveram um aumento na eficacia quando

aplicado no conjunto de dados presencial pré-processados.

6.2.4 Depois de realizar o pré-processamento dos dados e os ajustes finos nos algoritmos de
predicdo, quais das técnicas s3o mais eficazes na identificacido dos estudantes propensos

ao insucesso?

De acordo com os resultados apresentados na secao anterior, depois do pré-processamento
dos dados e os ajustes finos nos algoritmos, foi possivel identificar que uma variante do
algoritmo de Méquina de Vetor de Suporte obteve os melhores resultados, em termos de
eficacia, em ambas as fontes de dados chegando a um valor de F-measure igual a 0,92 e
0,83 apods a primeira avaliacao do curso na modalidade de ensino a distancia e presencial,
respectivamente.

Em outras palavras, uma variante do algoritmo de Méaquina de Vetor de Suporte foi
capaz de identificar com pelo menos 83% de eficacia os estudantes propensos ao insucesso

na modalidade de ensino a distancia ou presencial.

6.3 Limitacdes e Ameacas a validade do estudo

Apesar das consideracoes presentes no estudo apresentarem resultados positivos na

predicao de estudantes propensos ao insucesso, é importante observar algumas ameacas.
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Propomos no nosso estudo a previsao de acgoes decorrentes de resolugoes e decisoes dos
seres humanos. Assim, reconhecemos as limitagoes da metodologia e as possiveis falhas,
dado que podera ocorrer situacoes ou comportamentos que mesmo os estudantes estando
suprindo todas as caracteristicas definidas no estudo o estudante tome uma decisao ines-
perada que va de encontro aos padroes definidos no estudo.

E importante salientar também que, no estudo, foram usados apenas os dados da disci-
plina introdutoria a programacao e de apenas uma tnica instituicao de ensino. Portanto,
as evidéncias obtidas a partir dos resultados do estudo nao sao gerais.

A maneira que foram realizados os ajustes finos nos algoritmos, com excecao do algo-
ritmo maquina de vetor de suporte, também pode ser considera uma ameaca, pois, em
todos os outros algoritmos os ajustes finos foram feitos de forma manual. Esta ameca
é importante pois os ajustes finos realizados de forma manual nao assegura os melhores
resultados em termo de eficécia.

Foi adotada a medida f-measure como métrica para avaliar a eficacia dos algoritmos
de predicao. Embora esta métrica tenha sido amplamente utilizada pelos trabalhos de
EDM existentes, outras métricas, como Accuracy e Kappa poderiam ser usadas.

No entanto, considerando os resultados, é evidente que o algoritmo SVM é um método
poderoso e eficaz para predizer os grupos de estudantes susceptiveis ao insucesso nas

disciplinas de introdutoérias de programacao.



61

7 CONSIDERACOES FINAIS

7.1 Conclusio

Este trabalho se propos a investigar quais seriam as técnicas de predicao mais eficazes
na identificacao dos estudantes propensos ao insucesso, através de um estudo comparativo
sobre o potencial e eficicia das quatro técnicas (arvore de decisao, maquina de vetor de
suporte, rede neural e naive bayes) analisadas. Avaliou-se a eficicia das técnicas de
predicao em duas fontes de dados diferentes e independentes, uma na modalidade de
ensino presencial e a outra na modalidade de ensino a distancia sobre as disciplinas de
programacao introdutoria.

Embora outros trabalhos apresentem formas promissoras para identificar estudantes
que possam ter insucesso na disciplina introdutéria de programacao, eles sao um pouco
limitado em termos de predicao do insucesso com precisao e com antecedéncia suficiente
para permitir uma intervencao pedagogica em tempo habil. Além disso, estas abordagens
nao investigam de forma clara e detalhada a influéncia do pré-processamento de dados e
ajuste fino no algoritmos na eficicia das técnicas de EDM analisadas.

Diante do estudo realizado, as técnicas analisadas mostraram-se eficazes na identifica-
cao dos estudantes propensos ao insucesso no inicio da disciplina. E que ap6s a realizagao
das etapas de pré-processamento e ajustes finos todos algoritmos tiveram uma melhora
em seus resultados. Ao fim do processo, o algoritmo maquina de vetor de suporte obteve
os melhores resultados tanto na modalidade de ensino presencial quanto na modalidade
a distancia. Na modalidade a distancia, o algoritmo alcancou uma taxa de f-measure de
92% com pelo menos 60% da disciplina realizada. Na modalidade presencial, o algoritmo
alcancou uma taxa de f-measure de 83% com pelo menos 25% da disciplina realizada.

A relevancia de um trabalho pode ser avaliada também pelas oportunidades de traba-
lhos futuros que o mesmo prové. Entao, buscando obter tal importancia, sao propostos
alguns direcionamentos para novas pesquisas que podem ser identificados a partir desse
estudo.

Avaliar outras técnicas que nao foram abordadas neste trabalho e verificar sua via-
bilidade para o problema. Para isso, poderiam ser utilizados, por exemplo, métodos de
agrupamento ou mineracao de relacoes. Utilizar outras métricas além da f-measure a fim
de comparar a eficicia dos algoritmos de predicao. As técnicas utilizadas neste trabalho
poderiam ser aplicadas em diferentes disciplinas, cursos, instituicoes e modalidades de
ensino, tornando assim, os resultados mais gerais. Outra questao que podera ser inves-
tigada é o potencial de atingir melhores resultados usando novos fatores como: aspectos
afetivos, profissionais, familiares, sociais e econémicos dos estudantes.

Finalmente, considerando os resultados, acredita-se que o algoritmo SVM é um mé-
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todo eficaz para predizer grupos de estudantes susceptiveis ao insucesso na fase inicial
das disciplinas de programacao introdutérias. E que estas previsoes podem ser muito
lteis para os educadores, no sentido de realizar o mais breve possivel, as intervencoes

pedagogicas necessarias para garantir o sucesso dos estudantes na disciplina.
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APENDICE A - RESULTADOS DETALHADOS

A1 Resultados

Tabela 3 — Resultados detalhados dos algoritmos de predigdo do ensino a distancia (NB - Naive Bayes;
AD - Arvore de Decisdao; RN - Rede Neural; SVM - Maquina de Vetor de Suporte)

12 semana 23 gemana, 32 semana
Algoritmos | NB AD RN SVM | NB AD RN SVM | NB AD RN SVM
Acuracia 7715 | 72.03 | 77.55 | 78.79 | 80.59 | 72.62 77.95 | 79.99 | 82.57 | 76.37 | 78.65 | 78.43
Precision 0.70 0.61 0.70 0.72 0.73 0.61 0.69 0.72 0.75 0.69 0.70 0.69
Recall 0.56 0.55 0.63 0.63 0.69 0.57 0.65 0.70 0.77 0.57 0.68 0.69
F-measure 0.60 0.55 0.64 0.64 0.69 0.56 0.65 0.69 0.74 0.60 0.67 0.67

42 gemana, 5% semana 12 avaliacao
NB AD RN SVM | NB AD RN SVM | NB AD RN SVM
Acuracia 81.64 | 75.67 | 76.92 77.86 | 83.53 | 80.98 82.73 | 83.99 | 84.40 | 87.41 86.86 | 86.64
Precision 0.72 0.67 0.66 0.68 0.75 0.79 0.77 0.79 0.75 0.80 0.85 0.87
Recall 0.78 0.62 0.66 0.67 0.79 0.59 * | 0.73 0.75 0.83 0.88 0.77 0.74
F-measure 0.73 0.61 0.64 0.66 0.76 0.65 0.73 0.75 0.78 0.82 0.78 0.77

Fonte: Elaborada pelo autor

Tabela 4 — Resultados detalhados dos algoritmos de predicao do ensino a distancia apds o pré-
processamento dos dados (NB - Naive Bayes; AD - Arvore de Decisdo; RN - Rede Neural; SVM -
Méquina de Vetor de Suporte)

12 semana, 2% gemana 3% semana
Algoritmos | NB AD RN SVM | NB AD RN SVM | NB AD RN SVM
Accuracy 74.28 | 80.12 | 77.11 | 77.81 | 75.50 | 74.81 | 77.58 | 79.20 | 78.83 | 76.45 | 78.01 | 81.13
Precision 0.81 0.80 0.78 0.76 0.78 0.74 0.79 0.77 0.79 0.74 0.79 0.80
Recall 0.66 0.82 0.78 0.83 0.72 0.79 0.77 0.84 0.80 0.83 0.79 0.86
F-measure 0.71 0.80 0.77 0.79 0.74 0.75 0.77 0.80 0.79 0.78 0.78 0.82

42 semana 5% semana 12 Avaliagdo
Algoritmos | NB AD RN SVM | NB AD RN SVM | NB AD RN SVM
Accuracy 77.70 | 79.65 | 81.71 | 83.74 | 82.25 | 81.51 | 81.84 | 85.38 | 86.09 | 87.51 | 87.36 | 89.51
Precision 0.83 0.79 0.81 0.82 0.87 0.81 0.81 0.85 0.90 0.88 0.87 0.88
Recall 0.71 0.83 0.84 0.88 0.77 0.84 0.85 0.88 0.82 0.89 0.89 0.93
F-measure 0.75 0.80 0.82 0.84 0.81 0.82 0.82 0.86 0.85 0.87 0.87 0.90

Fonte: Elaborada pelo autor

Tabela 5 — Resultados detalhados dos algoritmos de predi¢do do ensino a distancia apos ajustes finos
(NB - Naive Bayes; AD - Arvore de Decisdo; RN - Rede Neural; SVM - Maquina de Vetor de Suporte)

12 semana, 2% gemana, 3% semana
Algoritmos NB AD RN SVM NB AD RN SVM NB AD RN SVM
Accuracy 79.18 | 80.12 | 77.96 | 80.76 | 77.74 | 75.50 | 77.71 | 79.20 | 77.68 | 76.49 | 79.53 | 82.16
Precision 0.80 0.80 0.78 0.80 0.77 0.75 0.79 0.77 0.76 0.75 0.80 0.80
Recall 0.79 0.82 0.80 0.84 0.80 0.79 0.78 0.84 0.83 0.81 0.81 0.87
F-meagsure 0.79 0.80 0.78 0.81 0.78 0.76 0.78 0.80 0.79 0.79 0.80 0.83

4% gemana, 5% semana 1# Avaliagao
Algoritmos | NB AD RN SVM | NB AD RN SVM | NB AD RN SVM
Accuracy 81.83 | 80.75 83.02 | 85.60 | 84.97 | 83.62 82.56 | 86.52 | 86.12 | 87.45 87.82 | 91.78
Precision 0.82 0.80 0.83 0.84 0.86 0.84 0.82 0.87 0.88 0.88 0.88 0.89
Recall 0.82 0.85 0.84 0.90 0.84 0.85 0.85 0.87 0.85 0.88 0.89 0.96
F-measure 0.82 0.81 0.83 0.86 0.85 0.84 0.83 0.86 0.86 0.87 0.88 0.92

Fonte: Elaborada pelo autor
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Tabela 6 Resultados detalhados dos algoritmos de predigdo do ensino presencial (NB - Naive Bayes;
AD - Arvore de Decisao; RN - Rede Neural; SVM - Maquina de Vetor de Suporte)

1° Exercicio 2° Exercicio
Algoritmos NB AD RN SVM NB AD RN SVM
Accuracy 57.17 74.5 68.33 71 59.67 73 70.17 65.5
Precision 0.5 0.75 0.73 0.62 0.53 0.76 0.78 0.6
Recall 0.55 0.7 0.76 0.49 0.58 0.87 0.75 0.53
F-measure 0.5 0.7 0.72 0.52 0.53 0.79 | 0.74 0.56

3° Exercicio 12 Avaliacao
Algoritmos NB AD RN SVM NB AD RN SVM
Accuracy 61 73.17 71 T 70.33 | 73.5 70.5 79.83
Precision 0.69 0.76 0.77 0.76 0.76 0.78 0.82 0.81
Recall 0.64 0.73 0.74 v 0.71 0.65 0.74 0.64 0.71
F-measure 0.64 0.78 0.73 0.73 0.67 0.73 0.68 0.75

Fonte: Elaborada pelo autor

Tabela 7 — Resultados detalhados dos algoritmos de predi¢ao do ensino presencial apds pre-processamento
dos dados (NB - Naive Bayes; AD - Arvore de Decisdo; RN - Rede Neural; SVM - Maquina de Vetor de

Suporte)

1¢ Exercicio 2° Exercicio
Algoritmos NB AD RN SVM NB AD RN SVM
Accuracy 57.42 76.75 78.00 | 72.56 60.51 84.04 76.15 | 74.72
Precision 0.51 0.78 0.79 0.82 0.55 0.88 0.79 0.85
Recall 0.56 0.72 0.72 0.42 0.58 0.78 0.75 0.48
F-measure 0.51 0.72 0.72 0.53 0.55 0.80 0.75 0.58

3° Exercicio 1? Avaliagdo
Algoritmos NB AD RN SVM NB AD RN SVM
Accuracy 61.68 | 79.56 | 79.00 | 82.18 | 76.76 | 81.15 | 78.74 | 83.67
Precision 0.7 0.82 0.79 0.93 0.78 0.83 0.82 0.88
Recall 0.74 0.72 0.75 0.62 0.68 0.74 0.67 0.73
F-measure 0.66 0.73 0.74 0.74 0.69 0.75 0.71 0.78

Fonte: Elaborada pelo autor

Tabela 8 — Resultados detalhados dos algoritmos de predicdo do ensino presencial apés ajustes finos (NB

- Naive Bayes; AD - Arvore de Decisio; RN - Rede Neural; SVM - Maquina de Vetor de Suporte)

1° Exercicio

2° Exercicio

Algoritmos NB AD RN SVM NB AD RN SVM
Accuracy 72.85 | 79.82 | 78.24 | 72.68 | 79.17 | 86.51 0.76 77,49
Precision 0.67 0.79 0.78 0,83 0.77 0.91 0.77 0.88
Recall 0.89 0.80 0.74 0.42 0.81 0.78 0.69 0.56
F-measure 0.74 0.77 0.73 0.53 0.76 0.82 0.70 0.66
3° Exercicio 1# Avaliagao
Algoritmos NB AD RN SVM NB AD RN SVM
Accuracy 78.64 | 81.57 | 79.13 | 84.69 | 84.17 | 83.19 | 81.38 | 88.04
Precision 0.82 0.85 0.80 0.96 0.89 0.87 0.88 0.94
Recall 0.69 0.72 0.74 0.62 0.74 0.75 0.68 0.78
F-measure 0.71 0.75 0.73 0.75 0.78 0.78 0.74 0.83

Fonte: Elaborada pelo autor
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Figura 21 — Eficacia do algoritmo de predicao KNN apos pré-processamento e ajustes finos do ensino a
distancia (KNN - K vizinhos mais préximos)
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Figura 22 — Eficicia do algoritmo de predigio KNN apds pré-processamento e ajustes finos do ensino
presencial (KNN - K vizinhos mais préximos)
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Figura 24 — Eficacia dos algoritmos

sencial
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