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Resumo

No campo da nanotermometria o uso das emissdes de nanoparticulas (NPs) tém se mostrado
uma importante ferramenta em diversas dreas, em particular, para o diagndstico precoce de can-
cer e de inflamagdes localizadas. Isso porque as regides com essas caracteristicas apresentam
temperaturas distintas de um tecido normal. Embora o uso das emissdes de NPs para atua-
rem como nanotermdometros seja uma drea bastante promissora, hd diversos obstaculos a serem
superados, como as distor¢cdes espectrais causadas pelos tecidos. Este trabalho usou Apren-
dizagem de Mdaquina (AM) para correcao espectral em dados de tecidos usando o coeficiente
de absor¢do p, (massa cinzenta do cérebro, mama pré-menopausa, figado, pele, pele variando
a concentragdo de dgua e dgua), e o coeficiente de espalhamnento (1) da massa cinzenta do
cérebro, mama pré-menopausa, figado e pele. Os algoritmos que tiveram melhores resultados
na corre¢io espectral foram a Arvore de Decisdo, Floresta Aleatéria e o k Vizinhos Mais Pré-
ximos. Eles obtiveram, em média, valores de MAE, MSE, MAPE, R? e o dentre os melhores
possiveis. A Arvore de Decisdo foi o que mais se destacou em razdo de seu baixo custo de
tempo, bem como na sustentacdo da hipdtese, usando o teste de Wilcoxon, de que sua capaci-
dade preditiva para este cendrio alcancou resultados exatos e precisos. Cada uma das correcoes
espectrais também foi usada para determinacdo da temperatura dos tecidos. Os modelos que
mais se destacaram foram a Arvore de Decisdo, a Floresta Aleatdria e o k Vizinhos Mais Pré-
ximos. O gréfico de violino de temperatura de cada um desses preditores mostrou exatidao e

precisdo, determinando corretamente a temperatura com uma casa decimal.

Palavras-chave: Biologicos; Aprendizagem de Mdquina; Espectroscopia; Nanoparticulas;

Nanotermometria; Regressao



Abstract

In the field of nanothermometry, the use of nanoparticle (NP) emissions has proven to be an
important tool in various areas, particularly for the early diagnosis of cancer and localized
inflammations. This is because regions with these characteristics exhibit temperatures different
from normal tissue. Although the use of NP emissions as nanothermometers is a very promising
area, there are several obstacles to overcome, such as spectral distortions caused by tissues. This
work used Machine Learning (ML) for spectral correction in tissue data using the absorption
coefficient u, (brain gray matter, premenopausal breast, liver, skin, skin with varying water
concentration, and water) and the scattering coefficient (1) of brain gray matter, premenopausal
breast, liver, and skin. The algorithms that achieved the best results in spectral correction were
Decision Tree, Random Forest, and k-Nearest Neighbors. On average, they obtained MAE,
MSE, MAPE, R?, and o values among the best possible. The Decision Tree stood out the most
due to its low time cost and for supporting the hypothesis, using the Wilcoxon test, that its
predictive capacity for this scenario achieved accurate and precise results. Each of the spectral
corrections was also used to determine the temperature of the tissues. The models that stood
out the most were Decision Tree, Random Forest, and k-Nearest Neighbors. The temperature
violin plot of each of these predictors showed accuracy and precision, correctly determining the
temperature to one decimal place.

Keywords: Biological; Machine Learning; Nanoparticles; Nanothermometry; Regression;

Spectroscopy
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Capitulo 1

Introducao

Este capitulo fornece uma visdo geral acerca do trabalho. Na primeira secao serao
apresentadas a Motivacao e a Justificativa, apresentando razdes que levaram ao desenvolvimento
desta pesquisa. Em seguida, na secdo sobre Contextualizagdo, serd abordado o cendrio em que

se encaixa a proposta. Por fim, na tltima secdo serd tratada sobre a estrutura desta dissertacao.

1.1 Motivacao e Justificativa

A Nanotecnologia € vista como uma das ciéncias promissoras do século XXI
( , ); ( , ). Além desta caracteristica, seu surgimento
tratou-a como um campo de estudo multidisciplinar. ( , ) mostra os investimentos
na area ao longo dos anos e como estes evoluiram exponencialmente desde os anos de 1990.
De acordo com ( , ) ela diz respeito ao controle e a reestruturagdo de materiais para
niveis atdmicos e moleculares na escala de 1 nm a 100 nm. Este tipo de tecnologia permite
desenvolver novos materiais, dispositivos e sistemas com fung¢des e propriedades fundamentais
ainda ndo vistas, sendo considerada a ultima fronteira econdmica para a criacdo de ferramen-
tas uteis em diversos campos, como a Medicina Molecular ( , ) e a Nanomedicina
( ; )

A Nanomedicina surge, entdo, como uma consequéncia natural do aparecimento da
Nanotecnologia como um campo multidisciplinar. Tal € a influéncia desta dltima no advento
da primeira que ambas apareceram na década de 90 ( , ); ( ,

). ( , ) exibem um overview do investimento nesta area na década de 2010,
bem como trazem o conceito da Europe Science Foundation, que a define como "a ciéncia e
a tecnologia de diagnéstico, tratamento, prevencao de doencas, lesdes traumadticas, de alivio
da dor e de preservacdo e melhoria da saide humana, utilizando ferramentas moleculares e
conhecimento molecular do corpo humano".

Dentro da Nanotecnologia existe a Nanotermometria. Dentre as aplicagdes bioldgi-

cas, pode-se destacar a mensuracdo da temperatura em células e/ou tecidos bioldgicos a partir

17



Motivagao e Justificativa 18

do emprego de nanoparticulas (NPs) como nanotermometros. Isso € possivel porque os objetos
bioldgicos podem ser vistos como sistemas que operam dentro de faixas de temperaturas bem
definidas com uma variagdo de poucos graus, com sensibilidiade da ordem de 107! (

: )-

Esse equilibrio € controlado por inimeros sistemas fisiolégicos que sdo regulados
a fim de mantere o equilibrio do corpo e manter a vida. A perda deste equilibrio, seja com
temperaturas mais altas (hipertermia) ou temperaturas mais baixas (hipotermia), tem grandes
chances de causarem desordens fisioldgicas, danos nos tecidos bem como alterar as atividades
metabolicas. No caso do corpo humano a temperatura de equilibrio gira em torno dos 37,0
°C ( , ). Além disso, sabe-se que dores fisicas e até o sofrimento emoci-
onal podem causar flutuagdes na temperatura, gerando grandes efeitos sobre o corpo, as quais
podem ser sintomas de doengas sérias como infec¢des bacterianas ou virais, diabetes, deficién-
cia de vitaminas, doencas autoimunues e cancer ( , ); ( , );
( ; ).

Assim, o emprego de nanotermdometros luminescentes tem sido um objeto de estu-
dos por pesquisadores biomédicos em estudos pré-clinicos ( , ); (

, ). Dentre os objetivos destaca-se o diagndstico de doencas através da medicao de
temperatura para a realizacdo de um tratamento eficaz. Em relagdo as principais vantagens
no uso deste tipo de nanotecnologia destacam-se duas: os nanotermOmetros s30 minimamente
invasivos, minimizando distirbios no processo metabdlico e sao facilmente expelidos pelo orga-
nismo. Logo, aplica¢cdes na biomedicina com o intuito de diagndstico precoce de tumores e/ou
outras inflamacdes e o monitoramento de temperatura aumentam a eficicia e a qualidade do tra-
tamento, trazendo comodidade aos pacientes. Mencionando particularmente sobre o tratamento
de cancer que comeca com o diagndstico, os tratamentos existentes atualmente oferecem bons
resultados para os vérios tipos de neoplasias existentes, mas ainda causam desgaste aos pacien-
tes ( , ); ( , ). Portanto, qualquer método que melhore a
qualidade do tratamento € um avango significativo.

Mesmo sendo uma tecnologia promissora € com beneficios notaveis, Yingli Shen
e colaboradores nos mostram que no contexto de experimentos in vivo o espectro dos nano-
termOmetros luminescentes tem sua leitura comprometida, afetando a obten¢ao da temperatura
correta no tecido de interesse ( , ). Os autores também conduziram uma forma
de realizar a correcdo da leitura obtida pelos nanotermdmetros, mas que apesar de promissora,
requer o conhecimento prévio das curvas do tecido do individuo em que se deseja realizar a
afericdo. Além disso, autores como Alexey N. Bashkatov e colaboradores, mostram como €&
complexa a modelagem das propriedades Opticas dos tecidos biolégicos ( ,

)i ( ; )-

Conforme se pode notar, tanto a técnica proposta por ( , ) como
as modelagens matemadticas exibidas por ( , )e( ,

) mostram como € complexa e demorada a atividade de realizar uma predi¢do espectral
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correta, uma vez que depende de pelo menos dois passos: o primeiro, que diz respeito a criagdo
de modelos para os tecidos bioldgicos; e o segundo, que € realizar experimentos que comprovem
que os modelos correspondem a realidade. Este processo torna-se demorado, uma vez que cada
organismo tem particularidades, como diferentes espessuras e tipos de tecidos. Entdo, o uso
de Aprendizagem de Méquina (AM) visando automatizar este tipo de procedimento € uma
ferramenta promissora, uma vez que seu uso em diversos tipos de problemas de regressao tem
alcancado bons resultados ( , ); ( , ); ( , );
( ; )-

Nesse contexto, uma vez que deseja-se avaliar o comportamento de modelos de
aprendizagem de maquina para corre¢do de intensidade em nanotermometria, o processo de
Descoberta de Conhecimento em Bases de Dados (Knowledge Discovery in Database - KDD),
também conhecido por Mineracdo de Dados (Data Mining), proposto por ( ,

) € uma metodologia util, porque permite seguir um fluxo bem estabelecido na literatura.

Descrevendo de forma breve, tivemos o seguinte pipeline:

1) Selecdo dos dados: as features correspondem aos espectros distorcidos, representando
as NPs imersas em tecidos bioldgicos. As labels correspondem ao espectro correcto, ou

seja, representam as NPs fora de qualquer tipo de tecido biolégico.
2) Pré-processamento: verificacdo da qualidade das features e labels.

3) Transformacao: verificacdo da necessidade de transformagdo uma vez que as features e

labels sao valores numéricos.

4) Mineragao: aplicacdo dos seis modelos de aprendizagem de maquina usando o repeated

k-fold cross validation.

5) Avaliacdo: utilizacdo de métricas de regressao, além da diferenca absoluta integral (o) e
reconstrucdo das curvas corrigidas usando graficos. Outro meio de avaliac@o € a aplicacao
do teste de hipdtese de Wilcoxon. Apds as curvas reconstruidas, extrair a temperatura de

acordo com a metodologia usada em nanotermometria.

Cada uma dessas etapas torna o trabalho passivel de ser replicado, bem como permite
investigagOes futuras. O procedimento de mineracdo de dados também permite avaliar de forma
adequada os resultados obtidos, além de possibilitar ajustes, caso a etapa de avaliagdo ndo
apresente resultados satisfatorios.

No passo 4 do KDD surge o uso dos algoritmos de AM, na qual uma das principais
vantagens € em relagdo a automacdo do processo de corre¢do espectral, uma vez que ele é um
procedimento feito com significativa interven¢do humana, tornando-o demorado. O aprimo-
ramento da capacidade preditiva das distor¢cdes em diversos tipos de tecidos € outro proveito

com respeito ao uso de AM: as distor¢des espectrais precisam de modelos fisicos complexos
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( , ); ( , ), 0s quais nem sempre sao conhe-
cidos. Entdo, uma investigacdo na descoberta de padroes para melhoria das predi¢des nesse
contexto é um avango significativo.

Outro ponto relevante em termos de vantagem é em relacdo ao uso de técnicas em
nivel de software, tornando possivel o processo ficar menos custoso, uma vez que no uso dos
algoritmos de AM na etapa de mineracdo de dados torna automatica a predi¢do. Além disso,
cada uma das etapas no processo de KDD permite ajustes computacionais, que podem ser feitos
na selecdo, pré-processamento, transformacdo dos dados e mineracdo. Nesta ultima destaca-se
a possibilidade dos ajustes dos hiperparametros dos modelos aliado a técnicas de treinamento,
que no nosso caso foi o repeated k-fold crosso validation. Todos estes beneficios propiciados
pela mineracdo de dados cria um pipeline para extragdo de padrdes, além de avaliar como se

comportam as técnicas de AM.

1.2 Contextualizacao da Proposta

A temperatura € um parametro fisico importante e seu conhecimento € essencial em
uma grande variedade de areas. Particularmente, no caso dos organismos, ela estd associada
a energia térmica média das moléculas de um corpo, a qual, no contexto humano, é um valor
em torno de 37,0 °C. A manutencao desse parametro corporal normal (normotermia) é um pré-
requisito bédsico para o bom funcionamento do organismo humano. ( , ), por
exemplo, comenta como a devida manutengdo da normometria ajuda a reduzir a incidéncia de
eventos cardiacos moérbidos.

Uma temperatura corporal anormal, seja ela muito alta (hipertermia) ou muito baixa
(hipotermia), pode causar danos aos tecidos, alterar as atividades metabdlicas, entre outras com-
plicacdes. E bem conhecido que muitas doencas ou disfuncdes de saide, como inflamacdes e
tumores, estdo associadas a pequenas anomalias de temperatura ( , ); (

, ). Nesse caso, o monitoramento local da temperatura pode ser usado como
um procedimento de detec¢do precoce ( , ); ( , ).

Assim, os pesquisadores Biomédicos e Fisicos (inseridos no ambiente de biomedi-
cina) ttm como uma das suas fun¢des o uso de nanoparticulas luminescentes para obtengao da
temperatura de um determinado tecido, com o intuito de obter a temperatura e auxiliar na tarefa
da descoberta de doencas de forma precisa. Para realizar este procedimento um dos meios € a
realizacdo de experimentos in vivo e in vitro utlizando NPs dopadas de metais terras raras, que
neste contexto sdo chamados de nanotermdmetros luminescentes.

Para realizar o experimento e obter a temperatura no tecido desejado s@o necessarias

algumas etapas:

1. Escolher um ser vivo, normalmente um camundongo.
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2. Preparar o material para injecdo, esta que contém uma solu¢do onde estdo presentes as
NPs.

3. Caracterizacgdo das propriedades luminescentes das NPs.

ApOs a realizagdo destas trés etapas o laser é usado para realizar a excitagdo das
NPs a fim de se obter o espectro, que consiste de um grafico em 2D cujo eixo das abcissas é o
comprimento de onda e o eixo das ordenadas € a intensidade normalizada. Uma ilustragdo geral

desse tipo de procedimento estd na Figura (1.1).

Figura 1.1: Ilustragdo de experimento in vivo com NPs para obtencdo do espectro
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Fonte: SHEN, Yingli et. al. modificado (2020).

A partir da intensidade obtida, sdo avaliados os picos de modo a obter a temperatura.
Um modo disso ser realizado € o seguinte: dadas trés intensidades (picos) [; e I, ou Iy e I3
em comprimentos de onda bem definidos € calculada a razdo entre elas. Usando outro grifico,
cujo eixo das abcissas € a temperatura e o eixo das ordenadas € a razao % ou %, a temperatura
daquele tecido onde foi extraido o espectro € obtida. Isso é possivel porque este valor numérico

(razdo) tem uma relacdo bem definida com a temperatura.
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No entanto, ( , ) mostra que as intensidades das NPs em condi¢des in
vivo e fora dos tecidos possuem diferencas consideraveis o que compromete a obtencao da tem-
peratura. Os autores mencionam ainda como alguns parametros que podem interferir na medida
correta, tais como: intensidade luminescente, taxa da intensidade luminescente, comprimento
de onda do espectro e posi¢do do comprimento de onda de uma emissao. Além disso, o tecido
no qual os NPs estdo inseridos afeta a leitura do mesmo, pois cada um possui propriedades que
distorcem de forma distinta a intensidade. Tais propriedades dependem de diferentes fatores,
como o tipo e a espessura do tecido. Uma modelagem razodvel para esse contexto que tem se
mostrado promissora € o uso da Lei de Beer-Lambert modificada.

No entanto, mesmo trazendo resultados promissores, nem sempre € possivel obter
experimentalmente os parametros para uso deste modelo matematico, o que torna a tarefa do
pesquisador invidvel. Nesse sentido, o emprego de técnicas de AM para melhorar a capaci-
dade preditiva e automatizar o processo ¢ um caminho que traz uma economia de tempo, fator

importante no contexto do diagndstico precoce de doengas.
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1.3 Estrutura do Trabalho

Este trabalho é composto por mais 6 capitulos. No capitulo 2 serdo explicados os
principais conceitos relativos a nanotermometria bem como uma descricdo do que é realizado
atualmente. Além disso, serdo abordado sobre o KDD, bem como descritos de forma objetiva
os seis modelos de aprendizagem utilizados, bem como suas principais vantagens e desvanta-
gens. O capitulo 3 discorrerd de forma mais detalhada sobre o problema, levando em conta os
principais trabalhos relacionados. No capitulo seguinte, isto €, no quarto, serd apresentada a
proposta da pesquisa.

O capitulo 5 contém a metodologia utilizada nos experimentos desde a aquisicao dos
dados até a avaliacdo dos espectros e obten¢do da temperatura. O capitulo seguinte, isto €, o
sexto, diz respeito aos resultados e as respectivas discussdes. No sétimo serdo abordadas as
principais conclusdes e contribui¢des da pesquisa, bem como limitagdes e trabalhos futuros. A
fim de facilitar a leitura do capitulo 2, foi adicionada uma se¢do de Apéndice, que corresponde
as figuras de correcdo espectral. Além deste, ha também um apéndice referente ao procedimento
para realizacao da RSL, além de outro com conceitos bésicos de Estatistica e, de forma mais

detalhada, um sobre o Teste de Wilcoxon do posto sinalizado, que foi utilizado neste trabalho.



Capitulo 2
Fundamentacao Teorica

Neste capitulo serd explicitada a teoria que da suporte a este trabalho. Ele aborda a
descricao necessdria sobre a drea de Nanotermometria, descreve os modelos de AM usados. A

divisdo foi feita em subcapitulos da seguinte forma:

1) Subcapitulo 2.1: Descri¢do da area da fisica chamada de Nanotermometria.

2) Subcapitulo 2.2: Descri¢do sobre o processo de KDD e a etapa de minerag@o terd como
foco descrever os modelos AM e as técnicas empregadas neste trabalho. Ela € subdividida
em 3 subsecdes. Na primeira € detalhado sobre o processo de Decoberta de Conhecimento
em Bases de Dados (KDD, do inglés Knowledge Discovery in Database). Na segunda sdo
detalhados sobre os tipos de Aprendizagem classicos. Na ultima serdo especificados os
métodos empregados para a corre¢dao dos espectros, incluindo as formulagdes matemati-

cas dos modelos.

2.1 Nanotermometria

Para nos situarmos onde a Nanotermometria se encaixaria precisamos explicitar de
forma concisa sobre Nanomedicina. A Nanomedicina é das subareas da Nanotecnologia sendo
um campo de estudos muitas vezes caracterizado por sua multidisciplinaridade. A Europe Sci-
ence Foundation conceitua esta drea como "a ciéncia e a tecnologia de diagndstico, trata-
mento, prevencao de doengas, lesdes traumdticas, de alivio da dor e de preservagdo e melhoria
da saide humana, utilizando ferramentas moleculares e conhecimento molecular do corpo hu-
mano". De acordo com ( , ) as possibilidades da Nanomedicina

incluem trés pilares:

1. Nanomaterais € nanoinstrumentos;

2. Conhecimento de medicina molecular no campo da genética;

24
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3. Nanotecnologias que pode ser usadas para um diagndstico rapido e preciso, bem como

para terapias.

Neste ultimo pilar, isto €, o (3), destaca-se a Nanotermometria, que no contexto de
aplicagdes bioldgicas diz respeito a mensuracido de temperatura em células e/ou tecidos bio-
16gicos usando NPs como nanotermdmetros luminescentes. Isso € possivel porque os objetos
bioldgicos podem ser vistos como sistemas que operam dentro de faixas de temperaturas bem
definidas com uma variaciio de poucos graus, com sensibilidade da ordem de 10~ ( ,

). Uma das maneiras de realizar este tipo de mensuracao € através da Espectroscopia, na
qual os fisicos pesquisadores estudam sobre a absor¢do e emissdo da luz em diversos materiais,
como os tecidos biol6gicos.

Mas o que € Espectroscopia? Ela pode ser definida como o estudo da absorcdo e
emissdo da luz e também de outras formas de radiacido pela matéria e de como determinados
processos dependem do comprimento de onda da radiacao em estudo ( , ).
Os pequisadores ( , ) explicam ainda que ela pode ser vista como o emprego
de nanomateriais, tais como metais, polimeros, materiais organicos termosensiveis com carac-
teristicas luminscentes, nanocompostos dopados de elementos terras-raras, entre outros tipos
com o objetivo de mensurar temperatura em um determinado ambiente. De acordo com (

, ) essa busca por nanotermOometros ¢ amplamente impulsionada por dois campos: (i)
biologia celular fundamental para compreender a termogénese celular em nivel unicelular e
(i1) imagens in vivo para monitorar e controlar procedimentos de ablacdo térmica clinicamente
importantes

Dentre as aplicacdes das NPs usadas como nanotermometros luminescentes, pode-
se mencionar que o uso delas t€ém se mostrado uma tecnologia fundamental em diversas dreas,
tais como Eletrdnica ( , ), Engenharia ( , ), Biologia (

, ), Medicina ( , ); ( , );
( , ), entre outras. Em Biomedicina merecem destaque aquelas dopadas
com elementos terras-raras que sdo especialmente uteis para o diagndstico precoce de doengas
como o cancer e inflamacdes localizadas ( , ). Para tanto, as NPs sdo ex-
citadas por um laser em um determinado comprimento de onda, sendo possivel capturar suas
emissdes espectrais. A figura (2.1) ilustra uma NP modelo casca-nticleo sendo excitada a 790
nm e suas emissdes nos seguintes comprimentos de onda 1000 nm, 900 nm, 1060 nm e 1350
nm.

Nas aplicacdes biologicas é possivel inseri-las em um tecido bioldgico a fim de obter
a emissao espectral naquela regido. A figura (2.2) ilustra um experimento usando NPs em um
tecido bioldgico. A partir do espectro obtido € possivel determinar a temperatura naquela regido.
Quando usadas nesse tipo de aplicagdo elas sdo chamadas de nanotermdmetros luminescentes.

Quando os nanotermOmetros sd@o usados para explorar a relacdo entre as proprie-
dades luminescentes e a temperatura, t€m-se a drea de estudo chamada de Nanotermometria

Luminescente ( , ). O seu uso em aplicacdes bioldgicas tem sido
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Figura 2.1: Esquema de NPs tipo nicleo-casca sendo excitadas em 790 nm com diversas
emissoes

Fonte: E. C. Ximendes et al (2015).

Figura 2.2: Espectroscopia usando nanoparticulas

Espessura do tecido

—b. "—
' 1Cubeta
Tecido (peito de frango ou
cubeta com agua)
Excitacao com um laser
Emissdao das nanoparticulas .._:_‘:‘55_ i
Nanoparticulas

(Na forma de po)

Fonte: E. C. Ximendes et al (2015).

investigado nos dltimos anos de forma significativa conforme se pode notar em (DEL ROSAL
etal.,2017), (BEDNARKIEWICZ et al., 2020), (NEXHA et al., 2021) e (SOARES et al., 2023).

Mensurar a temperatura em contexto médico é importante, isSO porque em organis-
mos vivos ela estd associada a energia térmica das moléculas, sendo um pré-requisito essencial
para o bom funcionamento do sistema bioldgico. Se ela for muito alta (hipertermia) ou muito

baixa (hipotermia), podem ocorrer diversos tipos de danos nos tecidos € com a consequente
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alteracdo nas atividades metabdlicas, algumas das quais podem levar a 6bito, como € o caso de
sepse.
Em relacdo ao diagnostico de doencas, sabe-se que diversas inflamagdes e tumores
(canceres) estdo associadas a pequenas variacdes de temperatura no nivel celular (
, ); ( , ). Isso acontece porque nestes tipos de doengas, o meta-
bolismo celular ocorre de forma mais acelerada se comparado ao das células que estdo sadias

( , ). Um exemplo deste tipo de fendmeno € no cancer de mama (

: )-

Figura 2.3: Obtenc¢do das temperaturas usando espectro de emissao de NPs
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Fonte: Autor.

2.2 Processo de KDD e Aprendizagem de Maquina

Nesta subsec¢do serdo descritos o Processo de Descoberta de Conhecimento em Base
de Dados (do inglés Knowledge Discovery in Database), que também pode ser visto como sind-
nimo de Data Mining, e os algoritmos de AM utilizados. Isto permitird o leitor conhecer com
maior solidez as técnicas empregadas, incluindo suas descri¢des matemadticas acompanhadas

das respectivas vantagens e desvantagens.

2.2.1 Processo de Descoberta de Conhecimento em Base de Dados

O processo de Descoberta de Conhecimento em Base de Dados diz respeito a extra-

cdo de informacao relevante a partir de uma base de dados. De acordo com ( ,
) em seu famoso artigo From Data Mining to Knowledge Discovery in Databases, publi-
cado em 1996 na revista Al Magazine da Associagdo Americana de Inteligéncia Artificial, o
termo foi cunhado no primeiro workshop de KDD em 1989 por Piatetsky-Shapiro. Na época de
publicagdo, quando os computadores pessoais € a internet estavam em expansao para o publico,
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os autores mencionados anteriormente ja perceberam a necessidade pela criacao de teorias e fer-
ramentas computacionais para auxiliar os pesquisadores e empresas na busca por conhecimento
a partir de grandes quantidades de dados.

Em relagdo ao quantitativo de informagado disponivel, a dltima década mostrou um
crescimento exponencial no actimulo de dados, que agora se encontra na casa dos zetabytes
(102! bytes). Ndo é sem razdo que estamos na era do Big Data. Quanto as técnicas computa-
cionais, notou-se que havia um leque consideravel de algoritmos que poderiam ser utilizados
nos dados, tais como a Arvore de Decisdo, a Maquina de Vetores de Suporte e Redes Neurais
Perceptrons.

Contudo, na década de 90 o poder computacional ainda era muito limitado. Isso
mudou radicalmente a partir dos anos 2010 quando surgiram processadores especificos, pla-
cas de processamento grafico (GPUs) e até unidades proprias de processamento de frameworks
voltadas as tarefas de AM e aprendizagem profunda, permitindo melhores desempenhos dos
modelos, além de terem um grau de sofisticagdo maior em relagdo aos hardwares anteriores.
Esse incremento no poder de processamento segue a ideia proposta por ( , ), que
Jé esperava um aumento significativo no desempenho dos computadores com o passar do tempo.
Dentre as tecnologias de processamento, podemos citar as Unidades de Processamento de Ten-
sores (Tensor Process Unit - TPUs) cuja manifestacdo publica se deu em 2016. Essas unidades
de processamento sdo utilizadas no framework ZTensorFlow ( , ) em tarefas de
mineragdo de dados com modelos de AM e também os modelos conexionistas de aprendizagem
profunda.

De acordo com (( , )), o processo de Descoberta de Conheci-

mento em Base de Dados envolve 5 etapas. Elas estdo ilustrados na Figura (2.4).

Figura 2.4: Etapas do processo de Descoberta de Conhecimento em Base de Dados
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Vale destacar que (( , )) menciona a relevancia de definir bem o
dominio da aplicacdo, a partir de um conhecimento prévio relevante com foco em definir o(s)
objetivo(s), declarando este passo como o primeiro. Iremos, entdo, apresentar de forma breve e

relacionando com a nossa pesquisa, cada uma das 5 etapas do processo de KDD.

Selecao de Dados

A etapa 1, que corresponde a selecao dos dados, sdo coletadas as informacgdes a par-
tir das quais se deseja extrair informacao relevante, ou seja, conhecimento. Eles podem ser
encontrados de diversas formas, desde bases de dados ndo estruturadas, como imagens, texto,
e/ou aquelas estruturadas, geralmente organizadas em tabelas. Além disso, essa selecdo de in-
formacgdes pode ser extraidas de uma unica base de dados ou de vérias bases. Cabe aqueles
que estdo envolvidos no processo tomar essa decisdo. As varidveis escolhidas sdo os recursos
(features) a partir dos quais se deseja encontrar padrdoes. No nosso trabalho as features corres-
pondem as curvas distorcidas (espectros), na qual cada uma € um par ordenado do tipo (A, I(\))
e as labels sdo as intensidades ndo distorcidas, referentes aos espectros nao distoricdos das NPs
de TiO, Nd3*.

Pré-Processamento

A etapa nimero 2 envolve aquela que é considerada uma das mais importantes do
processo. Isso porque diz respeito a uma investigacdo sobre a qualidade dos dados: se os
dados nao possuirem boa qualidade, mesmo com os melhores algoritmos de AM, os resultados
ndo serdo satisfatérios e/ou nao generalizardo de forma adequada ( , );
( , ); ( , ).E nesta fase do processo de descoberta
de conhecimento que € realizada uma investiga¢do tdo minuciosa quanto possivel, buscando
explorar a qualidade dos dados. Operacdes como remogao de ruidos, preenchimento de dados
ausentes entre outros, podem ser feitas. E bastante comum utilizar técnicas de estatisticas,
tais como uso de média, mediana, moda, frequéncias e andlise por quantis apenas para citar
algumas. No presente trabalho nao foi utilizada nenhuma técnica de pré-processamento, pois

as features estavam com boa qualidade.

Transformacio

A etapa 3, transformacado, diz respeito a etapa subsequente ao pré-processamento.
Ela envolve realizar o emprego de técnicas para tornar os dados possiveis de utilizar na etapa
de mineragdo. Destacam-se métodos como one-hot encoding ¢ a normalizacao de dados. Em
nosso trabalho ndo foi efetuada nenhuma transformacao e/ou normalizacdo dos dados, de modo

que foi empregado os valores de features e labels de forma direta.
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Mineracao

O passo nimero 4 envolve a mineragao, ou seja, o Data Mining. Ele consiste na
aplicacdo de um ou mais modelos de AM aos dados. Vale destacar que, antes da aplicacdo da
mineragdo, os dados precisam ser divididos em treino e teste. Para isso sdo empregadas diversas
técnicas. Neste trabalho foi aplicado o repeated k-fold cross validation, com um nimero de
folds iguais a 10 e de repeticdes iguais a 30. A ideia bésica dessa técnica € dividir o conjunto
de dados em k partes iguais. Enquanto k-1 partes sdo utilizadas como treino, a outra € utilizada
para teste, até completar o uso das k particdes. Esse processo € repetido de forma interativa,
que para o nosso caso foram 30 vezes. Ideia € observar para qual valor médio as predi¢des de
cada feature estdo resultando. A Figura (2.6) ilustra o processo com 1 repeti¢do.

Figura 2.5: Ilustragdo do k-fold cross validation

Conjunto de dados

| Fotd1 || Fod2 || Fold3 || Fotda || Fold5 || Fold6 || Fota7 |[ Folas | [ Foldo | [ Fota10]

Diviséo 1 -| Fold2 || Fold3 || Fold4 || Fold5 || Fold6 || Fod7 || Folds | [ Foldo | [Fold 10 ]

Divisio2 | Fold1 | [Fold2 | [ Fola3 | [ Folaa | [ Fowas | [ Fold6 | [ Fold7 | [ Folds | [ Foldo | [Fold1o |

Divisio3 | Fold1 || Fold2 |-| Fold4 || Fold5 || Fold6 || Fold7 || Fold8 | | Fold9 || Fotd 10 |

Divissod4 | Fold1 || Fold2 || Fold3 |-| Fold5 || Fold6 || Fold7 |[ Fods | [ Fold9 | [Fold10 |

Divisso5 | Fold1 || Fod2 |[ Fola3 | [ Fola4 |-| Fold6 || Fold7 || Fods || Fold9 || Fold10 |
Divissos | Fold1 | [ Fold2 | [ Folas | [ Folaa | [ Folas | [[Feld® | [ Fola7 | [ Folds | [ Foldo | [Fola1o |
Divisso?7 | Fold1 || Fold2 || Fold3 || Fold4 || Folds || Folde |-| Fold8 || Fold9 || Fold 10 |

Divisso8 | Fold1 || Fod2 || Fola3 | [ Foa4 || Fola5 || Foae || Fota7 |-| Fold9 | | Fold 10 |

Divisao9 | Fold1 || Fold2 || Fold3 || Fold4 || Folds || Folde || Fola7 || Fold 8 |-

Divisso10 | Fold1 || Fold2 || Fold3 || Fold4 || Fold5 || Fold6 || Fola7 |[ Folds | [ Foldo |-

Fonte: Autor (2024).

Na etapa de minerac@o de dados foram utilizados os seguintes algoritmos de apren-

dizagem de méquina:
1. Regressdo Linear Multipla (MLR)
2. Arvore de Decisdo (DT)
3. Floresta Aleatoria (RF)
4. Adaptative Bosting (AdaBoost)

5. k Vizinhos Mais Préximos (kNN)
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6. Rede Neural Multi-Layer Perceptron (MLP)

A partir deles foram geradas as métricas de avaliagdo, bem como os espectros pre-
ditos por cada modelo. O intuito € observar os valores de métricas de cada técnica de AM, bem

como realizar a reconstru¢@o de intensidade a fim de obter a temeperatura.

Avaliacao e Interpretacao

O 1ltimo passo € a avaliagdo resultante da mineracdo de dados. Nada mais é do que
o emprego de métricas de desempenho que expressam por meio nimeros a aprendizagem dos
algoritmos. Destacam-se o Erro Médio Absoluto (MAE), Erro Quadratico Médio (MSE), Erro
Percentual Médio Absoluto (MAPE) e o R% Score.

Seja N o nimero de amostras do model, y; o valor de label verdadeiro, y; o valor de
label predito pelo algoritmo. Entdo, as métricas de desempenho mencionadas sdao definidas da

seguinte forma:

N
MAE = % ;(y, — i) 2.1)
1 N
MSE = — Z(y- — ;) (2.2)
MAPE = ~ i Ul 7l 2.3)
N — max(e, |yi)
Ry, ) =1 SN (g — 9i)? 2.4)

Zﬁil(yi — )
onde ¢ = % >, ena Equagdo 2.3 0 é um valor que definido no c6digo da (
, ) para quando o denominador for nulo ou menor que .

Para o MAE, MSE e MAPE melhor € o desempenho do modelo quanto mais proximos
esses valores forem de 0. Jd o R? indica que o modelo nao esta aprendendo quando seus valores
sdao menores que 0 e indica que o algoritmo tem aprendizado quando passa a ter valores maiores
que 0. O melhor valor possivel € 1 e, de modo geral, quando estd entre 0 < R2 < 1 pode ser
visto como diretamente proporcional ao grau de explicacdo das features.

Além destas métricas, Erving C. Ximendes e colaboradores definiram uma equagao

para avaliar a distorcao espectral, definida do seguinte modo:

norm norm
Otecido = / |Iteczdo [sem teczdo( )‘ dA (2.5)
norm —_ I(A) 1 1 ] norm norm
onde I} (\) = T © indica o espectro normalizado; 1.0 e 170", ..~ € 0 espectro

obtido com o tecido e sem o tecido, respectivamente. Quanto mais préximo de 0 o valor de
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Otecido Melhor é o resultado.

2.2.2 Aprendizagem de Maquina

A AM diz respeito ao emprego de algoritmos que extraem padrdes de dados. Nesse
contexto, € importante mensurar quando o modelo de AM estd aprendendo. Nesse sentido os
pesquisadores ( , ) assim conceituam o aprendizado de um agente:

"Um agente estard aprendendo se melhorar o seu desempenho nas tarefas futuras de apren-
dizagem apos fazer observagdes sobre o mundo."

Os pesquisadores mencionados anteriormente destacam ainda que as melhorias e

técnicas para construir um agente que aprende com dados depende de quatro fatores principais:
1) Que componente deve ser melhorado.
2) O conhecimento prévio que o agente ja tem.
3) Que representacdo € usada para os dados e para o componente.

4) Que feedback estd disponivel para a aprendizagem. Os valores reais sdo chamados de y
e sdo usados na aprendizagem, enquanto que o valor predito pelo agente normalmente
¢ chamado de y, no qual o feedback é o erro, que pode ser medido por para a i-ésima

amostra como e; = ¥; - ¥;.

Os autores destacam ainda que em relacdo ao primeiro fator (componente) sao in-

cluidos:

(i) A estruturagdo das condic¢des do estado atual para realizar as acgoes.

(i1)) Como o conhecimentos sobre 0 mundo em que o agente estd inserido evolui e sobre os

resultados de agdes possiveis.

(iii) Objetivos que descrevem classes de estados, entre outros. Para o segundo e o terceiro fa-
tores (conhecimento prévio e representacao) podem-se incluir varios componentes: sen-

tencas na forma de ldgicas, redes bayesianas, problemas de otimizacao e outros.

H4 ainda um quarto fator, que € de onde surge a classificacdo tradicionald dos tipos de

aprendizagem de méquina:
1) Aprendizagem Por Reforco
2) Aprendizagem Nao-Supervisionada
3) Aprendizagem Supervisionada

Detalharemos apenas a aprendizagem supervisionada, uma vez que os demais tipos

nao foram utilizados neste trabalho.
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Aprendizagem Supervisionada

Neste tipo de aprendizagem os padrdes dos dados sao extraidos fixando-se rétulos
de forma prévia. As varidveis de entrada a partir da qual se deseja econtrar algum padrio sdo
chamadas de features, e as varidveis de saida sao chamados de labels.

Os autores ( , ) definem o que é aprendizagem supervi-

sionada da seguinte forma:

Definicao 2.2.1. Dado um conjunto de treinamento de N pares de exemplos de entrada e saida
(x1,91), (2,Y2),s -y (T, Yn)» com z;, y; € R™, onde cada y; foi gerado por uma fungéo y = f(x;),

ha uma funcao h (chamada de hipétese) que mais se aproxima do comportamento de f.

Para mensurar a qualidade da a funcao hipétese € necessdrio fornecer um conjunto de
testes de exemplos que sdo distintos do conjunto de treinamento. Nesse aspecto, quando a saida
y; € um conjunto finito de valores (por exemplo: sim, ndo; 6timo, bom, regular; classe A, classe
B, classe C), o problema é chamado de classificacdo. Caso a saida y; seja um niimero real,
como temperatura, notas de uma prova, o problema é de regressao. Vamos focar no processo

de aprendizagem por regressao, descrevendo os seis algoritmos usados no trabalho.

Figura 2.6: Exemplos de func¢des de hipdteses: (a) consistente com os dados; (b) ndo consis-
tente com os dados

Sx) Jx)
A A

o
O © O Q 7

o o)

o© o ©

o© o ?
- —X

(a) (b)
Fonte: ( , ).

Algoritmos cldssicos neste tipo de abordagem sdo: SVR, DT, RF, AdaBoost, RNAs
Multilayer Perceptron (MLP), Regressao Linear Multipla (MLR) e regressao Lasso. Dentre as
aplicacdes em tarefas de classificacdo podemos citar a classificacdo de imagens, classificacdo de
textos; em problemas de regressao podemos exemplificar a predi¢do de notas de alunos, valores

de imoveis.
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2.2.3 Meétodos de Regressao

Nesta subsecao serdo descritos de forma sucinta a respeito dos métodos de AM uti-

lizados neste trabalho, bem como suas respectivas vantagens e desvantagens.

Regressao Linear Multipla

A Regressao Linear Multipla (MLR) é uma técnica bem consoldada na Matematica
e na Estatistica ( , ). Ela foi um dos primeiros tipos de modelos de regressao
a serem analisados de forma rigorosa ( , ). Dentre suas caracteristicas mais
notdveis esta o fato de predizer varidveis com alto grau de dependéncia linear.

Sejam W = (wy, ws, ..., wy) € X = (T, Ta, ..., Ty), b = (b1, b, ..., b,) 0s vetores que
correspondem aos coeficientes, varidveis depententes e valores a serem verdadeiros, respecti-
vamente. A MLR consiste em aplicar o Método dos Minimos Quadrados, que nada mais é do
que uma técnica que procura encontrar os valores tais que a soma residual dos quadrados entre
os dados verdadeiros b e o hiperplano encontrado sejam os menores possiveis. Em linguagem

matematica podemos escrever este problema da seguinte forma:

Wx=b (2.6)

Ao final, a resolucdo desta equagdo linear pode ser expressa pela seguinte equacao:

ming|Wx — b|? (2.7)
Algumas vantagens e desvantagens deste método estdo na Tabela 2.1:

Tabela 2.1: Vantagens e Desvantagens da Regressao Linear Multipla

Vantagens Desvantagens
Alto grau de explicabilidade em proble- || Assume a linearidade nos dados
mas lineares

Simplicidade Problemas de multicolinearidade quando
mais de duas varidveis sdo colineares
Desempenho computacional eficiente Sensibilidade a outliers

Fonte: Autor (2023).

Arvore de Decisao

Arvore de Decisdo é um algoritmo de aprendizado de méaquina supervisionado e nio
paramétrico, sendo aplicada tanto para problemas de classificacdo quanto de regressdo. Seu
objetivo geral € criar um modelo que consiga predizer uma varidvel a partir de regras de decisao
inferidas usando o conjunto de testes.

Para alcancar a decisdo, este modelo de AM executa uma sequéncia de testes. Cada

no (seja a raiz seja um no interno) corresponde a um teste do valor dos atributos da entrada, e
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as arestas dos nds sdo as classificacdes de acordo com os possiveis valores do atributo. Assim
a condicdo € formada pelo no6 e pela aresta. Cada caminho da raiz até a folha representa uma
regra, que sao conjungdes de condi¢des percorridas que geram um valor, que no caso da arvore
de decisdo por regressdo, € um ndmero.

Dado que a entrada consiste de diversos atributos (categéricos, numéricos ou am-
bos), para escolher o melhor critério sdo usados diversos algoritmos, 0s quais merecem citar:
ID3 (iterative dichotomiser 3), C4.5, C5.0 e o CART (Classification and Regression Tree).
Como a biblioteca scikit-learn usa o CART na sua implementagdo, os pardgrafos seguintes des-
creverdo este algoritmo.

Baseado-se no trabalho de ( , ) sobre arvores de classificacao e
regressdo, o Classification and Regression Trees (CART) é um algoritmo que gera uma drvore
bindria de decisdo construida dividindo o n6 em dois outros nds (filhos) repetidamente, inici-
ando da raiz da arvore, que contém os critérios de aprendizado. Para problemas de regressao o
erro quadratico médio (MSE) € usado no algoritmo a fim de mensurar o critério de impureza e

realizar a divisdo, que € realizada em 3 passos:

1. Encontre a feature que proporciona a melhor divisao;

2. Encontre o melhor né para a divisdo: entre as divisdes do passo anterior, escolhe-se aquela

que maximiza o critério de divisdo (maior valor do MSE);

3. Realize a divisdo usando o né encontrado no passo 2 até que o critério de parada seja

satisfeito: MSE abaixo de um threshold ou homogéneo.

Sendo Y = {y1, 92, ..., y;} 0 conjunto que designa a varidvel dependente, comi= {1,
2,3, ..., n}onden € N, isto é, o nimero total de varidveis dependentes, € = {91, ¥a2,...,J;} O
conjunto de labels, o MSE é dado por:

N

1 )
MSE =+ > (v — 4:)° (2.8)

i=1
Algumas das vantagens e desvantagens da Arvore de Decisdo, de acordo com (
, ), se encontram nas Tabelas (2.2) e (2.3).

Floresta Aleatoria

Uma Floresta Aleatéria (Random Forest) é formada por um nimero elevado de DTs.

A aleatoriedade no algoritmo pode ser vista de duas formas possiveis:

1) Cada arvore € baseada é um subconjunto aleatério de observacdes;

i1) Cada divisdo em cada drvore € criada a partir de um conjunto aleatdrio de varidveis can-
didatas.
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Tabela 2.2: Vantagens de uma Arvore de Decisio

Vantagens

Simples entendimento e facil interpretacao.

Requer uma preparacdo de dados pouco exaustiva.

O custo no uso da drvore € logaritmico.

Uso de variaveis categdricas e numéricas.

Validagdo dos testes usando testes estatisticos.

Apresenta um bom desempenho.

Fonte: ( ).

Tabela 2.3: Desvantagens de uma Arvore de Decisdo

Desvantagens

O processo de aprendizado pode ser complexo e nao repre-
sentar bem os dados.

Podem ser instaveis.

O algoritmo € guloso e ndo garante a solug@o Gtima.

O aprendizado pode criar um viés nas varidveis dominantes.

Fonte: ( ).

36

Devido a essa aleatoriedade caracteristica, as drvores individuais podem ser bastante

instaveis, criando predi¢des distintas em cada arvore. Nessa técnica o valor predito é dado

pela predicdo média do conjunto formado pelas arvores individuais. Podemos visualizar uma

Floresta Aleatéria genérica com nimero t de arvores na Figura 2.7.

Figura 2.7: Floresta Aleatéria genérica

Dados de
entrada

Arvore2 (o) Arvore t

O OO0 0@ OO

Predicao 1 Predigao 2 Predicao t

Fonte: Autor (2023).

A Floresta Aleatdria € construida usando o algoritmo CART da Arvore de Decisao,
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que € aplicado em cada uma das dvores ( , ). Ap6s selecionar os nds de divisdao
de forma aleatdria, cerca média de 1/3 dos dados ndo sdo usadas em nenhuma arvore individual.
Eles sdao "out of bag (OOB)". Levando isso em consideracdo e, de forma semelhante para a

Arvore de Decisdo, a acuricia de predicdo para a Floresta Aleatdria € dada por:

N
1 .
OOB — MSE = ~ ;(y,. — Gioon)’ (2.9)

onde ;00p € predicdo para a i-ésima observacdo de todas as drvores para as quais essa
observacao foi OOB, y; € a i-ésima amostra de treino e N € a quantidade de features.
As principais vantagens e desvantagens mencionadas por ( , ) a res-
peito da floresta aleatdria estdo nas Tabelas (2.4) e (2.5), respectivamente.

Tabela 2.4: Vantagens da Floresta Aleatdria

Vantagens
Eficiéncia em grandes bancos de dados.
Reduz o problema de overfitting e da variancia nas arvores
de decisdo.
Funciona bem com varidveis categdricas e continuas.
Florestas aleatdrias sao eficazes na predi¢cdo de fungdes
complexas com grande interagdes ou de funcdes nao line-
ares.

Fonte: ( ).

Tabela 2.5: Desvantagens da Floresta Aleatoria

Desvantagens
A Floresta Aleatoria pode ser computacionalmente cara.
A importancia de varidvel pode ser enviesada caso as varia-
veis estejam correlacionadas.
Os dados ausentes devem ser tratados antes da execugdo do
algoritmo.

Fonte: ( ).

Adaptive Boosting

O Adaptive Boosting (AdaBoost) faz parte de uma familia de algoritmos chamados
de ensemble. Ele foi criado por ( , ) para resolver problemas de
classificacdo. De forma concomitante a publicacdo dos criadores, os pesquisadores (

, ) adaptaram a ideia para o contexto de regressao.

Seu objetivo bdsico € combinar o resultado de diversos regressores com resultados
ruins para generalizar melhor o conjunto de dados. A ideia chave dessa técnica € construir
hipdteses sucessivas que tendem a ser melhoradas de acordo com a atribui¢do de pesos (w) para

cada uma dessas hipoteses.
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Figura 2.8: Tlustracdo do AdaBoost

Fonte: Julia Nulkuski (2020).

O raciocinio em problemas de regressao € andlogo a resolugdo da classificagdo. As
principais vantagens desse algoritmo sdo a sua facil implementacdo, flexibilidade e maior capa-
cidade de generalizar os dados. Por outro lado, outliers podem fazé-lo prejudicar sua capacidade
de modelagem de dados causando overfitting. As principais vantagens de desvantagens deste

modelo de AM podem ser vistas na Tabela 2.6.

Tabela 2.6: Vantagens e Desvantagens do AdaBoost

Vantagens Desvantagens

Aumento de desempenho Pode ocasionar overfitting

Reducao de viés e variancia Sensibilidade a outliers

Capacidade de lidar com dados desbalan- || Pode resultar em alto custo computacio-
ceados nal

Fonte: Autor (2023).

Kk Vizinhos Mais Proximos

O k Vizinhos Mais Préximos (kNN) é um algoritmo de AM supervisionado criado
em 1951 por ( , ). Aideia essencial deste modelo de AM consiste em pre-
dizer a label usando uma interpolagdo associada aos vizinhos mais préximos do valor desejado.
Dentre os hiperparametros do modelo que sdo usados na tarefa de interpolacao, destacam-se os

seguintes:

1) Vizinhanga: refere-se a quantidade de rétulos que circundam a label.

2) Algoritmo: o algoritmo para construir a vizinhanca. Ele pode ser uma Ball Tree

( , ), KD Tree ( , ) ou usar o método de forca bruta.

3) Métrica: corresponde ao tipo de distancia utilizada para mensurar os vizinhos mais proxi-
mos. Este tipo de medida pode ser de varios tipos, sendo o padrao a distancia Minkowski,
que é uma generalizacdo da distancia Euclidiana. Uma lista com as distancias possiveis
que podem ser usadas neste algoritmo de AM pode ser encontrada na biblioteca Scipy
( , ) e Scikit-learn ( , ).

As principais vantagens e desvantagens deste modelo sdo mencionadas na Tabela
2.7:


https://docs.scipy.org/doc/scipy/reference/spatial.distance.html
https://scikit-learn.org/stable/modules/generated/sklearn.metrics.pairwise.distance_metrics.html#sklearn.metrics.pairwise.distance_metrics

Processo de KDD e Aprendizagem de Maquina 39

Tabela 2.7: Vantagens e Desvantagens do kNN

Vantagens Desvantagens

F4cil de entender e implementar Pode resultar em alto custo computaci-
onal quando a vizinhanga é comparada
com um alto nimero de dados ndo rotu-
lados

Treinamento rdpido do modelo Se o algoritmo de vizinhanga € lento,
pode demorar no treinamento

E robusto para dados com muitos ruidos | Pode resultar em alto consumo de memo-
ria

Em geral tem bom desempenho nas tare- || Sensivel a estrutura dos dados

fas de classificacio e regressao
Fonte: Jadhav et. al. (2016).

Rede Neural Perceptron

As Redes Neurais Artificiais (RNAs) sdo um grupo de algoritmos de AM chamados
de conexionistas e bioinspirados, pois buscam imitar o comportamento do que se entendia ser
o funcionamento do cérebro humano ( , ). Atualmente existe uma
variedade de arquiteturas de RNAs, na qual a primeira arquitetura consistiu na utilizacao dos

neuronios artificiais do tipo Perceptron. Este modelo de neurdnio foi expresso matematicamente

por ( , ), conforme se pode observar na Equagdo 2.10:
a; =g() wijai), (2.10)
i=0

onde a; € a ativagdo de saida da unidade i e w; ; € o peso sobre a ligacdo 1 com essa unidade
e a; € a fungdo de ativacdo da unidade.

As RNAs Percepetron (MLP) sdo compostas por varios neurdnios que sao conectados por
ligacdes direcionadas. A ligagdo de um neurdnio i para um neurdnio j serve para propagar a
ativac@o a; de i para j. Cada uma dessas ligacOes possui um peso associado, w; ; que procura
representar a intensidade e o sinal de conexdo. H4 também uma parcela de entrada chamado
de bias, ap = 1 com peso associado wy ;. Equacionando, pode-se representar esse conceito da

seguinte forma:

i?’Lj = Zwivjai, (211)
0

onde in; € a entrada do j-€simo neurdnio.
Em seguida, aplica-se uma funcao de ativa¢ao g, chamada de a;, a essa soma para obter a

saida, que pode ser expressa como:

a; = g(ing) = g _ w;ja;) 2.12)

1=0
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A funcdo de ativacdo pode ser de vérios tipos. Pode-mos citar: sigmoide, retificadora linear
(ReLU) e tangente hiperbdlica. Sem o uso de uma fungdo de ativacdo, este modelo de AM
conexionista ndo seria capaz de prever dados com padrdes ndo lineares. A ideia chave da apren-
dizagem em uma RNA Perceptron consiste na atualizacao dos pesos. Os algoritmos utilizados
sdo o Gradiente Descendente Estocastico, Adam e o Broyden—Fletcher—Goldfarb—Shanno
de Memoria Limitada (BFGS). Além disso, outros hiperpardmetros podem ser definidos, tais
como a taxa de aprendizado, o nimero de neurdnios por camadas e a quantidade de camadas.
Algumas das vantanges de desvantages de uma RNA Perceptron podem ser vistas na Tabela
2.8.

Tabela 2.8: Vantagens e Desvantagens das RNAs

Vantagens Desvantagens

Capacidade de predizer modelos ndo line- | Sensivel a escala das features

ares

Capactidade de aprendizagem em tempo || Ajuste de hiperparametros pode ser com-
real plexo

Aplicdvel em problemas de Regressdo e || RNAs com muitas camadas pode ter fun-
Classificagao coes de perda com muitos minimos locais

Fonte: Autor (2023).




Capitulo 3

Relato do Problema

A nanotermometria luminescente € um campo que emergiu na ultima década. Por

meio do uso de NPs, € possivel mensurar a temperatura de um tecido biolégico de forma mi-

nimamente invasiva ( , ); ( , ). Contudo os pesquisadores

( , ) mostraram como o uso de nanotermdmetros luminescentes em tecidos bio-

16gicos tém sua leitura comprometida. Isso acontece porque cada tecido tem caracteristicas que
causam distor¢des espectrais e a modelagem matemadtica dessas distor¢des € complexa (

; ); ( : ).
Uma forma de modelar as distorcdes espectrais em tecidos € usando a lei de Beer-Labert

modificada( , ), que € definida como:

Lier(N) = ]o(/\)efg(A,L)fL[Zj 1j(X\)xDPF(X)] 3.1)

onde:

1. I,(\): a intensidade luminosa no comprimento de onda A do NLs sem a imersdo no

tecido.

2. g: € uma funcdo que depende da geometria do tecido e que mede a quantidade de perda

luminosa.
3. u;: € o coeficiente de extin¢do do j-ésimo cromdéforo encontrado no tecido.

4. DPF: € o fator de comprimento diferencial (differential pathlength factor).

Contudo, esse tipo de modelagem também possui limita¢des, tal como a questdo na vari-
acdo dos parametros dos tecidos. Citando e explicando a alguns destes parametros, podemos

mencionar:

1 A espessura: busca-se variar a espessura do tecido (em mm) simulando as NPs imersas

em diversas profundidades.
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2 Escolha entre o coeficiente de distor¢do ou espalhamento e ndo ambos, limitando assim a

superposicao entre eles.

3 Variacdo da concentracdo de dgua de 4dgua, gordura, entre outros sdo valores cujas com-

binacdes podem ser muitas, mesmo levando em conta valores fisicamente possiveis.

Os parametros mencionados acima causam distor¢des na medi¢do do espectro e,
conforme se poderd ver nos resultados de reconstru¢do de intensidades usando os modelos de
AM, mesmo uma varia¢cdo minima nas intensidades resulta em valores de temperatura discre-
pantes do real. Isso € um prejuizo significativo do ponto de vista do uso dos espectros por
pesquisadores, uma vez que busca-se usar essa métrica para auxiliar no diagnéstico de doengas.
A precisdo e exatidao, entdo, sdo dois fatores importantes nesse contexto. Obter a temperatura
com a exatiddo de uma casa decimal é fundamental em aplicagdes biolégicas, uma vez que a
variacdo deste dado fisico nesses ambientes € relevante.

Buscando contornar o problema de distor¢do espectral causado por diversos fatores,
( , ) fez o uso de curvas de calibragdo. Esse método, contudo, ¢ demorado.
Além disso, na préatica é invidvel obter as curvas ndo distorcidas uma vez que ha diversos tipos
de tecidos bioldgicos que podem ser utilizados com o intuito de mapear a temperatura. Além
disso, cada um destes tecidos possue pardmetros com valores especificos, alguns dos quais
mencionamos anteriormente ao descrever a Equacao (5.2).

Os autores ( , ) fizeram um estudo dos nanoambientes para
obtencdo de temperatura a partir da relagdo de intensidade e temperatura. Consiste em um mé-
todo para mensurar a temperatura no interior de NPs que estdo aquecidas usando-se um campo
magnético. Apesar de promissor para aplicacdes fisicas e biomédicas, ndo foi encontrado relato
de seu uso em tecidos bioldgicos, bem como nao € uma abordagem que utiliza algoritmos de
aprendizagem de méquina.

Em outro trabalho, os pesquisadores ( , ) utilizaram aprendizagem
profunda para obter imagens volumétricas na segunda janela biolégica. As imagens obtidas
por meio do uso de rede neural tem mostrado riqueza nos detalhes. Apesar de um trabalho
promissor, demonstrando a capacidade preditiva de uma RNA em biomedicina, ndo utiliza NPs
em tecidos bioldgicos.

Outro grupo de pesquisa, os cientistas ( , ) propuseram o uso
de mineracao de dados usando algoritmos de AM para detectar a citotoxidade de NPs em cerca
de 3 mil amostras. O uso de arvore de decisdo demonstrou que este classificador possui boas
caracteristicas preditivas, além de ser um modelo caixa-branca.

Conforme se pode notar nos relatos anteriores existem poucas abordagens efetivas
em relagcdo ao uso do processo de KDD, e mais particularmente ao emprego de técninas de AM
em nanotermometria. E nesta lacuna que este trabalho pretende avancar e trazer contribuigdes,
mostrando que os métodos de AM podem ser eficazes. Outros trabalhos relacionados bem como

a forma como estas pesquisas foram obtidas estd no apéndice deste trabalho (B).



Capitulo 4

Proposta

Neste trabalho propomos o uso de seis algoritmos de AM para realizar a corre¢ao do

espectro de NPs em tecidos bioldgicos: regressdo linear mdltipla, drvore de decisdo, floresta ale-

atéria, adaptative boost, k-vizinho mais préximo, rede neural artificial multi-layer perceptron.

O processo de descoberta de conhecimento em base de dados (KDD) ( , )

foi adaptado para realizar o treinamento e a valida¢do. Seguindo o KDD, tivemos o seguinte

pipeline:

1y
2)
3)

4)

5)

Sele¢do dos dados: os espectros ndo distorcidos e distorcidos forma coletados.
Pré-processamento: foi realizada uma verificagdo na qualidade dos dados.
Transformacgdo: foi analisada a necessidade de algum tipo de transformacao.

Mineracao: foi usado o reapeated k-fold cross validation com k=10 e n=30 para treina-

mento e obtencdo das predi¢des de intensidade.

Avaliacdo: foram usadas as métricas de AM (MAE, MSE, MAPE, R?) e da fisica (o)

aliadas ao teste de hipotese de Wilcoxon. As hipdteses serdo:

(a) Hipotese nula: Hy y; = y; (o valor médio da intensidade de cada modelo em um

comprimento de onda € igual ao valor real).

(b) Hipdtese alternativa: H; y; # ; (o valor médio da intensidade de cada modelo em

um comprimento de onda € diferente do valor real).

Além disso, foram plotados para cada um dos seis modelos em cada tecido biolégico
os espectros corrigidos, bem como graficos de violino do o e da temperatura obtida a
partir das correcdes espectrais. Vale relembrar que a temperatura € mensurada a partir
das razdes dos picos de intensidade /; (895 nm) e I5 (1060 nm) ou /5 (1060 nm) e I3
(1360 nm).

Além disso, vale destacar outras propostas especificas desta pesquisa:
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* Estabelecer o processo de KDD como referéncia na constru¢do do pipeline para o pro-
blema com o intuito de realizar investigacdes futuras: tratando-se do uso de técnicas de
AM para nanotermometria, construir uma metodologia é fundamental para a validacao e

trabalhos futuros.

» Descobrir quais algoritmos sdo efetivos para a correcdo dos espectros: uma das etapas na

mineracdo de dados € encontrar as melhores técnicas para cada contexto de aplicacao.

* Comparar a capacidade preditiva dos modelos em relacdo a obten¢do da temperatura a
partir das curvas de calibragdo corrigidas pelas técnicas de AM com o que ¢ utilizado na
fisica: estabelecer o quanto elas sdo diferentes € fundamental, uma vez que mostrara quais
grupo de algoritmos sdo piores e melhores na corre¢ao dos espectros. Além disso, deve-
se levar em conta fatores importantes relacionados aos modelos: tempo de treinamento,

métricas de avaliacdo de AM e da fisica.



Capitulo 5
Metodologia de Experimentos

Este capitulo descreverd a metodologia abordada, bem como de que forma os dados
serdo adiquiridos, treinados e avaliados. Seu entendimento depende da compreensao referente

a Fundamentacao Teérica.

5.1 Procedimento

5.1.1 Selecao, Pré-Processamento e Transformacao

A Figura 5.1 ilustra o procedimento geral para aquisicdo dos dados. Os espectros na
fase 1-a foram obtidos por meio dos colaboradores. Eles correspondem as NPs em temperatura
ambiente, que corresponde a 301.2 K. Os dados consistem de 1121 pontos de um gréfico 2D
de pares (A, I()\), no qual o eixo das abcissas € o comprimento de onda medido em nandmetros
(nm) e o eixo das ordenadas € a intensidade. O comprimento de onda sdo valores do intervalo
fechado de 850.0 nm até 1410.0 nm, com passos de 0.5 nm, ou seja, 850.0, 850.5, 851.0, ...,
1410.

Na etapa 1-b foram obtidos os seguintes dados para os comprimentos de onda pre-

sentes no intervalo fechado descrito anteriormente.

1) coeficientes de absor¢do (14,) dos seguintes tecidos: pele (skin), massa cinzenta do cérebro
(brain gray matter), mama pré-menopausa (breast pre menopausa), € figado (liver) com
valores padrao. O da pele, além dos dados com valores padrao, foram extraidos diversos

gréficos, no qual cada um foi variada a concentracio de H,0.

2) coeficientes de espalhamento (ys’) dos tecidos: pele (skin), massa cinzenta do cérebro
(brain gray matter), mama pré-menopausa (breast pre menopause), e figado (liver) com

valores padrao.

3) coeficiente de absor¢ao da dgua foi obtido através do trabalho de (
, ) que pode ser encontrado aqui. Em seguida foi realizada uma interpolacao

de grau 3 para obten¢do dos 1121 pares de pontos (I(ua, \).
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Figura 5.1: Overview da aplicada desde a obtenc@o dos dados até a obtencdo avaliagdo da
temperatura

Fase 1: Geragéo dos espectros distorcidos

(a) (b) (d)

Aquisicao dos coeficientesde
absorgao (pa) ede

Geragao das curvas

Espectro real distorcidas usando a Lei de Plotagem dos graficos para

checagem das distorgoes
comOmm, 1 mme2mm

Beer-Lambert e variando a
profundidade ou algum
parametro do tecido

espalhamento (ps)
de tecidos usando o Virtual
Tissue Simulator

obtido com NPs
de TiO,: Nd3*

Fase 2: Treinamento dos algoritmos

Treinamento dos algoritmos
usando repeat k-fold cross
validation
com k=10 folds e n = 30 repeticdes

Fase 3: Avaliagao dos algoritmos ,obtengéo da temperatura e avaliagao
(a) (b)

Avaliacao dos algoritmos para as
corregdes espectrais usando as

Extragao da temperatura com

Avaliagao dos algoritmos o
0s espectros corrigidos pelos

usando graficos das corregoes

métricas de |A (MAE, MSE, MAPE,

I algoritmos e plotagemde
R") e da Fisica o

espectraisedoo e
graficos

Fonte: Autor (2024).

Os casos 1 e 2 foram aquisi¢des do Virtual Tissue Simulator (HAYAKAWA et al,,
2022). A Figura (5.2) exibe a interface grafica do software.

Na fase 1-c, para distorcer as curvas dos tecidos usando ambos os coeficientes, foi
utilizada a lei de Beer-Lambert (BOUGUER, 1729); (LAMBERT, 1760), que € dada por:

Idet()\) = IO(A)efg()‘vL)fL[Zj M]()\)mDPF()\)] (5.1)

onde:

1. I,(\): a intensidade luminosa no comprimento de onda A das NPs sem a presenga do

tecido.

2. g: € uma funcdo que depende da geometria do tecido e que mede a quantidade de perda

luminosa.

3. u;: € o coeficiente (de absor¢do ou espalhamento) do i-ésimo croméforo encontrado no

tecido.

4. DPF: € o fator de comprimento diferencial (differential pathlength factor).


https://github.com/VirtualPhotonics/Vts.Gui.Wpf/wiki/Spectral-Panel
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Para o contexto dos experimentos a equacao foi reescrita como:

onde:

Lier(A) = Io(A)e™@Wh
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5.2)

1. I,(A\): a intensidade luminosa no comprimento de onda A das NPs sem a presenga do

tecido.

2. «a: coeficiente de absorc¢ao (i) ou de espalhamento (15) no comprimento de onda A

3. L;: espessura do tecido.

Os parametros de cada tecido para o coeficiente de absorcdo i, € as respectivas

quantidades de curvas geradas estdo na Tabela (5.1):

Tabela 5.1: Parametros dos tecidos para obtengdo do i, (coeficiente de absor¢do) e qtde. de

curvas
Tecido Hemoglobina Oxiemoglobina Agua Gordura | Melanina | Niimero
(uM) (uM) (vol. (vol. (vol. de cur-
frac.) frac.) frac.) vas
Massa 24.0 56.0 0.8 0.12 Nao pos- | 100
cinzenta sui
do cérebro
Mama 6.9 19.6 0.345 0.41 Nao pos- | 100
pré- sui
menopausa
Pele 28.4 22.4 0.7 0.0 0.0051 100
Pele com | 28.4 22.4 Variavel 0.0 0.0051 60
H20 mo-
dificado
Figado 66.0 124.0 0.87 0.02 Nao pos- | 100
sui

Fonte: Autor (2024).

Para os tecidos em que foram obtidos 100 curvas a espessura do mesmo variou de 0

mm (sem tecido) até 2 mm com incremento de aproximadamente 0.02 mm. J4 para a pele, em

que foam obtidas 60 curvas, foi alterada a concentracdo de H>0 de 0.4 a 0.71 com incrementos
de 0.005 (Tabela 5.1).

As curvas obteidas com os tecidos relativos ao coeficiente de espalhamento mus’ e a res-

pectiva quantidade de curvas estdo na Tabela (5.2).

Em seguida, na fase 1-d, foram plotados graficos para checar se a varia¢do espectral

estava aceitdvel considerando um contexto real em termos de aplicacdo praticas, bem como

visualizar se a alteracdo nos espectros era adequada para realizar o treinamento. Vale mencionar
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Tabela 5.2: Parametros dos tecidos para obtencdo do pu (coeficiente de espalhamento) e da

respectiva quantidade de curvas

Tecido Hemoglobina Oxiemoglobina Agua Gordura | Melanina | Niimero
(uM) (uM) (vol. (vol. (vol. de cur-
frac.) frac.) frac.) vas
Massa 24.0 56.0 0.8 0.12 Nao pos- | 100
cinzenta sui
do cérebro
Mama 6.9 19.6 0.345 0.41 Nao pos- | 100
pré- sui
menopausa
Pele 28.4 22.4 0.7 0.0 0.0051 100
Figado 66.0 124.0 0.87 0.02 Nao pos- | 100
sui

Fonte: Autor (2024).

também que a variagdo da espessura de 0 mm a 2 mm simula as NPs presentes em diferentes

profundidades nos tecidos.

5.1.2 Mineracao

Na fase 2 foi realizado o treinamento dos modelos usando o repeated k-fold cross
validation com n = 30 repeti¢des e k = 10 folds. Tais valores correspondem aqueles ja conso-
lidados na literatura em outros tipos de problemas. Em relacdo aos hiperparametros de cada
um dos 6 modelos, via de regra eles foram mantidos em seus valores padrio. A excessdo se
deu para o algoritmo de Floresta Alatdria, cujo nimero de arvores foi ajustado para ser a raiz
quadrada da quantidade de amostras, sendo um dos possiveis valores sugestivos mencionados
por ( ; ).

Os algoritmos sdo escritos em python a partir da biblioteca scikit-learn (

, ). O codigo estd disponibilizado no seguinte repositrio: Experimentos para
Correcao Espectral.

O hardware utilizado consiste de uma maquina com 16 GB de RAM, processador
15-10500H com 6 cores, 12 threads e uma placa de video GTX 1650 com 4 GB de memoria de-
dicada. Os treinamentos com os seguintes tecidos distorcidos usando o coeficiente de absor¢do
1, foram realizados em Windows, a excecao do algoritmo de Floresta Aleatéria: pele, mama
pré-menopausa, figado, pele, pele variando H20 e dgua. Os treinamentos dos tecidos realiza-
dos com dados gerados a partir dos coeficientes de espalhamento 1 foram realizado em Ubuntu
22.04 LTS. Esse fato vale a pena ser mencionado, pois resultou em tempo de treinamento con-
sideravelmente menor neste Ultimo sistema operacional, sendo cerca de trés vezes mais rapido.

Um resumo geral desses detalhes estdo nas Tabelas (5.3, 5.4, 5.6).


https://github.com/NaldoHoracio/MLInLiveTissue
https://github.com/NaldoHoracio/MLInLiveTissue

Procedimento 49

Figura 5.2: Interface grafica do Virtual Tissue Simulator

Vi Virtual Tissue Simulator - O *
Fluence/Interrogation Solver Panel Monte Carlo Solver Panel Plot View®E
Forward Sclver/Analysis Panel Inverse Solver Panel Spectral Panel
Hs' [mm-1] versus A [nm]
Tissue Types Absorber Concentrations 154
. ! - L1a spectra
Skin Hb [puM]: 284 4 us’ spectra
BrainWhiteMatter HbO2 [uM]: 224 |
BrainGrayMatter
BreastPreMenopause H20 [vol. frac: 0.7 1
BreastPostMenopause Fat [vol. frac]: 0 |
Liver Melanin [vol. frac{0,0051 .
IntralipidPhantom
£ |
. E
Blood Concentration ': |
Total Hb [uM]: Blood volume [vol. frac.]: StO2 [frac]: =
50,8 0,0218 0,441 1
Scatterer Type 0,5
® Power Law [A*A*(-b)] O Intralipid [vol. frac.] (O Mie Particle ]
A=[12]| b=|142| (A = ps’ at 1000nm) |
Single-A Calculator B
At [nm] = 650 Mg [1/mm] = 0,168 ' [1/mm] = 2,21 |
Wavelength Range 900 1000 1100 1200 1300 1400
Begin [nm] End [nm] Number A [nm]
850 1410 1121 | Plot pa Spectrum ‘ ‘ Plot ps” Spectrum
[ Hide Key
Hold On X Axis Spacing: ® Linear (U Log10 Plot Label:
Clear All Y Axis Spacing: ® Linear () Log10 Export As Image
Auto-X MinX: 852 MaxX: 1.41e3 Auto-Y MinY: 5.96e-2 |MaxY: 1.51e0
Plot View: plot cleared due to independent axis variable change
Plotted pa spectrum; wavelength range [nm]: [850, 1410]
Plotted ps' spectrum; wavelength range [nm]: [850, 1410]

Fonte: Autor (2024).

Tabela 5.3: Treinamento usando as curvas da Massa Cinzenta do Cérebro, Mama Pré-
Menopausa, Figado e Pele com p, € jis

Algoritmo SO de treinamento
Regressao Linear Multipla (MLR) Windows

Arvore de Decisao (DT) Windows

Floresta Aleatoria (RF) Ubuntu 22.02
AdaBoost Windows

k Vizinhos Mais Préximos (KNN) Windows

Rede Neural Artificial Multi-Layer | Windows
Perceptron (MLP)

Fonte: Autor (2024).

5.1.3 Avaliacao e Interpretacao

Na fase 3-a, para cada feature (A, I) com a respectiva predi¢cao, foram extraidas as
métricas de desempenho de IA: MAE, MSE, MAPE, R?; e também a métrica de avaliacdo o. Nos

tecidos com 100 curvas temos 100 predi¢Oes possiveis para cada feature que, em virtude das
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Tabela 5.4: Treinamento usando as curvas da Pele com variacdo na concentragdo de dgua e

usando o /i,

Algoritmo

SO de treinamento

Regressao Linear Multipla (MLR)

Windows

Perceptron (MLP)

Arvore de Decisdo (DT) Windows
Floresta Aleatéria (RF) Ubuntu 22.02
AdaBoost (ADA) Windows
k Vizinhos Mais Préximos (KNN) Windows
Rede Neural Artificial Multi-Layer | Windows

Fonte: Autor (2024).

Tabela 5.5: Treinamento usando as curvas da Agua e usando o i,

Perceptron (ANN MLP)

Algoritmo SO de treinamento
Regressao Linear Multipla (MLR) | Ubuntu 22.02
Arvore de Decisao (DT) Ubuntu 22.02
Floresta Aleatéria (RF) Ubuntu 22.02
AdaBoost Ubuntu 22.02

k Vizinhos Mais Préximos (kNN) Windows

Rede Neural Artificial Multi-Layer | Ubuntu 22.02

Fonte: Autor (2024).

Tabela 5.6: Treinamento usando as curvas da Agua e usando o i,

Algoritmo

SO de treinamento

Regressao Linear Multipla (MLR)

Windows

Perceptron (ANN MLP)

Arvore de Decisdo (DT) Windows
Floresta Aleatéria (RF) Ubuntu 22.02
AdaBoost (ADA) Windows
k Vizinhos Mais Préximos (KNN) Windows
Rede Neural Artificial Multi-Layer | Windows

Fonte: Autor (2024).

30 repeticdes, acumulam 3000 resultados em cada comprimento de onda A\. De modo anélogo,
no tecido com 60 curvas temos 60 predicdes possiveis para cada featura que acumulam 1800
resultados possiveis pelo mesmo motivo anterior (n = 30 repeti¢cdes).

A fase 3-b foi feita usando 2D, em que o eixo da abcissa € o comprimento de onda
e o eixo da ordenada € a média das diferencas de intensidades no comprimento de onda J\;,
chamado de Al Para cada tecido, foram plotados os resultados dos algoritmos. Para os valores

de o foi também extraido o gréfico de violino por tecido, exibindo os resultados de cada um dos
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6 algoritmos utilizados.

A ultima etapa, 3-c, foi extraida a temperatura com os espectros corrigidos. Os da-
dos para extracdo da curva de temperatura foram fornecidos pelos colaboradores. Os pontos
sdo pares ordenados do tipo (temperatura (em Kelvin), razao (adimensional)), onde a razao é
0 quociente entre os picos /o € I; nos comprimentos de onda 895.0 nm e 1067 nm, respectiva-
mente, ou dos picos /5 e I3, este ultimo que corresponde ao valor de 1340 nm. Foram obtidos ps
valores correspondendo a temperatura média de cada algoritmo em cada um dos tecidos, bem
como o grafico de violino. Para efeitos de comparagdo os resultados foram colocados numa
tabela do seguinte modo: uma coluna correspondendo a distor¢do com maxima profundidade
ou, no caso da pele, com valor de H,0 em seu valor minimo.

Noutra coluna foi colocado o valor de temperatura com o espectro corrigido pelo
algoritmo, considerando seu valor médio. Para cada um destes casos foi calculada a variagcdo
percentual média considerando a temperatura das NPs sem tecido, cujo valor de referéncia foi de
301.2 K (= 28.2 °C) usando a razdo das intensidades /; e /5, que foi aplicada nos tecidos usando
o coeficiente de absorcao (u,); e de 304.1 K (=~ 29.1 °C) obtida pela razdo das intensidades I,

e I3, que foi usada nos tecidos com o coeficiente de espalhamento (fts).



Capitulo 6
Resultados e Discussao

Neste capitulo serdo discutidos os resultados de correcdo espectral para cada um dos
modelos de AM, seguido pelos valores obtidos do o e das temperaturas. Para essas duas dltimas

medidas, serdo usados dois tipos de graficos:

1) O primeiro serd um plot 2D usando os pares (A, I). Nele, serdao mostrados o espectro nao
distorcido, o espectro corrigido pelo algoritmo usando a média aritmética para cada com-
primento de onda e uma margem indicando as varia¢des nas predi¢des de cada modelo.

Todos estes gréificos estdo no Apéndice A (A).

2) O segundo € um gréfico do tipo violino do o e das temperaturas obtidas a partir dos

espectros corrigidos por cada modelo de AM.

Além disso, o leitor também deverd ficar atento para as tabelas: os melhores valores em
cada coluna estio destacados em negrito e na cor azul. No caso em que houver valores iguais
na mesma coluna, ambos serdo destacados. Ainda em relacdo a temperatura, as amostras de

NPs terdo dois valores:

1) Para os tecidos com distor¢des usando i, € profundidade a temperatura obtida a partir do

espectro nao distorcido € de 301.2 K.

2) Para os tecidos com distor¢des usando i, € profundidade a temperatura obtida a partir do

espectro nao distorcido € de 304.1 K.

6.1 Resultados e Discussao nos tecidos com distorc¢oes usando

(i, e profundidade

6.1.1 Massa Cinzenta do Cérebro

Os algoritmos treinados com a Massa Cinzenta do Cérebro resultaram em métricas
com valores proximos do melhor caso possivel, considerando o contexto de problemas de re-

gressdo. A MLR realizou o treinamento mais rapido, com cerca de 28 segundos e valores médios
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de MAE, MSE, MAPE e R? de 0,0458, 0,0157, 0,2164 e 0,9991, respectivamente. O ¢ resultou
em um valor de 0,0069. Em contraste, com relacdo ao tempo de treinamento, o algoritmo que
mais demorou foi o RF, usando um tempo de quase 52 minutos. Para este algoritmo os valores
médios de MAE, MSE, MAPE e R? foram de 0,0003, 0,0, 0,0004 e 1,0, respectivamente, en-
quanto que o valor médio do o foi de 0,0002. Resultados similares nas métricas foram obtidos
nos algoritmos de DT e kNN, com tempo de treinamento consideravelmente menor, sendo de
1 minuto e 10 segundos para a Arvore de Decisdo e de 38 segundos para o kNN. Os piores re-
sultados nas métricas de desempenho foram do AdaBoost, com valores médios de MAE, MSE,
MAPE, R? e o de 0,2688, 0,0923, 5,8684, 0,9948, 0,1829, respectivamente; e da MLP, com
os seguintes valores médios de MAE, MSE, MAPE, R? e o: 0,2688, 0,0923, 5,8684, 0,9948,
0,1829. A MLP foi cerca de duas vezes mais rdpida que o AdaBoost no tempo de treinamento,
sendo de aproximadamente 10 minutos para o primeiro € de 22 minutos e 50 segundos para
o segundo. Os valores de métricas com os respectivos valores de cada desvio padriao estdao
resumidos na Tabela (6.1).

A MLR se destacou negativamente nas métricas de desempenho, pois se trata de um modelo
linear tentando resolver um problema nao linear. J4 o desempenho insatisfatério do AdaBoost
pode ser explicado pelo baixo nimero de estimadores, que no nosso caso foi de 50, além do uso
de uma funcdo de perda linear. Para efeitos comparativos, o RF usou 105 estimadores (drvores
de decisdo), enquanto o critério de selecao foi o MSE. Em relacdo a MLP, seu baixo desempenho
pode ser explicado pelo nimero elevado de camadas ocultas, no qual um dos problemas comuns
€ o otimizador ficar em um minimo local. Além disso, o uso de uma fung¢ao de ativacao linear, a
ReLU, mantém a linearidade neste modelo conexionista, o que pode ser explicado pelo fato de
que aplicar uma transformacao linear, ou seja, usar a ReLLU como funcao de ativacdo, preserva

a linearidade na busca de uma solucao.

Tabela 6.1: Principais dados de avalia¢do de correcdo espectral na Massa Cinzenta do Cérebro

Algoritmo | Tempo MAE mé- | MSE mé- | MAPE mé- | R> médio e | ¢ médio e
dio e std dio e std dio e std std std

MLR 28s 0,0458 +/- | 0,0157 +/- | 0,2164 +/- | 0,9991 +/- | 0,0233 +/-
0,0010 0,0007 0,0163 0,0 0,0034

DT Iminl0s | 0,0002 +/- | 0,0 +/-0,0 | 0,0002 +/- | 1,0 +/-0,0 | 0,0002 +/-
0,0001 0,0 0,0002

RF 51min58s | 0,0003 +/- | 0,0 +/- 0,0 | 0,0004 +/- | 1,0 +/-0,0 | 0,0002 +/-
0,0 0,0 0,0002

AdaBoost 22min49s | 0,2688 +/- | 0,0923 +/- | 5,8684 +/- | 0,9948 +/- | 0,1829 +/-
0,0225 0,0146 0,6327 0,0009 0,0146

kNN 38s 0,0 +-0,0 | 0,0+/-0,0 | 0,0+/-0,0 | 1,0+/-0,0 | 0,0+/-0,0

MLP 9min49s | 0,0809 +/- | 0,0185 +/- | 0,6502 +/- | 0,9990 +/- | 0,0441 +/-
0,0382 0,0112 0,5293 0,0007 0,0186

Fonte: Autor (2024).

No teste de hipdtese de Wilcoxon, considerando o valor médio de cada label, obteve
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um p-valor de 0,0 para a Regressdo Linear Mudltipla, 0,0 para o AdaBoost, MLP de 0,0 e de
0,001 para o kNN. Isso significa que para estes algoritmos o valor médio predito de intensidade
I para o comprimento de onda A ndo € o real. Os demais algoritmos, DT e RF resultaram no
p-valor de 0,1821 e 0,8690, respectivamente, ou seja, o valor médio predito por eles € o valor
real.

A reconstrucdo de intensidade das curvas para este tecido nos seis algoritmos pode ser en-

contrada nas Figuras (A.1) e (A.2).

Figura 6.1: Grafico de violino do ¢ obtido a partir da correcdo espectral usando os seis modelos
de AM na massa cinzenta do cérebro
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Fonte: Autor (2024).
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A variac@o mais acentuada do o foi no AdaBoost, seguido pela MLP. Na MLR foi
visualmente significativa, porém menor que nos outros dois algoritmos anteriores. Os melhores
resultados foram dos kNN, seguidos pela DT e RF, cujo valor do o foi igual. Maiores detalhes
podem ser encontrados na Figura (6.1).

O gréfico de violino da temperatura (Figura 6.2) mostraram uma varia¢do conside-
rdvel no MLR, MLP e AdaBoost. J4 a temperaura obtida usando as curvas corrigidas pela DT,

pelo RF e através do kNN foi altamente precisa e exata.
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Figura 6.2: Variacdo da temperatura obtida pela corre¢io espectral usando os algoritmos de
AM na massa cinzenta do cérebro

Fonte: Autor (2024).

6.1.2 Mama Pré-Menopausa

Os regressores aplicados na Mama Pré-Menopausa resultaram em métricas bem pro-
ximas dos melhores valores possiveis, considerando outros problemas de regressdo. A MLR foi
menos custoso no tempo de treinamento, gastando apenas 43 segundos e com valores médios
de MAE, MSE, MAPE, R? e 0 de 0,0194, 0,0228, 0,0963, 0,9998, 0,0099, respectivamente. Por
outro lado tempo de treinamento do RF foi de 2 horas e 30 minutos com valores médios de
MAE, MSE, MAPE, R? e o de 0,0002, 0,0001, 0,0001, 1,0 e 0,0002, respectivamente. Resul-
tados similares nos valores médios das métricas foram obtidos nos algoritmos de DT e kNN,
com tempo de treinamento menor, sendo de 2 minutos e 33 segundos para a Arvore de Decisio
e de apenas 55 segundos para o kNN. Os piores resultados nas métricas de desempenho foram
do AdaBoost, com valores médios deMAE, MSE, MAPE, R? e o de 0,2530, 0,0820, 5,0835,
0,9953, 0,1608, respectivamente; e da MLP, com os seguntes valores de MAE, MSE, MAPE, R?
e 0: 0,0525, 0,0055, 0,5818, 1,0, 0,0331. O AdaBoost foi cerca de duas vezes mais lento que a
MLP no tempo de treinamento. Os valores com o0s respectivos desvios padrdes estdo resumidos
na Tabela (6.2).

A MLR apresentou um desempenho inferior nas métricas, devido ao fato de ser um
modelo linear aplicado a um problema nao linear. O desempenho insatisfatério do AdaBoost
pode ser atribuido ao baixo nimero de estimadores, que no nosso caso foi de 50, além do uso
de uma fungdo de perda linear. Para comparacgdo, o RF utilizou 105 estimadores (arvores de de-
cisdo), com o critério de selecao sendo o MSE. No caso da MLP, seu desempenho insatisfatério
pode ser explicado pelo grande nimero de camadas ocultas, onde um dos problemas recorren-
tes € o otimizador ficar preso em um minimo local. Além disso, a funcdo de ativacdo linear,
ReL.U, contribui para a manuten¢do da linearidade nesse modelo conexionista, o que pode ser
entendido pelo fato de que ao aplicar uma transformacao linear, como a ReL.U, a linearidade da
solugdo € preservada.

No teste de hipotese de Wilcoxon, considerando o valor médio de cada label, obteve
um p-valor de 0,0 para a Regressdo Linear Multipla, 0,0 para o AdaBoost, MLP de 0,0 e de
0,001 para o kNN. Isso significa que para estes algoritmos o valor médio predito de intensidade
I para o comprimento de onda A ndo € o real. Os demais algoritmos, DT e RF resultaram no
p-valor de 0,9123 e 0,8691, respectivamente, ou seja, o valor médio predito por eles é o valor
real.

A reconstrugdo de intensidade das curvas para este tecido nos seis algoritmos pode
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Tabela 6.2: Principais dados de avaliagao de correc¢ao espectral na Mama Pré-Menopausa

Algoritmo | Tempo MAE mé- | MSE mé- | MAPE mé- | R? médio e | ¢ médio e
dio e std dio e std dio e std std std

MLR 43s 0,0194 +/- | 0,0028 +/- | 0,0963 +/- | 0,9998 +/- | 0,0099 +/-
0,0004 0,0001 0,0073 0,0 0,0014

DT 2min33s | 0,0002 +/- | 0,0001 +/- | 0,0001 +/- | 1,0 +/-0,0 | 0,0002 +/-
0,0001 0,0 0,0 0,0002

RF 2h30min43s 0,0003 +/- | 0,0 +/- 0,0 | 0,0002 +/- | 1,0 +/-0,0 | 0,0002 +/-
0,0 0,0 0,0002

AdaBoost 22min49s | 0,253  +/- | 0,0820 +/- | 5,0835 +/- | 0,9953 +/- | 0,1608 +/-
0,0168 0,0091 0,5539 0,0005 0,0119

kNN 55s 0,0 +/-0,0 | 0,0+/-0,0 | 0,0+/-0,0 |1,0+/-0,0 | 0,0+/-0,0

MLP 13min33,08 0,0525 +/- | 0,0055 +/- | 0,5818 +/-| 0,9997 +/- | 0,0331 +/-
0,0293 0,0042 0,4438 0,0002 0,0181

ser encontrada nas Figuras (A.3) e (A.4).

Fonte: Autor (2024).

Figura 6.3: Grafico de violino do o obtido a partir da correcdo espectral usando os seis modelos
de AM na mama pré-menopausa

Valores de o no tecido Mama Pré-Menopausa

0.200

0.175

0.150

0.125

0.100

Valor do o

0.075

0.050

0.025

0.000

—f—

Valor médio do o
I Adaboost: 0.1608
[ DT: 0.0002
I kNN: 0.0
B MLR: 0.0099
I MLP: 0.0331
I RF:0.0002

Adaboost

DT

kNN

MLR

Fonte: Autor (2024).

MLP

A variac@o mais acentuada do o foi no AdaBoost, seguido pela MLP. Na MLR foi

visualmente significativa, porém menor que nos outros dois algoritmos anteriores. Os melhores
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resultados foram dos kNN, seguidos pela DT e RF, cujo valor do o foi igual. Maiores detalhes
podem ser encontrados na Figura (6.3).

O gréfico de violino da temperatura (Figura 6.4) mostrou uma variac¢ao consideravel
na MLP e no AdaBoost. Ja a temperaura obtida usando as curvas corrigidas pelo AdaBoost,
apesar de ndo ter sido preciso, teve valores exatos. Os melhores resultados dessa grandeza

fisica foi obtida pela DT, RF e kNN, que além exatos, foram precisos.

Figura 6.4: Grafico de violino da temperatura obtido a partir da corre¢do espectral usando os
seis modelos de AM na mama pré-menopausa
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Fonte: Autor (2024).

6.1.3 Figado

No Figado, o algoritmo que mais se destacou em tempo de treinamento foi aMLR
gastando apenas 40 segundos. Suas os valores médios das métricas de desempenho foram de
0,0631, 0,0325, 0,1354, 0,9982, 0,0318, que correspondem aos valores de MAE, MSE, MAPE,
R? e o, respectivamente. J4 o tempo de treinamento do RF foi de quase 2 horas e 52 minutos
com valores médios de MAE, MSE, MAPE, R2 e o de 0,0003, 0,0, 0,0005, 1,0, 0,0002, respecti-
vamente. Resultados semelhantes nas métricas foram obtidos nos algoritmos de DT e kNN, com
tempo de treinamento menor, sendo de 2 minutos e 40 segundos para a Arvore de Decisido e de

1 minuto para o kNN. Os piores resultados nas métricas de desempenho foram do AdaBoost,
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com valores médios de MAE, MSE, MAPE, R? e o de 0,3249, 0,1389, 6,9437, 0,9921, 0,2217,
respectivamente; e da MLP, com os seguintes valores médios de MAE, MSE, MAPE, R? e ¢
0,1554, 0,0525, 1,4516, 0,9970, 0,0876. O AdaBoost resultou em um tempo de treinamento
de cerca de 28 minutos, enquanto a MLP obteve um custo no tempo de quase 15 minutos. Os
valores com os respectivos desvios padrdes estdo resumidos na Tabela (6.3).

O desempenho da MLR foi insatisfatério nas métricas, pois trata-se de um modelo
linear sendo utilizado em um problema nio linear. O desempenho abaixo do esperado do Ada-
Boost pode ser explicado pelo nimero reduzido de estimadores, que no nosso caso foi de 50,
além da adoc¢@o de uma funcdo de perda linear. Para efeito de comparacdo, o RF' empregou 105
estimadores (arvores de decisdo) e utilizou o MSE como critério de selecdo. No que se refere a
MLP, seu desempenho insatisfatrio pode ser atribuido ao elevado nimero de camadas ocultas,
o que frequentemente leva o otimizador a se prender em um minimo local. Além disso, a fun¢do
de ativacao ReL.U, por ser linear, mantém a linearidade no modelo conexionista, o que ocorre
porque a aplicagdo de uma transformacao linear, como a ReLLU, preserva a linearidade na busca

pela solucgdo.

Tabela 6.3: Principais dados de avaliacdo de corre¢do espectral no Figado

Algoritmo | Tempo MAE mé- | MSE mé- | MAPE mé- | R> médio e | c médio e
dio e std dio e std dio e std std std

MLR 40s 0,0631 +/- | 0,0325 +/- | 0,1354 +/-| 0,9982 +/- | 0,0318 +/-
0,0015 0,0015 0,0094 0,0001 0,0055

DT 2min40s 0,0002 +/- | 0,0 +/-0,0 | 0,0002 +/- | 1,0 +/-0,0 | 0,0002 +/-
0,0001 0,0 0,0

RF 2h51min53s 0,0003 +/- | 0,0 +/- 0,0 | 0,0005 +/- | 1,0 +/-0,0 | 0,0002 +/-
0,0 0,0 0,0001

AdaBoost 28min6s 0,3249 +/- | 0,1389 +/- | 6,9437 +/- | 0,9921 +/- | 0,2217 +/-
0,0365 0,0280 0,9395 0,0016 0,0025

kNN Imin 0,0+/-0,0 | 0,0+/-0,0 |0,0+/-0,0 | 1,0+/-0,0 | 0,0+/-0,0

MLP 14min56s | 0,1554 +/- | 0,0525 +/- | 1,4516 +/- | 0,9970 +/- | 0,0876 +/-
0,0914 0,0559 1.2658 0,0032 0,0433

Fonte: Autor (2024).

No teste de hipdtese, considerando o valor médio de cada label, a Regressao Linear
Multipla obteve um p-valor de 0,0, 0 AdaBoost de 0,0235, a MLP de 0,0 e o kNN de 0,001. Isso
significa que para estes algoritmos o valor médio predito de intensidade I para o comprimento
de onda A ndo € o real. Por outro lado, a DT e o RF resultaram em um p-valor de 0,6866 e
0,3156, respectivamente, ou seja, o valor médio predito por eles € o valor real.

A reconstrucdo de intensidade das curvas para este tecido nos seis algoritmos pode
ser encontrada nas Figuras (A.5) e (A.6).

A variagdo mais acentuada do o foi no MLP, seguido pelo AdaBoost e MLR, que
foi consideravelmente menor que os dois primeiros. Os melhores resultados foram dos kNN,

seguidos pela DT e RF, cujo valor do o foi igual. Maiores detalhes podem ser encontrados na
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Figura 6.5: Grafico de violino do o obtido a partir da correcdo espectral usando os seis modelos
de AM na figado
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Figura (6.5).

O gréfico de violino da temperatura (Figura 6.6) mostrou uma alta variacao na tem-
peratura na MLP, AdaBoost e MLR. Os melhores resultados da temperatura usando as curvas

corrigidas foram dos algoritmos: DT, RF e kNN, que foram exatos € precisos.

Figura 6.6: Gréfico de violino da temperatura obtida pela correcio espectral usando os algorit-
mos de AM no figado

Fonte: Autor (2024).

6.1.4 Pele

Para a Pele, o MLR foi o algoritmo mais rapido no tempo de treinamento, gastando
apenas 40 segundos e com valores médios de MAE, MSE, MAPE, R? e o de 0,0622, 0,1358,
0,0431, 0,9982, 0,0312, respectivamente. Em contrapartida o tempo de treinamento do RF
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foi de aproximadamente 2 horas e 53 minutos com valores médios de MAE, MSE, MAPE,
R? e ¢ de 0,0002, 0,0001, 0,0002, 1,0, 0,0002, respectivamente. Resultados semelhantes nas
métricas foram obtidos nos algoritmos de DT e kNN, com tempo de treinamento menor, sendo
de 2 minutos e 40 segundos para a Arvore de Decisdo e de 55 segundos para o kNN. Os piores
resultados nas métricas de desempenho foram do AdaBoost, com valores médios de MAE, MSE,
MAPE, R? e o de 0,3165, 0,1325, 6,7287, 0,9925, 0,2141, respectivamente; e da MLP, com 0s
seguintes valores médios de MAE, MSE, MAPE,R?2¢e o: 0,1462, 0,0471, 1,3736, 0,9974, 0,0824.
O AdaBoost resultou em um tempo de treinamento de aproximadamente 23 minutos, enquanto
a MLP gastou cerca 13 minutos. Os valores com os respectivos desvios padrdes estdo resumidos
na Tabela (6.4).

O desempenho inferior da MLR nas métricas pode ser atribuido ao fato de ser um modelo
linear aplicado a um problema ndo linear. O desempenho aquém do esperado do AdaBoost, se
comparado a DT, ao RF e ao kNN, pode ser justificado pelo nimero limitado de estimadores,
que no nosso caso foi de 50, além do uso de uma fun¢do de perda linear. Em contrapartida,
o RF utilizou 105 estimadores e adotou o MSE como critério de selecdo. Quanto a MLP,
seu desempenho insatisfatério pode ser explicado pelo grande nimero de camadas ocultas, o
que frequentemente resulta no otimizador se prendendo em um minimo local. Além disso, a
func¢do de ativagdao ReLLU, por ser linear, contribui para a manutencao da linearidade no modelo
conexionista, o que ocorre porque a aplicagdo de uma transformacdo linear, como a ReL.U,

preserva a linearidade durante a busca pela solucao.

Tabela 6.4: Principais dados de avalia¢do de correcdo espectral na Pele

Algoritmo | Tempo MAE mé- | MSE mé- | MAPE mé- | R> médio e | ¢ médio e
dio e std dio e std dio e std std std

MLR 40s 0,0622 +/- | 0,1316 +/- | 0,0431 +/- | 0,9982 +/- | 0,0312 +/-
0,0015 0,0015 0,0026 0,0001 0,0058

DT 2min40s | 0,0002 +/- | 0,0 +/- 0,0 | 0,0002 +/- | 1,0 +/-0,0 | 0,0002 +/-
0,0001 0,0 0,0002

RF 2h53mi24s| 0,0003 +/- | 0,0 +/- 0,0 | 0,0002 +/- | 1,0 +/- 0,0 | 0,00002 +/-
0,0 0,0 0,0002

AdaBoost 26minl3s | 0,3165 +/- | 0,1325 +/- | 6,7287 +/- | 0,9925 +/- | 0,2141 +/-
0,0402 0,0298 1,0246 0,0017 0,0258

kNN 55s 0,0 +/-0,0 | 0,0+/-0,0 |0,0+/-0,0 | 1,0+/-0,0 | 0,0+/-0,0

MLP 13minl7s | 0,1462 +/- | 0,0471 +/- | 1,3736 +/- | 0,9973 +/- | 0,0824 +/-
0,0797 0,0026 1,1222 0,0026 0,0385

Fonte: Autor (2024).

Em relacdo ao de hipétese, considerando o valor médio de cada label, a Regressao

Linear Multipla obteve um p-valor de 0,0008, o AdaBoost de 0,0235, a MLP de 0,0 e o kNN
de 0,001. Isso significa que nestes algoritmos o valor médio predito de intensidade I para o
comprimento de onda A ndo € o real. Por outro lado, a DT e o RF resultaram em um p-valor de

0,6432 e 0,9060, respectivamente, ou seja, o valor médio predito por eles € o valor real.
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A reconstrugdo de intensidade das curvas para este tecido nos seis algoritmos pode

ser encontrada nas Figuras (A.7) e (A.8).

Figura 6.7: Grafico de violino do ¢ obtido a partir da correcdo espectral usando os seis modelos
de AM na pele
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A variagdo mais acentuada do o foi no MLP, seguido pelo AdaBoost e MLR, que
foi consideravelmente menor que os dois primeiros. Os melhores resultados foram dos kNN,
seguidos pela DT e RF, cujo valor do o foi igual. Maiores detalhes podem ser encontrados na
Figura (6.7).

O gréfico de violino da temperatura (Figura 6.8) mostrou uma variacao consideravel
na temperatura usando as curvas corrigidas pela MLP e pelo AdaBoost. Ja a MLR resultou
em valores exatos, mas imprecisos. Os melhores resultados da temperatura usando as curvas

corrigidas foram dos algoritmos: DT, RF e kNN, que foram exatos e precisos.

Figura 6.8: Grafico de violino da temperatura obtida pela correcdo espectral usando os algorit-
mos de AM na pele

Fonte: Autor (2024).
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6.1.5 Pele variando a concentracao de agua

No tecido Pele variando a concentragcao de dgua, o algoritmo mais rapido no tempo
de treinamento a MLR foi, gastando 18 segundos e com valores médios de MAE, MSE, MAPE,
R? e o de 0,0055, 0,0003, 0,0051, 1,0, 0,0029, respectivamente. Por outro lado o tempo de
treinamento do RF foi de aproximadamente 19 minutos e 32 segundos com valores médios de
MAE, MSE, MAPE, R?2 e o de 0,0001, 0,0, 0,0, 1,0, 0,0001, respectivamente. Resultados se-
melhantes nas métricas foram obtidos nos algoritmos de DT e kNN, com tempo de treinamento
menor, sendo de 37 segundos para a Arvore de Decisdo e de 22 segundos para o kNN. Os piores
resultados nas métricas de desempenho foram do AdaBoost, com valores médios de MAE, MSE,
MAPE, R? e ¢ de 0,2241, 0,0827, 4,555, 0,9953, 0,1467, respectivamente; e da MLP, com 0s
seguintes valores médios de MAE, MSE, MAPE, R? e 0: 0,0411, 0,0027, 0,5110, 1,0, 0,0269.
O AdaBoost resultou em um tempo de treinamento de aproximadamente 3 minutos, enquanto a
MLP demorou cerca 6 minutos. Os valores com os respectivos desvios padrdes estao resumidos
na Tabela (6.5).

O desempenho insatisfatério da MLR nas métricas pode ser explicado pelo fato de
ser um modelo linear aplicado a um problema de natureza nao linear. O rendimento abaixo do
esperado do AdaBoost, em comparacdo com a DT, RF e kNN, pode ser atribuido ao nimero
reduzido de estimadores, que em nosso caso foi de 50, além da utilizacdo de uma funcao de
perda linear. Por outro lado, a RF utilizou 105 estimadores e adotou o MSE como critério de
selecdo. Em relacdo a MLP, seu desempenho inferior pode ser justificado pelo elevado nimero
de camadas ocultas, o que frequentemente faz com que o otimizador se prenda em um minimo
local. Além disso, a funcdo de ativacdo RelLU, por ser linear, tende a manter a linearidade
no modelo conexionista, o que se dd porque a aplicacdo de uma transformacao linear, como a

ReLU, preserva essa caracteristica durante a busca pela solug@o.

Tabela 6.5: Principais dados de avaliacio de corregdo espectral na Pele variando a concentracao
de 4gua

Algoritmo | Tempo MAE mé- | MSE mé- | MAPE mé- | R> médio e | ¢ médio e
dio e std dio e std dio e std std std

MLR 18s 0,0055 +/- | 0,0003 +/- | 0,0051 +/- | 1,0+/-0,0 | 0,0029 +/-
0,0002 0,0 0,0004 0,0002

DT 37s 0,0001 +/- | 0,0 +/-0,0 | 0,0001 +/- | 1,0 4/-0,0 | 0,0001 +/-
0,0001 0,0 0,0001

RF 19min32s | 0,0001 +/- | 0,0 +/-0,0 | 0,0001 +/- | 1,0 +/-0,0 | 0,0001 +/-
0,0 0,0 0,0001

AdaBoost 3minl6s | 0,2441 +/- | 0,0827 +/- | 4,5550 +/- | 0,9953 +/- | 0,1467 +/-
0,0135 0,0090 0,4254 0,0005 0,0069

kNN 22s 0,0 +/-0,0 | 0,0+/-0,0 |0,0+/-0,0 |1,0+/-0,0 | 0,0+/-0,0

MLP 6minl8s | 0,0411 +/- | 0,0027 +/- | 0,5110 +/- | 0,9998 +/- | 0,0269 +/-
0,0269 0,0032 0,3679 0,0002 0,0140

Fonte: Autor (2024).
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Para o teste de hipdtese considerando o valor médio de cada label, a Regressao
Linear Multipla obteve um p-valor de 0,0, o AdaBoost de 0,0, a MLP de 0,0 e o kNN de 0,043.
Logo nestes algoritmos o valor médio predito de intensidade I para o comprimento de onda
A ndo € o real. Por outro lado, a DT e o RF resultaram em um p-valor de 0,8652 e 0,5810,
respectivamente, ou seja, o valor médio predito por eles € o valor real.

A reconstrucdo de intensidade das curvas para este tecido nos seis algoritmos pode

ser encontrada nas Figuras (A.9) e (2?).

Figura 6.9: Grafico de violino do ¢ obtido a partir da correc@o espectral usando os seis modelos
de AM na pele variando a concentracdo de dgua
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Fonte: Autor (2024).

A variag@o mais acentuada do o foi no MLP, seguido pelo AdaBoost. O algoritmo
de MLR obteve acentuada precisao no sigma. Os melhores resultados foram dos kNN, seguidos
pela DT e RF, cujo valor do o foi igual. Maiores detalhes podem ser encontrados na Figura
(6.9).

O gréfico de violino da temperatura (Figura 6.10) mostrou uma variacdo considera-
vel na temperatura usando as curvas corrigidas pela MLP, AdaBoost e MLR. Ja a MLR resultou
em valores exatos, mas imprecisos. Os melhores resultados da temperatura usando as curvas

corrigidas foram dos algoritmos: DT, RF e kNN, sendo exatos € precisos.
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Figura 6.10: Variacdo da temperatura usando os espectros corrigidos pelos algoritmos de AM
na pele variando a concentracdo de dgua

Fonte: Autor (2024).

6.1.6 Agua

Na Agua o algoritmo foi mais rdpido no tempo de treinamento foi a MLR, com
27 segundos e valores médios de MAE, MSE, MAPE, R? e o de 0,0316, 0,0025, 0,3015, 1,0,
0,0167, respectivamente. Por outro lado o tempo de treinamento do RF foi de aproximadamente
52 minutos e 55 segundos com valores médios de MAE, MSE, MAPE, R? e o de 0,0002, 0,0,
0,0004, 1,0, 0,0002, respectivamente. Resultados parecidos nas métricas foram obtidos nos
algoritmos de DT e kNN, com tempo de treinamento menor, sendo de 1 minuto e 12 segundos
para a Arvore de Decisdo e de 38 segundos para o kNN. Os piores resultados nas métricas de
desempenho foram do AdaBoost, com valores médios de MAE, MSE, MAPE, R?2 e o de 0,2507,
0,0834, 4,8292, 0,9953, 0,1550, respectivamente; e da MLP com os seguintes valores médios
de MAE, MSE, MAPE, R? e o: 0,0734, 0,0140, 0,9042, 0,9992, 0,0535. O AdaBoost resultou
em um tempo de treinamento de aproximadamente 8 minutos, enquanto a MLP demorou cerca
9 minutos. Os valores com seus respectivos desvios padroes estdo resumidos na Tabela (6.6).

O desempenho inferior da MLR nas métricas, se comparado com os modelos de AM
com melhores resultados, pode ser atribuido ao fato de que € um modelo linear sendo aplicado a
um problema que ndo € linear. O desempenho insatisfatério do AdaBoost, quando comparado a
DT, RF e kNN, pode ser explicado pelo baixo numero de estimadores, que em nosso caso foi de
50, além do uso de uma funcao de perda linear. Em contrapartida, a RF utilizou 105 estimadores
e adotou 0 MSE como critério de selecdo. No caso da MLP, seu desempenho abaixo do esperado
pode ser explicado pelo elevado niimero de camadas ocultas, o que frequentemente faz com que
o otimizador fique preso em um minimo local. Além disso, a funcdo de ativagao ReLLU, por ser
linear, tende a manter a linearidade no modelo conexionista, o que ocorre porque a aplicagao
de uma transformacao linear, como a ReL U, preserva essa linearidade durante a busca por uma
solucao.

Para o teste de hipdtese considerando o valor médio de cada label, a Regressao
Linear Multipla obteve um p-valor de 0,0001, o AdaBoost de 0,0, a MLP de 0,0, o kNN de
0,001, a DT de 0,035 e o RF de 0,014. Portanto o valor médio predito de intensidade I para o
comprimento de onda A ndo é o real. A reconstrucao de intensidade das curvas para este tecido
nos seis algoritmos pode ser encontrada nas Figuras (A.11) e (A.12).

A variag@o mais acentuada do o foi no MLP, seguido pelo AdaBoost. O algoritmo
de MLR obteve acentuada precisao no sigma. Os melhores resultados foram dos kNN, seguidos

pela DT e RF, cujos valores do o foram praticamente iguais. Maiores detalhes podem ser
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Tabela 6.6: Principais dados de avaliacio de corregdo espectral na Agua
Algoritmo | Tempo MAE mé- | MSE mé- | MAPE mé- | R2 médio e | ¢ médio e
dio e std dio e std dio e std std std
MLR 27s 0,0316 +/- | 0,0025 +/- | 0,3015 +/- | 0,9999 +/- | 0,0167 +/-
0,0004 0,0001 0,0178 0,0 0,0010
DT Iminl2s | 0,0002 +/- | 0,0 +/-0,0 | 0,0002 +/- | 1,0 +/-0,0 | 0,0001 +/-
0,0001 0,0 0,0002
RF 52min55s | 0,0002 +/- | 0,0 +/- 0,0 | 0,0004 +/- | 1,0 +/- 0,0 | 0,0002 +/-
0,0 0,0 0,0001
AdaBoost 7min50s | 0,2507 +/- | 0,0834 +/- | 4,8292 +/- | 0,9953 +/- | 0,1550 +/-
0,0159 0,0090 0,4930 0,0005 0,0098
kNN 38s 0,0 +-0,0 | 0,0+/-00 |0,0+/-0,0 | 1,0+-0,0 | 0,0+/-0,0
MLP Ominl2s | 0,0734 +/- | 0,0140 +/- | 0,9042 +/- | 0,9992 +/- | 0,0535 +/-
0,0806 0,0629 1,1032 0,0035 0,0807
Fonte: Autor (2024).
Figura 6.11: Gréfico de violino do o obtido a partir da corre¢do espectral usando os seis

modelos de AM na agua
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Fonte: Autor (2024).

encontrados na Figura (6.11).

MLP

RF

O gréfico de violino da temperatura (Figura 6.12) mostrou uma variagdo considera-

vel na temperatura usando as curvas corrigidas pela MLP e MLR, eqnauto o AdaBoost resultou
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numa maior precisdo, apesar de inexato. Os melhores resultados da temperatura usando as

curvas corrigidas foram dos algoritmos: DT, RF e kNN, sendo exatos € precisos.

Figura 6.12: Grafico de violino da temperatura obtida pela corre¢do espectral usando os algo-
ritmos de AM na agua
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Fonte: Autor (2024).

6.2 Resultados e Discussao nos tecidos com distor¢oes usando

115 e profundidade

6.2.1 Massa Cinzenta do Cérebro

Os algoritmos treinados com Massa Cinzenta do Cérebro resultou em métricas pro-
ximas dos melhores valores possiveis considerando o contexto de problemas de regressao. A
MLR realizou o treinamento mais rapido, com cerca de 30 segundos e com valores médios de
MAE, MSE, MAPE e R? de 0,5494, 1,6887, 4,5803 e 0,2818, respectivamente. O o médio re-
sultou em um valor de 0,1333. Em contraste com relagao ao tempo de treinamento, o algoritmo
que mais demorou foi o RF, com um tempo de 58 minutos. Os valores médios de MAE, MSE,
MAPE e R? foram de 0,0002, 0,0, 0,0006 e 1,0, respectivamente, enquanto que o valor médio

do o foi de 0,0001. Resultados proximos nas métricas foram obtidos nos algoritmos de DT e
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kNN, com tempo de treinamento consideravelmente menor, de 1 minuto e 14 segundos para a
Arvore de Decisdo e de apenas 53 segundos para o kNN. Os piores resultados nas métricas de
desempenho foram do AdaBoost, com valores médios de MAE, MSE, MAPE, R?2 e o de 0,5707,
0,48, 8,7674, 0,9728, 0,3170, respectivamente; e da MLP, com os seguintes valores médios de
MAE, MSE, MAPE, R? e 0: 0,2688, 0,0923, 5,8684, 0,9948, 0,3659. A MLP foi cerca de duas
vezes mais rapida que o AdaBoost no tempo de treinamento, sendo de cerca de 10 minutos e
22 minutos e 50 segundos, respectivamentes. Os valores médios com os respectivos desvios
padrdes estdo resumidos na Tabela (6.7).

O desempenho insatisfatorio do AdaBoost, em comparacdo com DT, RF e kNN, pode
ser atribuido ao pequeno niimero de estimadores, que no nosso caso foi de 50, além da adocao
de uma func¢do de perda linear. Por outro lado, a RF utilizou 105 estimadores e adotou o0 MSE
como critério de selecdo. Quanto a MLP, seu desempenho inferior pode ser explicado pelo
grande nimero de camadas ocultas, o que muitas vezes resulta no otimizador se prendendo
em um minimo local. Além disso, a fun¢do de ativacdo ReL.U, sendo linear, tende a manter
a linearidade no modelo conexionista, o que ocorre porque aplicar uma transformacao linear,

como a ReLLU, preserva essa caracteristica durante a busca por uma solugao.

Tabela 6.7: Principais dados de avaliagdo de correcdo espectral na Massa Cinzenta do Cérebro

Algoritmo | Tempo MAE mé- | MSE mé- | MAPE mé- | R? médio e | ¢ médio e
dio e std dio e std dio e std std std

MLR 30s 0,5494 +/- | 1,6867 +/- | 4,5803 +/- | 09043 +/- | 0,2818 +/-
0,0105 0,0742 0,3402 0,0029 0,0363

DT Iminl4s | 0,0001 +/- | 0,0 +/- 0,0 | 0,0002 +/- | 1,0+/-0,0 | 0,0001 +/-
0,0 0,0001 0,0001

RF 58min 0,0002 +/- | 0,0 +/-0,0 | 0,0006 +/- | 1,0 +/-0,0 | 0,0001 +/-
0,0 0,0001 0,0001

AdaBoost 18min30s | 0,5707 +/- | 0,48 +/- | 8.7674 +/- | 0,9728 +/- | 0,3170 +/-
0,0655 0,0582 1,5548 0,0034 0,0321

kNN 53s 0,0004 +/-| 0,0 +/-0,0 | 0,0 +/-0,0 | 1,0+/-0,0 | 0,0003 +/-
0,0001 0,0002

MLP 16min48s | 0,6177 +/- | 1,1987 +/- | 3,9043 +/- | 0,9320 +/- | 0,3659 +/-
0,1794 0,2120 2,8931 0,0121 0,1626

Fonte: Autor (2024).

No teste de hipdtese, considerando o valor médio de cada label, obteve um p-valor de
0,0 para a Regressao Linear Multipla, 0,0 para o AdaBoost, MLP de 0,0 e de 0,0001 para o kNN
e 0,0001 no RF. Isso significa que para estes algoritmos o valor médio predito de intensidade I
para o comprimento de onda A ndo € o real. Ja a DT resultou no p-valor de 0,2393, ou seja, o
valor médio predito nesse algortimo € o valor real.

A reconstru¢do de intensidade das curvas para este tecido nos seis algoritmos pode
ser vista nas Figuras (A.13) e (A.14)

A variacdo mais acentuada do o foi na MLP, seguido pelo AdaBoost € MLR. Os
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Figura 6.13: Gréfico de violino do o obtido a partir da corre¢dao espectral usando os seis
modelos de AM na massa cinzenta do cérebro
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Fonte: Autor (2024).

melhores resultados foram dos kNN, ,DT e RF, cujos valores do ¢ foram préximos uns dos
outros. Maiores detalhes podem ser encontrados na Figura (6.13).

O grafico de violino da temperatura (Figura 6.2) mostrou uma alta variacdo dessa
grandeza no MLR, MLP e AdaBoost. Ja a temperaura obtida usando as curvas corrigidas pela

DT, pelo RF e através do kNN foi altamente precisa e exata.

Figura 6.14: Gréfico de violino da temperatura obtida pela correcao espectral usando os algo-
ritmos de AM na massa cinzenta do cérebro

Fonte: Autor (2024).

6.2.2 Mama Pré-Menopausa

Os regressores aplicados na Mama Pré-Menopausa resultaram em métricas bem pro-

ximas dos melhores valores possiveis, considerando outros problemas de regressdo. A MLR foi
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menos custoso no tempo de treinamento, gastando apenas 27 segundos e com valores médios
deMAE, MSE, MAPE, R? e o de 0,6650, 2,3926, 5,8287, 0,8643, 0,3426, respectivamente. Por
outro lado tempo de treinamento do RF foi de 58 minutos e 31 segundos com valores médios de
MAE, MSE, MAPE, R? e o de 0,0002, 0,0, 0,0006, 1,0 e 0,0001, respectivamente. Resultados
similares nas métricas foram obtidos nos algoritmos de DT e kNN, com tempo de treinamento
menor, sendo de 1 minuto e 14 segundos para a Arvore de Decisdo e de 46 segundos para o kNN.
Os piores resultados nas métricas de desempenho foram do AdaBoost, com valores médios de
MAE, MSE, MAPE, R? e ¢ de 0,5297, 0,4566, 7,6711, 0,9741, 0,2920, respectivamente; e da
MLP, com os seguintes valores médios de MAE, MSE, MAPE, R? e 0: 0,7415, 1,6728, 4,8283,
0,9051, 0,4386. O AdaBoost demorou mais que a MLP no tempo de treinamento. Os valores
com 0s respectivos desvios padrdes estdo resumidos na Tabela (6.8).

O menor desempenho do AdaBoost em relagdo ao DT, RF e kNN, pode ser explicado
pelo nimero reduzido de estimadores, que foi de 50 no nosso caso, além da escolha de uma
func¢ao de perda linear. Em contraste, a RF utilizou 105 estimadores e usou o MSE como critério
de selecdo. No caso da MLP, seu desempenho insatisfatério pode ser atribuido ao nimero
elevado de camadas ocultas, o que frequentemente leva o otimizador a ficar preso em minimos
locais. Além disso, a funcdo de ativacdo ReL.U, por ser linear, ajuda a manter a linearidade no
modelo conexionista, pois a aplicacdo de uma transformagao linear como a ReLU preserva essa

linearidade durante a busca por uma solugdo.

Tabela 6.8: Principais dados de avaliagdo de corre¢do espectral na Mama Pré-Menopausa

Algoritmo | Tempo MAE mé- | MSE mé- | MAPE mé- | R? médio e | ¢ médio e
dio e std dio e std dio e std std std

MLR 27s 0,6650 +/- | 2,3926 +/- | 5,8287 +/- | 0,8643 +/- | 0,3426 +/-
0,0124 0,1048 0,4247 0,0041 0,0418

DT Iminl4s 0,0001 +/- | 0,0 +/-0,0 | 0,0003 +/- | 1,0 +/-0,0 | 0,0001 +/-
0,0 0,0002 0,0001

RF 58min31s | 0,0002 +/- | 0,0 +/-0,0 | 0,0006 +/- | 1,0+/-0,0 | 0,0001 +/-
0,0 0,0001 0,0001

AdaBoost 18min7s 0,5297 +/- | 0,4566 +/- | 7.6711 +/- | 09741 +/- | 0,2920 +/-
0,0822 0,0664 2,0317 0,0038 0,0428

kNN 46s 0,0007 +/- | 0,0001 +/- | 0,0+/-0,0 | 1,0 +/-0,0 | 0,0004 +/-
0,0001 0,0 0,0003

MLP 16min4s 0,7415 +/- | 1,6727 +/- | 4,8283 +/- | 0,9051 +/- | 0,4386 +/-
0,2081 0,2932 3,3669 0,0166 0,5901

Fonte: Autor (2024).

No teste de hipétese, considerando o valor médio de cada label, obteve um p-valor

de 0,0 para a Regressao Linear Multipla, 0,0 para o AdaBoost, de 0,001 para o kNN e de 0,0001
no RF. Isso significa que para estes algoritmos o valor médio predito de intensidade I para o
comprimento de onda A ndo segue a mesma distribui¢do. Os demais algoritmos, MLP, DT e RF

resultaram no p-valor de de 0,6908, 0,7872, respectivamente, ou seja, o valor médio predito por
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eles ndo segue a mesma distribuicao.

70

A reconstrucdo de intensidade das curvas para este tecido nos seis algoritmos pode

ser encontrada nas Figuras (A.15) e (A.16)

Figura 6.15:

Grafico de violino do o obtido a partir da correcdo espectral usando os seis
modelos de AM na mama pré-menopausa
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RF

notar uma baixa variancia nos resultados, tendo boa exatidao e precisdo. Contudo os melhores

resultados foram alcancados pela MLR, kNN, DT e RF, cujo valor do ¢ foi préximo de 0.

Maiores detalhes podem ser encontrados na Figura (6.15).

O gréafico de violino da temperatura (Figura 6.16) mostrou alta variabilidade nas

temperaturas obtidas pelos espectros corrigidos usando MLR, AdaBoost e MLP. Por outro lado,

a temperatura obtida usando os valores preditos pela DT, RF e kNN, foram exatos e precisos.

Figura 6.16: Grafico de violino da temperatura obtida pela corre¢do espectral usando os algo-
ritmos de AM na mama pré-menopausa

Fonte: Autor (2024).
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6.2.3 Figado

No Figado, o algoritmo que mais se destacou em tempo de treinamento foi aMLR
gastando apenas 40 segundos. Suas métricas de desempenho foram de 0,8373, 3,5677, 8,0134,
0,7976, 0,4348, que correspondem aos valores médios de MAE, MSE, MAPE, R? e o, respecti-
vamente. Ja o tempo de treinamento do RF foi de aproximadamente 1 hora com valores médios
de MAE, MSE, MAPE, R? e 0 de 0,0001, 0,0, 0,0003, 1,0, 0,0002, respectivamente. Resultados
semelhantes nas métricas foram obtidos nos algoritmos de DT e kNN, com tempo de treina-
mento menor, sendo de 1 minuto e 15 segundos para a Arvore de Decisio e de 53 segundos
para o kNN. Os outros algoritmos que nao resultaram em um desempenho satisfatério nas mé-
tricas de desempenho foram do AdaBoost, com valores médios de MAE, MSE, MAPE, R?e o de
0,5132, 0,4063, 7,4934, 0,9769, 0,2870, respectivamente; e da MLP, com os seguntes valores
médios de MAE, MSE, MAPE, R?e o: 0,9151, 2,5121, 5,9349, 0,8574, 0,5590. O AdaBoost re-
sultou em um tempo de treinamento de 22 minutos, enquanto a MLP obteve um custo no tempo
de quase 13 minutos. Os valores estdo resumidos na Tabela (6.9).

O desempenho inferior do AdaBoost comparado ao DT, RF e kNN pode ser atribuido
ao numero reduzido de estimadores, que foi de 50 no nosso experimento, e a escolha de uma
funcdo de perda linear. Em contraste, o RF fez uso de 105 estimadores e adotou o MSE como
critério de selecdo. No que diz respeito a MLP, o desempenho aquém do esperado pode ser cau-
sado pelo grande nimero de camadas ocultas, o que frequentemente resulta em o otimizador se
prender a minimos locais. Além disso, a fun¢do de ativacdo ReLLU, sendo linear, contribui para
a manutenc¢do da linearidade no modelo conexionista, ja que a aplicagdo de uma transformacao

linear como a ReLLU preserva essa caracteristica durante a busca por uma solucao.

Tabela 6.9: Principais dados de avaliagdo de correc¢do espectral no Figado

Algoritmo | Tempo MAE mé- | MSE mé- | MAPE mé- | R> médio e | ¢ médio e
dio e std dio e std dio e std std std

MLR 26s 0,8373 +/- | 3,5677 +/- | 8,0184 +/- | 0,7976 +/- | 0,4348 +/-
0,0148 0,1533 0,5742 0,0059 0,0489

DT Iminl5s | 0,0001 +/- | 0,0 +/- 0,0 | 0,0003 +/- | 1,0 +/-0,0 | 0,0001 +/-
0,0001 0,0002 0,0001

RF 1hOmin4s | 0,0002 +/- | 0,0 +/- 0,0 | 0,0007 +/- | 1,0 +/-0,0 | 0,0002 +/-
0,0 0,0001 0,0001

AdaBoost | 22min 0,5132 +/- | 0,4063 +/- | 7,4934 0,9769 +/- | 0,2870 +/-
0,0538 0,0498 1,2719 0,0028 0,0291

kNN 53s 0,0009 +/- | 0,0001 +/- | 0,0001 +/- | 1,0 +/-0,0 | 0,0006 +/-
0,0 0,0 0,0 0,0003

MLP 13minl0s | 0,9151 +/- | 2,5121 +/- | 5,9349 +/- | 0,8574 +/- | 0,5590 +/-
0,2372 0,3696 3,8687 0,0208 0,2682

Fonte: Autor (2024).

No teste de hipétese, considerando o valor médio de cada label, a Regressdao Linear
Multipla obteve um p-valor de 0,0, o0 AdaBoost de 0,0235, a MLP de 0,0, de 0,013 para o kNN
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e de 0,018 no RF. Isso significa que para estes algoritmos o valor médio predito de intensidade
I para o comprimento de onda A ndo € o real. Por outro lado a DT resultou em um p-valor de
0,1328, respectivamente, ou seja, o valor médio predito por eles € o valor real.

A reconstru¢do de intensidade das curvas para este tecido nos seis algoritmos pode

ser encontrada nas Figuras (A.17) e (A.18)

Figura 6.17: Gréfico de violino do o obtido a partir da corre¢do espectral usando os seis
modelos de AM no figado
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0.0

A variacdo mais acentuada do o foi no MLP e na MLR. Ja os os obtidos através
das curvas preditas pelos demais algoritmos tiveram valores proximos de 0. Maiores detalhes
podem ser encontrados na Figura (6.17).

O gréfico de violino da temperatura (Figura 6.18) mostrou uma alta varia¢do na tem-
peratura obtida a partir dos espectros corrigidos usando MLR, MLP e AdaBoost. Os melhores

resultados foram aqueles obtidos usando os seguintes algoritmos: DT, RF e kNN.

6.2.4 Pele

Para a Pele, o MLR foi o algoritmo mais rapido no tempo de treinamento, gastando
apenas 25 segundos e com valores médios de MAE, MSE, MAPE, R? e o de 1,0912, 5,4118,
12,9144, 0,6930, 0,5730, respectivamente. Em contrapartida o tempo de treinamento do RF' foi
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Figura 6.18: Gréfico de violino da temperatura obtida pela correcao espectral usando os algo-
ritmos de AM no figado
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Fonte: Autor (2024).

de aproximadamente 1 hora com valores médios de MAE, MSE, MAPE, R? e o de 0,0002, 0,0,
0,0006, 1,0, 0,0001, respectivamente. Resultados semelhantes nas métricas foram obtidos nos
algoritmos de DT e kNN, com tempo de treinamento menor, sendo de 1 minutos e 16 segundos
para a Arvore de Decisdo e de 1 minuto para o kNN. Resultados menos satisfatérios nas métricas
de desempenho sido do AdaBoost, com valores médios de MAE, MSE, MAPE, R? e o de 0,7507,
0,7463, 13,5014, 0,9576, 0,4239, respectivamente; e da MLP, com os seguintes valores médios
de MAE, MSE, MAPE, R? e 0: 1,1078, 3,8311, 6,3750, 0,7836, 0,9457. O AdaBoost resultou
em um tempo de treinamento de aproximadamente 21 minutos, enquanto a MLP gastou cerca
14 minutos. Os valores estdo resumidos na Tabela (6.10).

O desempenho abaixo do esperado do AdaBoost em comparacao com DT, RF e kNN
pode ser explicado pelo nimero limitado de estimadores, que foi de 50 em nossa andlise, e pela
escolha de uma fung¢do de perda linear. Em contraste, o RF utilizou 105 estimadores e empregou
0 MSE como critério de sele¢do. Quanto a MLP, o desempenho insatisfatério pode ser atribuido
ao elevado ndmero de camadas ocultas, que frequentemente faz com que o otimizador fique
preso em minimos locais. Além disso, a fun¢do de ativacdo ReLU, por ser linear, ajuda a

manter a linearidade no modelo conexionista, pois aplicar uma transformacgdo linear como a
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ReL.U preserva essa caracteristica durante a busca pela solugdo.
Tabela 6.10: Principais dados de avaliacdo de correcdo espectral na Pele
Algoritmo | Tempo MAE mé- | MSE mé- | MAPE mé- | R? médio e | ¢ médio e
dio e std dio e std dio e std std std
MLR 25s 1,0912 +/- | 54118 +/- | 12,6144 +/- | 0,6930 +/- | 0,5730 +/-
0,0175 0,220 0,9160 0,0083 0,0608
DT Iminl6s | 0,0001 +/- | 0,0001 +/- | 0,0003 +/- | 1,0 +/-0,0 | 0,0001 +/-
0,0001 0,0001 0,0003 0,0002
RF 1hOmin28s| 0,0002 +/- | 0,0 +/- 0,0 | 0,0006 +/- | 1,0 +/-0,0 | 0,0001 +/-
0,0 0,0001 0,0001
AdaBoost 21mind6s | 0,7507 +/- | 0,7463 +/- | 13,5014 +/- | 0,9576 +/- | 0,4239 +/-
0,1118 0,1142 3.2267 0,0066 0,0514
kNN Imin4s 0,0012 +/- | 0,0001 +/- | 0,0001 +/- | 1,0 +/-0,0 | 0,0007 +/-
0,0001 0,0 0,0 0,0003
MLP 14min50s | 1,1078 +/- | 3,8311 +/- | 6.3750 +/- | 0,7826 +/- | 0,9457 +/-
0,2305 0,4268 3,8150 0,0241 0,3286

Fonte: Autor (2024).

No teste de hipdtese considerando o valor médio de cada label, a Regressao Linear

Muiltipla obteve um p-valor de 0,0, o AdaBoost de 0,0, a MLP de 0,0, o kNN de 0,0 e o RF de
0,0169. Logo nestes algoritmos o valor médio predito de intensidade I para o comprimento de
onda A ndo € o real. Por outro lado a DT resultou em um p-valor de 0,8125, ou seja, o valor
médio predito por ele € o valor real.

A reconstru¢do de intensidade das curvas para este tecido nos seis algoritmos pode
ser encontrada nas Figuras (A.19) e (A.20)

A variag@o mais acentuada do o foi no MLP, seguido pelo AdaBoost e MLR.
Os melhores resultados foram dos kNN, seguidos pela DT e RF, cujo valor do o foi igual.
Maiores detalhes podem ser encontrados na Figura (6.19).

O gréfico de violino da temperatura mostrou uma variagao consideravel na tempera-
tura usando as curvas corrigidas pela MLR e MLP, enquanto o AdaBoost obteve uma variancia
menor, sendo mais preciso que os anteriores. Os melhores resultados da temperatura usando
as curvas corrigidas foram dos algoritmos: DT, RF e kNN, sendo exatos e precisos. Maiores

detalhes podem ser encontrados na Figura (6.20).
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Figura 6.19: Gréfico de violino da temperatura obtida pela correcdo espectral usando os algo-
ritmos de AM na pele
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Fonte: Autor (2024).



Resultados e Discussdo nos tecidos com distor¢oes usando s e profundidade

76

Figura 6.20: Gréfico de violino da temperatura obtida pela correcdo espectral usando os algo-

ritmos de AM na pele
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Capitulo 7
Conclusao e Trabalhos Futuros

A nanotecnolgia é uma das tecnologias mais promissoras do século XXI. Neste con-
texto, o uso de NPs como nanotermdmetros luminescentes tem grande potencial a ser explorado
pela medicina, seja para mapeamento de tecidos através de imagens, seja para o diagndstico e
o tratamento de doencas. Contudo, neste ultimo tipo de aplicacdo ainda hd um cendrio com
diversos problemas a serem superados. No que se refere ao diandstico e tratamento de doengas,
pode-se mencionar as distor¢des espectrais causadas pelos tecidos quando as NPs estdo contida
neles, gerando distor¢des espectrais, bem como em uma medida incorreta da temperatura na
regido de interesse.

Neste trabalho foram usados 6 algoritmos de AM: MLR, DT, RF, AdaBoost, kNN
e MLP. Quando as distorcdes espectrais foram geradas pelo coeficiente de absor¢do (u,) €
profundidade, foram utilizados os seguintes tecidos: massa cinzenta do cérebro, mama pré-
menopausa, figado, pele ¢ a 4gua. Fixando a profundidade das NPs e variando o coeficiente de
absorcao foram geradas distor¢des na pele, na qual o parametro modificado foi a concentragao
de dgua. De modo andlogo, quando as distor¢cdes espectrais foram geradas pelo coeficiente
de absorcdo (i) e pela profundidade, foram feitas corre¢cdes usando os modelos de AM nos
seguintes tecidos biolgicos: massa cinzenta do cérebro, mama pré-menopausa, figado e
pele.

Os resultados mostraram métricas de desempenho préoximas dos melhores valores
possiveis. Em todos os tipos de decidos, sejam aqueles com as distor¢des causadas pelo coefi-
ciente de absorc¢d@o ou pelo coeficiente de espalhamento, obtiveram um R? médio maior ou igual
a 0,78, havendo aqueles que atingiram o valor maximo possivel: 1,0. Resultados similares em
termos de desempenho foram obtidos com o0 MAE, MSE e MAPE, com valores nulos ou proxi-
mos de zero com arredondamento de 4 casas decimais e, com rara exce¢do, valor nulo na casa
das unidades, ou seja, menores que 0,9. O o teve resultados menores que 0,5, a maioria dos
quais foram préximos de 0. Além disso os valores obtidos foram compativeis com as demais
métricas utilizadas (MAE, MSE e MAPE).

Dentre os algoritmos que obtiveram pior desempenho na correcdo espectral usando

o coeficiente de absorc¢ao e a profundidade estdo a MLR, MLP e AdaBoost. O teste de hipdtese
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também sustentou que tais modelos de AM nesse contexto nio predizem o valor real do espec-
tro. No cendrio de bom desempenho, mas cujo teste de hipdtese em alguns casos ndo sustentou
que seja um bom preditor para este problema estd o kNN. Por outro lado, a DT e o RF, além
de obterem valores maximos de métricas e um baixo desvio padrao, sustentaram a hipétese que
sdo bons preditores na correcdo espectral. Os resultados foram andlogos usando o coeficiente
de espalhamento ().

Outrossim, vale destacar que, apesar de ser um bom preditor, o RF € computaci-
onalmente caro, deixando como melhor algoritmo em termos de desempenho computacional
e resultados o algoritmo Arvore de Decisdo. Vale também destacar que para os algoritmos
com bom desempenho o kNN também pode ser explorado, ainda que o teste de hipétese nao
sustentou a hipétese nula.

Como o objetivo das corregdes espectrais € a obtencdo de temperatura, os piores al-
goritmos foram a MLR, a MLP e o AdaBoost, cujos gréaficos de violino do ¢ e da temperatura
mostraram valores com uma alta variancia e/ou baixa exatiddo com imprecisao. Por outro lado,
os outros trés algoritmos, DT, RF e kNN tiveram uma alta extatidao e precisdo, acertando a
temperatura com 1 casa decimal. Nesse caso, os resultados foram melhores que o uso de cur-
vas de calibra¢do proposto por ( , ), cuja diferenca possui discrepancias
variando de 6 °C a 11 °C, enquanto que no caso das correcdes usando AM, os 3 algoritmos
obtiveram valores corretos de temperatura com 1 casa decimal.

Os resultados aliados ao teste de hipdtese Wilcoxon comprovaram que as técnicas
de AM tem uma capacidade preditiva com precisdo. Contudo, dentre as principais limitacoes,
podemos destacar a utilizagdo de dados gerados por uma lei bem definida, quando pode ser
factivel usar dados que ndao possuam nenhuma lei fisica conhecida, ou mesmo outras formas
de combinacgdo de distor¢cdes. Além disso, o nimero de tecidos utilizados, considerando um
contexto de aplicacdes reais, € limitado.

Como trabalhos futuros, vale a pena mencionar o uso dos modelos com melhores
resultados num cendrio real, ou seja, em laboratério. Também podem ser verificado se os al-
goritmos com piores resultados na corre¢do espectral podem ser melhorados a partir da busca
de hiperparametros, como Grid Search e Random Search, especialmente para os modelos de
regressdo MLR, AdaBoost e MLP.

Por fim, este trabalho mostrou como o uso de algoritmos de AM para corre¢ao espec-
tral e obtenc@o de temperatura em tecidos bioldgicos podem melhorar a capacidade preditiva,
sendo tao efetiva quanto a proposta de ( , ), além de automatizar o pro-
cesso. Um avanco neste sentido poderd proporcionar o diagndstico precoce de determinadas
doencas e um tratamento mais eficaz, como no caso de terapias no contexto de tumores a base

de hipertermia.
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Apéndice A

Correcoes espectrais

A.1 Correcoes espectrais obtidas a partir dos espectros dis-

torcidos usando 1, e profundidade
Figura A.1: Corregdes espectrais na massa cinzenta do cérebro usando (a) MLR e (b) DT.

(a) (b)

Corregéo espectral usando Regressao Linear no tecido: Matéria Cinzenta do Cérebro Corregéo espectral usando Arvore de Deciséo no tecido: Matéria Cinzenta do Cérebro
Parametro variado: Depth Parametro variado: Depth

—— Valor real —— Valor real
Prediao média Predicao média
R? médio:0.9991 —

R2 médio:1.0
Margem do valor predito
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Figura A.2: Corregdes espectrais na massa cinzenta do cérebro usando (a) RF, (b) AdaBoost,
(c) kNN e (d) MLP.
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(c)

Corregdo espectral usando KNN no tecido: Matéria Cinzenta do Cérebro (d)
Parametro variado: Depth

—— Valor real
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Figura A.3: Corre¢des espectrais na mama pré-menopausa usando (a) MLR, (b) DT, (c) RF e
(d) AdaBoost.
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Figura A.4: Corre¢des espectrais na mama pré-menopausa usando (a) kNN e (b) MLP.
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Parametro variado: Depth
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Corregao espectral usando RNA Multi-Layer Perceptron no tecido: Mama Pré-Menopausa

Parametro variado: Depth
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Figura A.5: Corregdes espectrais no figado usando (a) MLR e (b) DT.
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Parametro variado: Depth
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Figura A.6: Corregdes espectrais no figado usando (a) RF, (b) AdaBoost, (c) kNN e (d) MLP.
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Parametro variado: Depth
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Figura A.7: Corre¢des espectrais na pele usando (a) MLR, (b) DT, (c) RF e (d) AdaBoost.
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Parametro variado: Depth
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Intensidade (u.a.)

Figura A.9:
(b) DT.
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Figura A.8: Corre¢des espectrais na pele usando (a) kNN e (b) MLP.
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Correcdo espectral usando RNA Multi-Layer Perceptron no tecido: Pele

Parametro variado: Depth
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Figura A.10: Correcdes espectrais na pele variando a concentracdo de dgua usando (a) RF, (b)
AdaBoost, (¢c) kNN e (d) MLP.
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Figura A.11: Correcdes espectrais na dgua usando (a) MLR, (b) DT, (c) RF e (d) AdaBoost.
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Figura A.12: Correcdes espectrais na dgua usando (a) kNN e (b) MLP.
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Corregao espectral usando KNN no tecido: Agua

Corregao espectral usando RNA Multi-Layer Perceptron no tecido: Agua
Parametro variado: Depth
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A.2 Correcoes espectrais obtidas a partir dos espectros dis-

torcidos usando /i, e profundidade
Figura A.13: Correcdes espectrais na massa cinzenta do cérebro usando (a) MLR e (b) DT.

(a) (b)

Corregdo espectral usando Regressao Linear no tecido: Matéria Cinzenta do Cérebro

= | Corregao espectral usando Arvore de Decisdo no tecido: Matéria Cinzenta do Cérebro
Parametro variado: Depth

Parametro variado: Depth
— Valor real —— Valor real
Predicao média Predicao média
R? médio:0.9043 R médio1.0
. Margem do valor predito Margem do valor predito
20
15 15
Gl ©
El el
[} (]
o o
© ©
o o
@ @
g1 S 10
g L
= £
5 5
o )
900 1000 1100 1200 1300 1400 900 1000 1100 1200 1300 1400

A (nm) A (nm)



Corregoes espectrais obtidas a partir dos espectros distorcidos usando s e profundidade 96

Figura A.14: Correcdes espectrais na massa cinzenta do cérebro usando (a) RF, AdaBoost, (¢)
kNN e (d) MLP.
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Figura A.15: Correcdes espectrais na mama pré-menopausa usando (a) MLR, (b) DT, (c) RF,
(d) AdaBoost
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Figura A.16: Correcdes espectrais na mama pré-menopausa usando (a) kNN e (b) MLP.
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Figura A.17: Correcdes espectrais no figado usando (a) MLR e (b) DT.
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Figura A.18: Correcdes espectrais no figado usando (a) RF, (b) AdaBoost, (c) kNN e (d) MLP
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Figura A.19: Correcdes espectrais no pele usando (a) MLR, (b) DT, (c) RF e (d) AdaBoost
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Figura A.20: Correcdes espectrais na pele usando (a) kNN e (b) MLP.

(a) (b)

Correcéo espectral usando KNN no tecido: Pele Correcéo espectral usando RNA Multi-Layer Perceptron no tecido: Pele
Parametro variado: Depth Parametro variado: Depth
—— Predicdo média e R%1.0 —— Predicdo média e R2:0.7826
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Apéndice B
Revisao Sistematica de Literatura

B.0.1 Metodologia

Para realizar uma RSL adequada é preciso primeiro elaborar perguntas de pesquisa que
sejam adequadas ao problema que se deseja resolver. O intuito € realizar um mapeamento preli-
miar para saber os principais topicos que sao cobertos pela pesquisa. Neste trabalho houve uma
investigacdo envolvendo duas dreas: Nanotermometria (Fisica) e Aprendizagem de Méquina
(Ciéncia da Computagdo).

O segundo passo € usar o critério ou método de PICOC, que € uma adaptacdo do crité-
rio PICO. Este dltimo € um critério consolidado nas pesquisas envolvendo dreas médicas (

, ); ( , ); ( , ). Esta técnica foi
sugerida e adapatada para a Engenharia de Software por ( , ). Seu
intuito foi trazer uma metodologia de investigacdo de outra drea (a Medicina), e adequé-la em
um dos campos da Ciéncia da Computacdo (Engenharia de Software). Obviamente, ela pode
ser acomodada outras dreas do conhecimento humano que exijam uma metodologia de revisao.
Vale destacar ainda o acréscimo do Contexto (correspondente a letra C do acrénimo PICOC)
que diz respeito a adocdo da ferramenta para a realizacdo da RSL, que € chamada de Parsi-
fal ( , ). O acronimo PICOC tem seu significado resgatado do inglés cujo

significado de cada letra € mostrado a seguir:

1. P: do inglés Population, diz respeito a qual populacdo de interesse a pesquisa estd se

tratando.

2. I: do inglés Intervention, corresponde aos tipos de tecnologias, procedimentos e/ou ferra-

mentas para a resolu¢do do problema.

3. C: do inglés Comparison, técnicas para comparagdo das solu¢des buscadas na resolugao

do problema.

4. O: do inglés Outcome, o tipo de saida desejada na pesquisa enquanto propostas de reso-

lucdo para o problema.
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5. C: do inglés Context, significa o contexto em que a pesquisa estd sendo trabalhada.

ApOs a elaboragdo das perguntas de pesquisa adequadas, o proximo passo € usar palavras
ou termos coerentes que descrevam a investigacao cientifica. O objetivo especifico deste tipo de
procedimento € obter um conjunto de palavras-chave que possa ser usado em bases cientificas de
dados cientificas e, uma vez aplicadas outras etapas, trazer os trabalhos mais relevantes e recen-
tes da problematica tratada, bem como uma descricdo tdo completa e objetiva quanto possivel
das técnicas e ferramentas mencionadas, trazendo a tona lacunas que possam ser preenchidas.
Nesta fase de investigagdo da RSL, serd um trabalho mais facil encontrar gaps, auxiliando em
uma fundamentacio e justifica s6lidas no trabalho que estd sendo desenvolvido.

Dando sequéncia a metodologia de pesquisa usando o Parsifal, as strings de busca sdo inse-
ridas nas bases de dados escolhidas. Para isso sdo feitas adaptagdes textuais levando em conta
a organizacdo e as exigéncias de cada base. Vale salientar ainda que a escoha das bases de
busca deve ser feita levando em consideracao a qualidade dos trabalhos e o contexto em que a
pesquisa estd inserida.

O préximo passo na RSL € elaborar uma selecio dos estudos usando os critérios de inclusao
e exclusdo adequados. O intuito € realizar uma triagem para extrair os artigos mais relevantes
e que podem contribuir com a investigacao do problema. Nesta etapa os trabalhos resultantes
trazem bastante informacao a respeito das lacunas, técnicas e outros aspectos sobre a pesquisa,
uma vez que € feita apds o acesso aos textos completos € uma leitura panoramica e/ou do
abstract. O Parsifal propicia essa selecao de artigos de forma facil, mesmo sendo um processo
manual. Ao final irdo restar os artigos para a avaliacdo de qualidade, boa parte dos quais serdo
usados como base para a pesquisa.

A avaliacdo de qualidade tem o intuito de realizar um estudo mais criterioso acerca dos
artigos escolhidos. E nessa fase que é realizada uma leitura aprofundada dos artigos escolhi-
dos. O objetivo € elencar técnicas e abordagens que procurar resolver o problema. Nesta etapa
atribui-se uma nota aos artigos previamente selecionados. A escala de pontuagdo € da prefe-
réncia do pesquisador ou grupo de pesquisa envolvidos. A ideia chave é checar quais papers
podem contribuir com a problemética escolhida.

Na etapa de extracdo dos dados € realizada uma extracdo de informagdo sobre os artigos
que passaram pela fase de avaliagdo de qualidade. Um resumo das informacdes relevantes dos
artigos que restaram € fixada e pode ser utilizada para os fins necessarios. Uma visdo bem mais
detalhada acerca de informacdes relevantes dos artigos € vista de forma nitida.

A dltima etapa diz respeito a uma discussdo da RSL. Ela deve abordar técnicas, ferramentas
e outros aspectos cobertos pelos artigos selecionados. Os artigos que chegam nesta fase devem

nortear toda a pesquisa.
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B.0.2 Analise Bibliométrica

A nossa andlise bibliografica dentro da RSL € feita seguindo os passos mencionados anteri-
ormente. Isso torna a RSL sdlida e auditdvel, além de uma metodologia que € de fato sistema-

tica.

Perguntas de Pesquisa

A partir do titulo da nossa pesquisa foram elaboradas as seguintes perguntas de estudo:

RQ1 - Quais métodos existem para correcao de distor¢ao espectral de nanoparticulas como

nanotermdmetros em tecidos biol6gicos?

RQ2 - Quais métodos existentes para corrigir distorcdes espectrais de nanotermdmetros em

tecidos bioldgicos usaram aprendizado de maquina ou aprendizado profundo?

RQ3 - Quais métodos existem para correcdo espectral de nanoparticulas como nanotermdme-

tros em tecidos bioldgicos foram mais eficazes?

Critério PICOC Apos a elaboracio cuidadosa das perguntas de pesquisa, foram escolhidas as
palavras-chave que descrevessem de forma tdo adequada quanto possivel as questdes levantadas

anteriormente. Os resultados sdo indicados na Tabela B.1.

Tabela B.1: Critérios PICOC

Population | nanoparticle spectrum
Intervention machine learning
Comparison None

Outcome correct spectrum
Context tissues

Fonte: Autor (2023)

Na ferramenta Parsifal é possivel inserir palavras sindbnimos para cada uma das palavras
escolhidas no critério PICOC. O intuito € explorar de forma abrangente e direcionada trabalhos
relevantes para o trabalho. Nesse sentido e considerando tanto as perguntas de pesquisa quanto

as palavras do critério PICOC, foram escolhidos sindnimos exibidos na Tabela B.2.

Palavras-Chave e Sinonimos

Strings de Busca e Bases As strings de busca gerada pelo Parsifal de acordo com o critério
PICOC e a Tabela B.2 foram as seguintes: ("nanoparticle spectrum"OR "nanoparticles"OR
"nanothermometers spectrum"OR "nanothermometry") AND ("machine learning"OR "artificial
intelligence"OR "method") AND ("correct spectrum"OR "reliability spectrum"OR "spectrum").
As strings de busca em cada uma das bases estdo na Tabela B.3.
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Tabela B.2: Palavras-chave e respectivos sindnimos

Palavra-chave Sinonimo Relacao
correct spectrum | reliability spectrum; spectrum Outcome
machine learning | artificial intelligence; method Intervention
nanoparticle nanoparticles; nanothermometers .

Population
spectrum spectrum; nanothermometry

Fonte: Autor (2023)
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As bases para realizar a busca foram: American Chemical Society (ACS), Science Direct,

Scopus e Web of Science. Elas foram escolhidas devido a sua credibilidade e envolvimento

na 4rea de pesquisa. Vale destacar ainda que para cada base de dados foi necessdria realizar

uma adaptagdo para realizar a busca. Isso ocorreu porque cada uma tem variagdes proprias para

insercdo das strings de busca, bem como no uso de palavras reservadas e conectores 16gicos.

Tabela B.3: Strings de Busca nas Bases de Dados

Base String de Busca final
[[Abstract: "nanoparticle spectrum"] OR [Abstract: "nano-
particles"] OR [Abstract: "nanothermometers spectrum’”] OR
ACS [Abstract: "nanothermometry”]] AND [[Abstract: "machine

learning"] OR [Abstract: "artificial intelligence"] OR [Abs-
tract: "method”]] AND [[Abstract: "correct spectrum"] OR
[Abstract: "reliability spectrum"] OR [Abstract: "spectrum’]]

Science Direct

("nanoparticle spectrum"OR "nanoparticles"OR "nanothermo-
meters spectrum"OR "nanothermometry") AND ("machine le-
arning"OR "artificial intelligence"OR "method") AND ("cor-

rect spectrum”"OR "reliability spectrum")



https://pubs-acs-org.ez9.periodicos.capes.gov.br/
https://www.sciencedirect.com/
https://www.elsevier.com/pt-br
https://access.clarivate.com/login?app=wos&alternative=true&shibShireURL=https:%2F%2Fwww.webofknowledge.com%2F%3Fauth%3DShibboleth&shibReturnURL=https:%2F%2Fwww.webofknowledge.com%2F%3Fapp%3Dwos%26authCode%3Dnull%26locale%3Den&roaming=true

Scopus

TITLE-ABS-KEY ( ( "nanoparticle spectrum"OR "nanopar-
ticles"OR "nanothermometers spectrum"OR "nanothermome-
try") AND ( "machine learning"OR "artificial intelligence"OR
"method") AND ( "correct spectrum"OR 'reliability spec-
trum"OR "spectrum") ) AND ( LIMIT-TO ( SUBJAREA ,
"MEDI") ) AND ( LIMIT-TO ( DOCTYPE , "ar") ) AND
( LIMIT-TO ( LANGUAGE , "English") ) AND ( LIMIT-
TO ( EXACTKEYWORD , "Nanoparticles") OR LIMIT-
TO ( EXACTKEYWORD , "Sensitivity And Specificity")
) AND ( LIMIT-TO ( SRCTYPE , "j") ) AND ( LIMIT-
TO ( EXACTSRCTITLE , "Nanomedicine Nanotechnology
Biology And Medicine") OR LIMIT-TO ( EXACTSRCTI-
TLE , "Physics In Medicine And Biology") OR LIMIT-
TO ( EXACTSRCTITLE , "Nanomedicine") OR LIMIT-TO
( EXACTSRCTITLE , "Physica Medica") OR LIMIT-TO (
EXACTSRCTITLE , "Journal Of Nanomedicine And Nanote-
chnology") OR LIMIT-TO ( EXACTSRCTITLE , "Journal Of
Biomedical Nanotechnology") OR LIMIT-TO ( EXACTSRC-
TITLE , "Nanomedicine Research Journal") ) AND ( LIMIT-
TO ( PUBSTAGE , "final") ) AND ( LIMIT-TO ( OA , "all")

Web of Science

)

AB=(("nanoparticle spectrum"OR "nanoparticles"OR "na-
nothermometers spectrum"OR "nanothermometer") AND
("machine learning"OR "artificial intelligence"OR "method")
AND ("correct spectrum"OR "reliability spectrum"OR "spec-
trum")) OR TI=(("nanoparticle spectrum"OR "nanoparti-
cles"OR "nanothermometers spectrum"OR "nanothermome-
ter") AND ("machine learning"OR "artificial intelligence"OR
"method") AND ("correct spectrum"OR 'reliability spec-
trum"OR "spectrum"))

Fonte: Autor (2023)
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Critérios de Inclusido e Exclusdo Os critérios de inclusdo e exclusdo sdo utilizados para

incluir e excluir trabalhos,

respectivamente. Os de inclusdo foram:

- Acesso e estdgio de publicagcdo: Gold, Green Published, Published

- Categorias: Nanoscience, Nanotechnology, Chemstry, Medicine and

- Estudos em inglés
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- Outros: nanoparticles, sensitivity, specificity

- Tipo de documento: artigo, artigo de revisao

- Técnica de corre¢do espectral de NPs em tecidos
- Titulos de Journals

- Uso do espectro de NPs em drea médica

- Uso do espectro de NPs

Enquanto isso, os de exclusdo sdo listados abaixo:

- NPs em materiais ndo bioldgicos
- Nao usa NPs
- Uso de NPs em drea médica, mas sem emprego de espectro

- Uso de NPs em area nao médica

Avaliacao de Qualidade Para o processo de avaliagdo de qualidade (apds aplicacdo dos cri-

térios de inclusdo e exclusdo), foram adotadas as seguintes questoes:

1. O artigo descreve o método de forma clara?
2. O artigo traz contribui¢cdes sobre nanotermometria?
3. O artigo faz uso de algum tipo de espectro de NPs?

4. O artigo usa algum método para correcao do espectro de NPs?

O valor de cada resposta foi 1.0, 0.5 e 0.0 para a resposta Sim, Parcialmente e Ndo, respec-
tivamente. Vale destacar também que nesta etapa foi realizada a leitura completa dos artigos,

ccom foco nas técnicas que estejam utilizando.

Extracdo de Dados Para realizar o processo de extracdo de dados foi criado um template de

topicos a serem seguidos, os quais foram:

1. Titulo: String
2. Nome dos Autores: String
3. Ano da Publicacdo: Inteiro

4. Proposta: Método

Usando a ferramenta Parsifal os artigos foram submetidos, objetivando-se a extracdao dos

dados. Isso foi muito util para encontrar lacunas presente na literatura.
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B.0.3 Resultados

A Figura B.1 mostra o pipeline até a obtencao dos artigos finais. Dos 35 035 que formaram

a busca nas 4 bases escolhidas, ao final foram selecionados apenas 22.

Figura B.1: Fluxograma com extracao de artigos da base

' ™
Aplicando busca nas

bases de dados

Resultados = 35 035

v

¥

g ™
Aplicando critérios de

inclusdo/exclusdo

Resultados = 186

&
.

. ™\
Leitura de titul
eitura de titdlo € > Resultados = 22
abstract
' ™
Avaliacdo de qualidade |—— Resultados = 22

Fonte: Autor (2023)

Na primeira busca realizada em cada uma das bases foram obtigos pouco mais de 35 mil ar-
tigos. A Figura B.2 exibe a quantidade presente em cada um dos conjuntos de pesquisa usados.
Para uma anélise bibliométrica foi utilizada a linguagem de programacdo R, bem como uma de
suas bibliotecas muito usadas no contexto de revisdes sistemadticas, a bibliometrix (

, ).

Pode-se notar que a producdo cientifica anual relacionada ao emprego de NPs tem crescido
de forma significativa (Figura B.3). Este grafico foi feito apés o emprego dos critérios de
inclusdo disponiveis nas proprias bases de dados. ApOds essa etapa, foi realizada uma leitura
de titulo a abstract buscando selecionar aqueles artigos que tem mais potencial de contribuirem
com a pesquisa. A Figura B.1 exibe o antes e o depois da quantidade de artigos em cada uma
das bases apds esse processo. Na ACS, o nimero foi de 330 para 14, na Science Direct foi de
104 para 49, na Scopus foi de 29 356 para 12 e na Web of Science esse numero foi de 5245 para
111.

B.0.4 Conclusoes da RSL

Ap6s a avaliacdo de qualidade restaram apenas 22 artigos (Figura B.1). Foram escolhidos

aqueles com nota maior ou igual a 2.0, cujas notas podem pertencer ao intervalo fechado [0.0;
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Figura B.2: Quantidade de artigos em cada base

330

)

Base de dados

|:| ACS

|:| ScienceDirect
|:| Scopus

[ ] wos

Fonte: Autor (2023)

4.0]. Os artigos tratam sobre o uso de NPs no contexto médico ou para andlise espectral. Os
seguintes trabalhos ( , ), ( , )e ( , ) sdo
aqueles cujo foco mais se aproximam dos objetivos da correcdo espectral de NPs em tecidos
bioldgicos. Nas bases escolhidas ndo foi encontrado nenhum paper que trate sobre corre¢ao
espectral usando AM no contexto de tecidos bioldgicos. Isso comprova que hd uma lacuna no
uso de IA neste contexto.

Assim, a RSL mostrou a existéncia de gaps sobre o uso do espectro de NPs em tecidos bi-
olégicos. Dentre eles, podemos destacar a uso das mesmas em aplicacdes bioldgicas e médicas
(Figura B.3), que mesmo sendo uma drea em ascenc¢do, ainda ha pesquisas a serem desenvol-
vidas neste campo. Outrossim, mesmo com o uso difundido da AM nos udltimos anos e de
técnicas cada vez mais sofisticadas de inteligéncia artificial, seu emprego em outras dreas como

a nanotermometria € um objeto de estudo a ser explorado.



Figura B.3: Produgdo cientifica anual
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Apéndice C
Teste estatistico de Wilcoxon

Nesta subsecao serd abordado acerca do que € Estatistica, suas divisdes basicas, bem como
serd abordado sobre testes estatisticos. Este dltimo terd enfoque no Teste de Wilcoxon, descre-
vendo sua metodologia e aplicabildiade no contexto do problema em questdo. Os fundamentos

desta subsecdo € baseada no trabalho de ( , ).

C.0.1 Estatistica

Pode-se dizer de forma simples que Estatistica ¢ uma drea da Matemaética que tem por
objetivo realizar coletas, redu¢des, manipulacdes, andlise, modelagem de dados em que um dos
objetivos mais fundamentais € realizar inferéncias. Sempre que um experimento envolvendo
dados esta presente, esse ramo da Matematica é fundamental para uma andlise objetiva, rigorosa

e confidvel. Ela pode ser dividida em duas:

1) Estatistica Descritiva: utiliza um conjunto de técnicas para planejamento, organizagao,
coleta, resumo, classificacdo, descri¢ao e andlise dos dados por meio de tabelas, graficos,
diagramas, histogramas entre outros recursos visuais. Além disso, o cdlculo de certos
parametros que representam esses dados também costuma estar presente, sendo funda-
mental para a interpretacdo coerente das informacdes. Dentro dela ndo ha a extracdo de

conclusdes a partir de deducao ou inferéncia.

2) Estatistica Indutiva ou Inferéncial: utiliza um certo conjunto de técnicas em que a par-
tir de uma amostra estabele hip6teses e tira conclusdes sobre a populacdo de origem. A
formulacao dessas previsdes fundamenta-se, dentre outras coisas, na teoria das probabi-
lidades e com base na andlise e interpretacdo de parametros como a média, moda, desvio
padrdo, variancia entre outros. E nessa subdrea que se encontram os Testes Estatisticos,

tais como o t-Student, Anova, Wilcoxon.

A Estatistica estd presente em diversas dreas do conhecimento humano: nas humanidades

podemos destacar seu aparecimento na Histdria, Ciéncias Sociais, Antropologia - para anélise
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de dados histéricos, fendmenos sociais, entre outros, usando a Estatistica Descritiva e a Estatis-
tica Inferencial como testes de hipdteses; na area de exatas podemos destacar seu uso frequente
nas Engenharias, na Matematica e na Aprendizagem de Mdquina, que também fazem uso das
técnicas de Estatistica Descritiva e Indutiva.

Na Aprendizagem de Maquina no contexto de problemas de Regressdo os testes sdo impor-
tantes, pois asseguram se os valores preditos sdo confidveis em termos de precisdo e exatiddo,
entre outros parametros. Por precisdo queremos dizer na capacidade que o modelo tem de pre-
ver valores similares dentro de uma faixa aceitdvel. E por exatidao pode-se entender como o

quanto o modelo de fato estd acertando em relacio ao parametro real.

C.0.2 Teste de Hipotese

Os métodos de teste de hipdtese e de intervalo de confianca baseados em amostras aleatorias
provienientes de uma populag¢do normal sdo chamados de métodos paramétricos. Assim, elas
dependem da suposi¢do de uma normalidade na distribui¢do dos dados. Contudo, dependendo
do contexto do problema que estd sendo tratado essa suposicdo pode nio ser muito itil. E nesse
ambiente que surgem os métodos chamados de nao-paramétricos ou livres da ditribuicao.

De modo geral eles tém um nivel de significincia o ou de 100 * (1 - a)%. De acordo com
( , ) uma das vantagens destes tipos de técnicas estd na ndo neces-
sidade dos dados serem quantitiativos, ou seja, eles podem ser usados em dados categoéricos
(como o par sim-ndo) ou dados ordenados, bem como sdo mais rdpidos e faceis de serem fei-
tos. Dentre os testes existentes, merecem destaque: o Teste Qui-Quadrado de Pearson, o Teste
de Kruskal-Wallis, o Teste dos Sinais e o Teste de Wilcoxon. Iremos focar na descri¢dao deste

ultimo, uma vez que ele serd utilizado neste trabalho.

C.0.3 Overview do Teste de Wilcoxon

Este teste foi proposto pelo Quimico e Estatistico Frank Wilcoxon (1892 - 1965) em seu
trabalho Probability Tables for Individual Comparisons by Ranking Methods e publicado em
1947 ( , ). Anos depois ficou uma técnica popularizada no livro de Sidney
Siegel (1916 - 1961) intitulado Nonparametric Statistics For The Behavioral Sciences em 1956
( , ). De acordo com ( , ) este teste pode ser dividido

em dois:

1) Teste de Wilcoxon do Posto Sinalizado: ele usa somente dois sinais mais e menos das

diferencas entre as observacdes e a mediana /.

2) Teste de Wilcoxon da Soma dos Postos: este tipo pode ser usado para testar a hipétese

Hy: 1 = po.
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C.0.4 Teste de Wilcoxon do Posto Sinalizado

Este teste € aplicado no caso em que as distribui¢des sdo continuas simétricas. A partir
desse pressuposto, sabe-se que a média € igual a mediana e essa técnica pode ser usada para
testar Hy: pv = .

Consideremos que X, X5, ..., X,, seja uma amostra aleatéria cuja origem seja uma distri-
buicdo continua e simétrica com valores de media e media iguais a p. O teste de Wilcoxon do

Posto Sinalizado pode ser organizado da seguinte maneira:

1) Calcule as diferengas X; - pug, comi= 1,2, ..., n.

2) Ordene as diferencas absolutas |.X; - ygl, comi=1, 2, ..., n em ordem crescente e entdo

forneca aos postos os sinais de suas diferencgas correspondentes.

3) Faga W™ ser a soma dos postos positivos, W~ ser o valor absoluto da soma dos postos
negativos e W = min(W*, W)

4) Se

4.1) Teste bilateral: Caso a hipétese alternativa for Hy: p # 119, entdo o valor observado

da estatistica w < w e a hipétese nula Hy: i1 pp serd rejeitada.

4.2) Teste unilateral: Caso a hipdtese alternativa for Hy: p > pg, rejeite Hoy: = g, S€
w” # wk.
4.3) Teste unilateral: Caso a hipdtese alternativa for Hy: p < pg, rejeite Hoy: = g, Se

wt #wk.

A Tabela C.1 contém os valores criticos de W, de significancia de o = 0.1, a = 0.02, a =
0.01 para o teste bilateral; e o = 0.05, 0.025, 0.01, 0.05.
Caso o nimero de amostras seja grande, isto €, n > 20, entdo defini-se que W (ou W™)

tem aproximadamente uma distribui¢cdo normal com média:

n(n+1
fs = % (C.1)
e variancia:
5 nn+1)2n+1)
= C2

Ow+ 24 ( )

Deste modo, o teste de Hy: p = pg, pode estar baseado da seguinte forma:

W+ —n(n+1)

Zo=— =4t (C.3)

n(n+1)(2n+1)
24



Tabela C.1: Valores Criticos para o Teste de Wilcoxon do Posto com Sinais

ne a 0.10 0.05 0.02 0.01
0.05 0.025 0.01 0.005
4
5 0
6 2 0
7 3 2 0
8 5 3 1 0
9 8 5 3 1
10 10 8 5 3
11 13 10 7 5
12 17 13 9 7
13 21 17 12 9
14 25 21 15 12
15 30 25 19 15
16 35 29 23 19
17 41 34 27 23
18 47 40 32 27
19 53 46 37 35
20 60 52 43 37
21 67 58 49 42
22 75 65 55 48
23 83 73 62 54
24 91 81 69 61
25 100 89 76 68

Fonte: Autor.
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