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RESUMO

A zona costeira € uma faixa de transicdo entre os ambientes terrestre e marinho que
abriga ecossistemas de alta biodiversidade, oferecendo servicos ecossistémicos
fundamentais, em ambitos local e global. Visando a gestéo territorial, os produtos de
sensoriamento remoto tém sido utilizados em estudos ambientais nessas regides,
Vvisto que tais ecossistemas séo impactados pela crescente ocupacao humana. Nesse
contexto, os produtos dos sensores orbitais Opticos sdo amplamente utilizados; em
contrapartida, ha a limitacdo de mapeamento devido a presenca de nuvens, condi¢ao
atmosférica persistente em areas tropicais costeiras. Uma alternativa é o uso de
imagens de radar, sensores ativos que operam em uma faixa do espectro
eletromagnético, superando a presenca de nebulosidade. Apesar do potencial das
imagens de radar, este tipo de produto ainda requer investigacdo para diferentes
cenarios (faixas do espectro eletromagnético, algoritmos de segmentacéo de imagem
e de classificacéo, regides de interesse, etc.) pois a interpretacdo de sua resposta €
complexa. Neste trabalho avaliamos a resposta da classificacdo de uma das imagens
da colegéo “Global PALSAR-2/PALSAR Yearly Mosaic”, datada do ano de 2015 em
uma area costeira no litoral do sul do Estado de Pernambuco, Brasil. Adotou-se numa
abordagem baseada em objeto utilizando o algoritmo SNIC para segmentacdo e a
classificacdo pelo algoritmo Random Forest. O processamento se deu através da
plataforma Google Earth Engine e o software QGIS. Os resultados foram
inconclusivos na etapa de acuracia de treinamento e consideramos, em comparacao
a outros estudos, a limitagdo do tamanho do conjunto de amostras e a qualidade da
segmentacdo. Observa-se o potencial da metodologia adotada, adaptada com base
em estudos similares, para avaliacfes referentes aos dois fatores supracitados.

Palavras-chave: Nebulosidade; ALOS/PALSAR-2; Sensor Ativo; Abordagem

Baseada em Objeto



ABSTRACT

The coastal zone is a transition zone between the terrestrial and marine environments.
The interactions of variables, such as wind and tides, give high energy to this region,
providing dynamism and making it vulnerable to threats. It is home to high-biodiversity
ecosystems that provide fundamental ecosystem services, both locally and globally. In
addition to these special aspects, with the increasing human occupation in this region,
human pressure on ecosystems has also increased. Given this scenario, there is a
need to define strategies for their conservation. With a view to territorial management,
remote sensing products have been used in environmental studies, allowing a view of
natural resources in space and time. Orbital products have been the main resource,
particularly with the advent of free availability of LANDSAT mission products. On the
other hand, there is a limitation in mapping land use and land cover, due to the
presence of clouds, a persistent atmospheric condition in coastal tropical areas. An
alternative is the use of SAR images, active sensors that operate in a different range
of the electromagnetic spectrum, allowing continuous data acquisition overcoming the
presence of cloudiness. Despite the potential of SAR images, this type of product
requires investigation as the interpretation of its response is complex. This work
evaluated the response of SAR image classification in a coastal tropical area using
machine learning algorithms that have allowed high accuracy, such as Random Forest,
among others. Despite the inconclusive results, which were limited by the size of the
set of samples used and the quality of the segmentation, the potential of the adopted
methodology can be observed, which was adapted based on similar studies.

Keywords: Cloudiness; ALOS/PALSAR-2; Active Sensor; Object-Based Approach
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1 INTRODUCAO

A Zona Costeira (ZC) trata-se de uma faixa de transicdo entre os ambientes
terrestre e marinho. As interacdes de diversas varidveis, como 0 vento e as marés,
propiciam dinamicidade e tornam essa regido vulneravel a ameacas (NELSON, 2018).
Abrigando ecossistemas de alta biodiversidade, a exemplo de manguezais e recifes
de corais, as ZC oferecem servigos ecossistémicos fundamentais, tanto em ambito
local quanto global. Protecéo a linha de costa, regulacdo de qualidade de agua e
sequestro de carbono sdo exemplos destas funcionalidades (UNDP, 2019; PRATES
et al, 2012) .

A ZC é um ambiente de provisdo de alimentos com alto valor nutricional e de
facil acesso via navegacéo, por isso apresentou-se como um local propicio para
ocupacdo humana. Ao longo do tempo, a habitacdo destas regibes aumentou e,
atualmente, cerca de 40% da populacdo mundial vive até 100 km da linha costeira
(UNDP, 2019).

Devido a este cenario, definir estratégias para a conservacdo da costa €
essencial. A necessidade se acentua ao considerar-se que, em muitos casos, 0
povoamento dessa regido ocorre sem planejamento. Consequentemente, a demanda
por infraestrutura para moradia, geracdo de renda e provisdo de outros servigos

essenciais pressiona os ecossistemas (PRATES et al, 2012).

O langcamento de esgoto sem tratamento adequado, a auséncia de manejo de
residuos sdlidos, o turismo desordenado e a exploracdo de recursos naturais de
maneira indiscriminada sdo exemplos de acBes que tém contribuido para a
degradacdo das ZC. Neste contexto, o Gerenciamento Costeiro Integrado é uma
ferramenta que propicia 0 manejo dos recursos naturais e o ordenamento do territorio
sob um aspecto sustentavel (MELLO et al., 2020; NICOLODI; ZAMBONI; BARROSO,
2009). Mediante aos conflitos de interesse em uma area como a ZC, o mapeamento
da superficie terrestre oferece suporte as tomadas de decisdo, contribuindo com a sua

conservagao.
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Na area de monitoramento ambiental, o Sensoriamento Remoto (SR) é
amplamente utilizado. O mapeamento para investigacdo dos padrdes de uso e
cobertura do solo é uma das aplicacbes mais comuns dessa técnica. E importante
destacar que o padrédo de ocupacao e de modificacdo do espaco geogréfico é um fator
gue contribui na qualidade dos fluxos biofisicos que desaguam na interface terra-mar.
Sendo assim, a qualidade da agua pode afetar negativamente a saide ambiental da
costa, impactando a pesca e as atividades recreativas derivadas do turismo (MELLO
et al., 2020; NICOLODI et al., 2009).

Imagens Opticas e de radar - produtos derivados de sistemas sensores orbitais,
que operam diversas faixas do espectro eletromagnético (Figura 1) - permitem uma
visdo macro do territério em diferentes recortes, no espaco e tempo, dando suporte a
gestao territorial. Nos ultimos anos, a disponibilidade gratuita de imagens orbitais
ampliou a diversidade de estudos ambientais. Um exemplo sao os produtos da familia
de satélites LANDSAT, que se destacam por suas resolucdes espacial e temporal,

pelo tempo de observacao (~30 anos), pela gratuidade e pela disponibilidade global.

Apesar disso, 0s sistemas sensores orbitais mais comuns - sensores passivos
- possuem uma limitacdo especifica: por dependerem da luz solar, o sinal é limitado
pela presenga de nuvens. Desta maneira, o dado capturado ndo representa a
superficie terrestre, ou seja, ha uma limitacdo para gerar informacéo diante da maioria

das aplicacoes.

Figura 1 - Espectro Eletromagnético - Enfoque nas Bandas de Radar de Abertura Sintética.
10'm im 10°m 10°m
|

|
Radio Frequencies | Wicrowaves | Infrared 1}

Visible Light

Frequency (GHz)

Fonte: Earth Data (2021).
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Em areas tropicais costeiras tal problema se agrava, pois, a nebulosidade &
uma condicao atmosférica persistente (YANG et al., 2019; NUGROHO, 2021). Nesse
contexto, o Projeto MAPBIOMAS disponibiliza classificagbes do uso e cobertura do
solo utilizando toda a série de imagens LANDSAT para o Brasil. Na Figura 2 observa-
se que a nebulosidade presente na Zona Costeira do nordeste brasileiro prejudica a
utilidade dos dados observacionais, dado que ha baixa ou nenhuma disponibilidade

de pixels sem nuvens ao longo do ano.

Figura 2 - Disponibilidade de Pixels sem Nuvens para o ano de 2019 — Projeto
MAPBIOMAS.
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Fonte: Souza et al. (2021).

Outro exemplo € o estudo de Silveira et al. (2017), apresentando que, de 2010
a 2016, uma parcela da faixa litoranea leste do nordeste brasileiro (Sub-regiao V)
esteve coberta por uma nebulosidade média em torno de 80%, conforme apresentado
na Figura 3.
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Figura 3 - Médias mensais de porcentagem de dias com nuvens obtidas para cada sub-
regidao do Nordeste (2010-2016).

b | | v —

Fonte: Silveira et al. (2017).

Em contrapartida, os radares de abertura sintética (SAR, do inglés Synthetic
Aperture Radar), operam em uma faixa diferente do espectro, o Micro-ondas. Os SARs
contam com sensores ativos, ou seja, emitem a prépria energia, permitindo a continua
obtencdo de dados do territorio independente de grande parcela das condicbes

atmosféricas (presenca de luz solar, nuvens, etc.) (PARADELLA et al., 2015).

A parcela do espectro das micro-ondas é aquela na qual os comprimentos de
onda sdo maiores que os da faixa do visivel e do infravermelho. Por essa razéo, é
possivel a aquisicédo de informacéo sobre propriedades geométricas e dielétricas dos
alvos, porque o sinal interage com o meio material (PARADELLA et al., 2015). Dessa
maneira, € possivel adquirir informacdes que as respostas em imagens obtidas via

sensores opticos nao fornecem.

A onda eletromagnética pode se propagar de duas maneiras: horizontal ou
vertical. As polarizacdes dizem respeito ao modo que este sinal € emitido e recebido
pelo radar. Existem quatro modos de polarizagéo e os sensores podem ter dois (dual
band) ou quatro modos (quad band) de emisséo e recepc¢do do sinal, conforme
apresentado na Figura 4.



20

Figura 4 - Combinacao de Polarizac¢es.

Polarization Combinations

Fonte: Lakshmi (2012).

As imagens de radar ainda sdo pouco exploradas em comparacao as imagens
Opticas, dado que a interpretacdo de sua resposta é mais complexa. Apesar disso,
possuem uma ampla gama de aplicagbes; por exemplo, possibilitando estudos de
mapeamento de zonas umidas (ADELI et al., 2020), identificacdo de atributos fisicos
do solo (BERNINI, 2016) e estimativa de produtividade de areas de cultivo (PICOLI et
al., 2012)

De forma a avaliar o potencial deste tipo de imagem, pesquisas recentes
exploram a performance de diversas metodologias, testando respostas em funcao de
diferentes produtos (derivados de variadas faixas do espectro eletromagnético),
atributos (caracteristicas da imagem, que séo resultantes de operacdes entre bandas)
e algoritmos (de segmentacdo de imagem, de selecdo de atributos extraidos e de
classificacdo) (SOARES et al., 2020; SHIRAISHI et al., 2014; VIZZARI, 2022).

Para classificacbes de uso e cobertura do solo sem interesse em um alvo
especifico, ou seja, de abordagem generalista, as imagens capturadas a partir de
sensores que operam nas bandas C e L sdo bastante utilizadas. Para fins de
mapeamento especifico, elas sdo mais usadas para delimitar areas de cultivo (C e L)
e alvos como Manguezal e Formacdo Florestal (L), ou seja, mapeamento de
vegetacao - nativa ou plantada. Especialmente, estes alvos estdo presentes também
na area costeira. Utiliza-se também a banda L para avaliar areas com potencial de

desmatamento e a discriminacdo das fases fenoldgicas da cana-de-acucar, cultura
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bastante consolidada na regido nordeste do Brasil (NEGRI et al., 2016, PICOLI et al.,
2012).

Um dos empecilhos para uma boa classificagdo em imagens de radar € o efeito
sal-pimenta derivado do Speckle. Para reduzi-lo geralmente aplica-se um filtro
suavizador (SARZYNSKI et al., 2020). O uso do pixel como unidade de classificacédo
da imagem também contribui para que o problema persista. Nesse sentido, alguns
pixels localizados em areas de cultivo consideravel em extensdo podem ser
classificados incorretamente, por exemplo. Para evitar isso, uma alternativa é
segmentar a imagem, ou seja, separar em regides homogéneas através de um

algoritmo e, somente assim, realizar a classificagdo (KUCHARCZYK et al., 2020).

A partir das imagens é possivel extrair dados secundarios chamados de
atributos ou caracteristicas. Com isso, mais informacéo é adicionada ao classificador,
contribuindo para distingéo dos alvos (MISHRA et al., 2018). Os atributos calculados
podem ser ainda selecionados como entrada do classificador conforme seu grau de
importancia. A importancia de cada indice pode ser medida através de uma técnica
de reducdo de dimensionalidade, por exemplo. Escolher as variaveis que mais
contribuem para a distincdo dos alvos diminui a possibilidade de gerar uma
classificacdo de méa qualidade (STROMANN; NASCETTI; YOUSIF; BAN, 2019).

Um estudo feito por Shiraishi et al. (2014), verificou a acuracia e velocidade de
processamento de cinco tipos de classificadores (Naive Bayes, AdaBoost, Multi-Layer
Perceptron, Random Forest e Support Vector Machine) em uma imagem de radar
ALOS/PALSAR que abrange uma regido tropical. Para configuracdes diversas de
guantidade de classes e abordagem espacial de comparacao, o classificador Random

Forest apresentou a melhor resposta.

Diante de diversas abordagens para utilizacdo de imagens de radar, que tem
ampliado o potencial de aplicagcdo deste tipo de imagem, esse trabalho utilizou
algoritmos e técnicas que, separadamente ou combinados, revelaram uma
performance com alta acuracia de classificacdo. Apresentamos neste estudo uma

contribuicdo para estudos em areas tropicais costeiras. Para isso, realizaram-se
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classificagcbes do uso e cobertura do solo em uma bacia hidrogréafica costeira no

nordeste brasileiro, utilizando imagens de radar.
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2 OBJETIVOS

2.1 Objetivo Geral

Avaliar a resposta de uma classificacéo do uso e cobertura do solo de uma area

tropical costeira utilizando imagens de radar.

2.2 Objetivo Especifico

Avaliar a acuracia do mapeamento de areas estratégicas para conservacao:

Agricultura, Manguezal e Formagéo Florestal.
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3 METODOLOGIA

Neste estudo utilizamos a ferramenta Google Earth Engine (GEE) (GORELICK et
al., 2017). Nesta plataforma o processamento de dados geoespaciais ocorre em
nuvem, ou seja, possui menor limitacdo comparada ao processamento local. Além
disso, 0 GEE conta com algoritmos que facilitam a implementacédo de codigo. Duas
linguagens de programacéao possibilitam seu uso: Python e JavaScript. Escolhemos
JavaScript pois, em estudos similares, os codigos gerados foram disponibilizados
nesta linguagem, facilitando a construcao do cédigo deste trabalho. Utilizou-se ainda

o software QGIS para geracdo do mapa da area de estudo.

As etapas do fluxo metodolégico foram baseadas no trabalho de Kucharczyk

et al. (2020) e sao apresentadas na Figura 5.



Figura 5 - Esquematizacéo da Metodologia do Estudo.
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3.1 Aquisicao e Pré-Processamento da Imagem e de Dados Auxiliares

3.1.1 Mosaicos Anuais ALOS (PALSAR-2/PALSAR)

O mosaico do ano de 2015 da colegao “Global PALSAR-2/PALSAR Yearly
Mosaic” foi selecionado para o estudo em fungdo do ano das imagens de alta
resolucdo espacial (ver se¢do 1.1.2). Este conjunto de dados esta disponivel no
catalogo do GEE. As imagens foram pré-processadas visando a minima de resposta
de umidade nas cenas, pois prejudicam a qualidade do produto (SHIMADA et al.,
2014). Um processo de destruicao foi aplicado para nivelar as diferencas de
intensidade entre as cenas vizinhas (SHIMADA, 2010; SHIMADA,; ISOGUCHI, 2002).
Os mosaicos foram ortorretificados e, a partir do modelo digital de elevacdo SRTM, de
resolucdo 90 m, corrigiu-se a inclinacdo. Os dados estdo disponibilizados nas

polarizacbes HH e HV e possuem resolugéo espacial de 25 m.

A imagem de radar é composta por numeros digitais (DN) que devem ser
convertidos em coeficiente de retroespalhamento (¢°), em dB, conforme a equacéo 1.
As imagens de radar possuem ruidos associados. Para tratamento, realizamos a
filtragem da imagem, feita a partir dos valores de 0. Utilizamos o Filtro Refined Lee,
numa janela 3x3, implementado por Sarzynski et al. (2020) no GEE e aplicado ao
mesmo tipo de produto. A partir da imagem geramos dois produtos: a imagem bruta e
imagem filtrada, ambos com valores em amplitude, em dB. A equagéo para conversao

de DN para ¢° é dada por:
0 = 10log,o X (DN?) + CF (1)

Conforme a equacdo 1, ¢° é o Coeficiente de Retroespalhamento, DN é o
namero digital de cada pixel da imagem de radar e CF é o fator de calibracéo no valor
de -83.0 dB para as duas polarizagbes (HH e HV) (HARALICK; SHANMUGAM,;
DINSTEIN, 1973).
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3.1.2 Imagens de Alta Resolucao: Ortofotos PE3D

Existem limitacGes (financeiras, temporais, logisticas, etc), para coleta de
amostras em campo para validacdo de mapeamento (LI et al., 2017; ALl et al., 2022).
Nesse sentido, 0 uso de imagens de alta resolucéo € recomendado.

O estado de Pernambuco, através do Programa Pernambuco Tridimensional
(PE3D), disponibiliza uma colecdo de ortofotos nesta configuracdo. Datadas do ano
de 2014, estéo disponiveis para algumas regides do estado. Para a escala de 1:1000,
a resolucdo espacial é de 12 cm, e em 1:5000, 50 cm. (CIRILO et al., 2014;
PERNAMBUCO, 2021). Na regido de Ipojuca, a resolucédo das imagens é de 50 cm.

As imagens foram solicitadas via oficio & Agéncia Pernambucana de Aguas e
Clima (APAC) (ANEXO A). Os cddigos das folhas utilizadas para composi¢do do
mosaico de imagens estdo dispostos no APENDICE A.

3.1.3 Area de Estudo: Bacia Hidrogréafica GL3

A area de interesse escolhida foi uma bacia hidrografica (BH) costeira de
pequenos rios litoraneos chamada GL3 (Figura 6). Definida no Plano Estadual de
Recursos Hidricos de Pernambuco de 1998 (PERH-PE, 1998) como Unidade de
Planejamento Hidrico 16 (UP 16), esta localizada no municipio de Ipojuca. Esta area
de drenagem desagua na praia de Porto de Galinhas, principal polo turistico desta
regido do estado. O uso e cobertura do solo da UP 16 em 1998 era composto por Cana
de Acucar (55,33%), Mangue (9,06%), Mata Atlantica (5,41%), entre outros (PERH-
PE, 1998).

Alguns fatores foram determinantes para definicdo desta regiéo:

« Disponibilidade das imagens de alta resolucéo;
e Interesse em uma area estratégica para gestao territorial costeira (bacia
hidrografica ou municipio) e;

o Extenséo territorial de alguns alvos de interesse.
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A bacia hidrografica GL3 foi a regido que apresentou todos os fatores
supracitados. A cobertura das imagens foi maior em comparacao a outras regioes,
atestada visualmente. Dessa forma, a classificacdo foi realizada sobre uma grande
parcela da bacia hidrogréfica (Figura 6).

Em sintese, os dados de entrada foram:

e A delimitacdo da Bacia Hidrografica GL3, com area atualizada em funcao da
cobertura disponivel das ortofotos;

e O mosaico ALOS/PALSAR-2 (2015) (ano mais proximo ao ano de aquisicdo das
imagens de alta resolucao);

e Um mosaico de imagens gerado a partir de ortofotos do Programa PE3D,
disponiveis para a regiao de interesse em resolucao espacial de 50 cm, datadas
do ano de 2014.
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3.2 Design de Classificacao

Existem trés tipos de classificacdo de imagens: né&o-supervisionada,
supervisionada e abordagens de aprendizado profundo (Deep Learning) (MEHMOOD
et al.,, 2022). Na primeira, os alvos de interesse ndao sédo definidos previamente. O
algoritmo separa as classes da imagem e, por fim, o usuario define as classes criadas.
No caso de classificagdes supervisionadas, as classes que comporao a resposta sao
estipuladas antes da classificagéo (ALl et al., 2022).

Destaca-se que os alvos considerados sdo dependentes da finalidade do estudo
a ser desenvolvido, nivel de detalhamento necessario e do uso e cobertura da terra
da regido. Para tal, sdo consultadas fontes referentes a area de interesse que possam
direcionar a definicho de classes. Neste estudo optamos pela classificacdo
supervisionada. Com os alvos fixados, as amostras de teste para fins de treinamento

e teste da classificagao foram adquiridas.

A legenda inicial para rotulagem das amostras foi definida em funcdo do
interesse de resposta da classificacdo (Quadro 1). Teve como referéncia os alvos
presentes na classificacdo de uso e cobertura da terra para a bacia, disponivel no
PERH-PE (1998) (Tabela 1).

Quadro 1 - Alvos de Interesse - Rotulagem das Amostras de Treinamento e Teste.

Alvos de Interesse

Areas abertas

(Solo Exposto, Pastagem, Vegetacéo Baixa ou Esparsa)

Agricultura

Vegetacao

Infraestrutura Urbana

Agua

Nao classificado

Fonte: Autora (2022).
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Tabela 1 - Vegetacdo/Uso do Solo na UP16 - Grupo de Bacias GL3.

Vegetacdo/Uso do Solo Area (km?) Percentual (%)
Vegetacdo Arboérea Fechada 0,50 0,45
Acude 0,46 0,42
Solo Exposto 5,78 5,18
Mangue 10,12 9,06
Oceano 2,31 2,07

Vegetacédo Arbustiva

Arbérea Fechada 0,04 0,03
Mata Atlantica 6,05 5,41
Antropismo 3,14 2,81
Cana 61,79 55,33

Area Urbana 3,13 2,80

Uso nao identificado:

Nuvem 12,77 11,43
Sombra 5,61 5,01

Total 111,70 100

Fonte: Plano Estadual de Recursos Hidricos de Pernambuco (PERH-PE) (1998).

3.3 Segmentacao da Imagem

3.3.1 Abordagem baseada em Pixel vs. Abordagem baseada em Objeto

Uma unidade de classificacao é uma parcela da imagem que sera rotulada com
uma classe. Existem dois tipos de abordagem de classificacdo: a abordagem pixel a
pixel - sendo o pixel a menor unidade da imagem - e a abordagem baseada em objeto,
onde cada unidade é formada por um grupo de pixels (também chamados de
segmento ou cluster), como mostrado na Figura 7. No ultimo caso, as unidades séo
regides homogéneas delimitadas a partir de caracteristicas semelhantes em funcgéo
de um algoritmo. Estudos como os de Devadas, Denham e Pringle (2012) e Liu et al.
(2010) demonstraram que, para imagens de radar, a abordagem baseada em objeto
contribui para uma alta acuracia da classificacdo, pois ha reducéo dos efeitos de ruido
presentes na imagem. Considerando isto, a abordagem baseada em objeto foi

aplicada neste trabalho.
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Figura 7 - Comparacao da classificacdo tradicional baseada em pixels vs. classificacdo
baseada em objetos mais recente para parte da area de estudo do Rio Tiffin.
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Fonte: Powell e Brooks (2008).

3.3.2 Simple Non-Iterative Clustering (SNIC)

O algoritmo escolhido para segmentacéo da imagem filtrada foi o Simple Non-
Iterative Clustering (SNIC), disponivel na plataforma GEE e comumente utilizado
(ACHANTA; SUSSTRUNK, 2017).

Com base na inspecao visual via ortofotos, percebeu-se a contribuicdo de cada
parametro sobre a segmentacdo. Conforme testes realizados, verificamos que o
parametro “size”, do algoritmo ee.Algorithms.Image.Segmentation.seedGrid, entrada
do ee.Algorithms.Image.Segmentation.SNIC, foi o que mais influenciou na separacéo

das regides.

Diante disso, valores foram adotados para os parametros dos dois algoritmos

requeridos para esta etapa. Os valores estao dispostos no Quadro 2:

Quadro 2 - Algoritmos e parametros adotados na etapa de Segmentacéo.

Algoritmo Parametros

seeds = ee.Algorithms.Image.Segmentation.seedGrid (size) size=3

image (HH e HYV filtradas)

ee.Algorithms.Image.Segmentation.SNIC (image, compactness,

connectivity, neighborhoodSize, seeds) compactness = 0

connectivity = 8
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Algoritmo Parametros

Neighborhood Size = 256

seeds

Fonte: Autora (2022).

A partir do algoritmo “seedGrid”, o parametro “seeds” de “SNIC” foi gerado. Por
conta da heterogeneidade da paisagem, em area de cada alvo e quantidade de
classes, e da resolucao espacial da imagem (25 m), definimos o menor valor possivel
para gerar a segmentacdo. Para valores menores que 3 o algoritmo ndo executou a
segmentacdo por conta da limitagdo de processamento da plataforma. O
processamento da imagem é influenciado pela relacdo entre a resolucao do pixel da
imagem e o tamanho da area de interesse. Destacamos que, em abordagem baseada
em objeto, € preferivel que se divida a imagem em muitos objetos (over-segmentation)

do que em poucos objetos (under-segmentation) (CASTILLA, HAY, 2008).

Para “compactness” quanto maior o valor, mais “quadrados” sédo os clusters. A
paisagem da area de estudo é complexa, por isso o valor minimo (compactness = 0)
foi escolhido. O valor de “connectivity” pode ser definido como 4 ou 8. Definimos o
valor de 8. Apresentando baixa influéncia nos testes, o valor de “neighborhood Size”
foi baseado em um estudo anterior (TASSI; VIZZARI, 2020).

3.4 Extracao de Atributos

Extrair atributos das imagens auxilia na distingdo de objetos. Ao calcular e
selecionar os mais importantes € possivel explorar padrdes para reconhecimento de
similaridades e diferencas (HARALICK, SHANMUGAM, DINSTEIN, 1973; OLIVEIRA
et al., 2009). Neste estudo extraimos alguns indices que auxiliam na distincéo de alvos
especificos (SARZYNSKI et al., 2020) e outros que revelam o padrédo textural da
imagem. Calculou-se 8 indices, gerados através da Matriz de Co-ocorréncia de Niveis
de Cinza (GLCM, do inglés Gray Level Co-Occurrence Matrix) a partir da imagem
filtrada (Quadro 4).
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3.4.1 Indices

Obtivemos, por meio da operacdo entre as bandas de polarizacdo HH e HV
brutas, os indices listados no Quadro 3. Foram adotados de acordo com os estudos

de Sarzynski et al. (2020) pois foram aplicados ao mesmo tipo de produto.

Quadro 3 - Operac0Oes entre as bandas filtradas para célculo de indices.

Operacéao Descricao
HH/HV Raz&o entre HH e HV
HV /HH Raz&o entre HV e HH
(HH + HV)/2 Média entre as polarizactes
HH — HV Diferenga
(HH — HV)/ (HH + HV) indice Normalizado
(HH * HV)/(HH + HV) indice NL

Fonte: Autora (2022).

3.4.2 Medidas texturais

3.4.2.1 Gray-Level Co-Occurrence Matrix

Por meio da Matriz de Co-ocorréncia dos Niveis de Cinza obtivemos medidas
texturais. Estes atributos, gerados a partir do algoritmo nativo ee.Image.glcm Texture,
estao dispostos no Quadro 4:

Quadro 4 - indices texturais extraidos a partir da GLCM.

Atributo

Angular Second Moment (ASM)
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Atributo

Contrast

Correlation

Variance

Inverse Difference Moment (IDM)

Sum Average

Entropy (ENT)

Dissimilarity (DISS)

Fonte: Autora (2022).

Devido a geracéo de diversas bandas neste processo, aplicamos a reducao da
dimensionalidade ao resultado do GLCM, através da Analise de Componentes
Principais (PCA, do inglés Principal Component Analysis), explicada na subsecéo a
seguir (TASSI; VIZZARI, 2020)

3.4.2.2 Principal Component Analysis (PCA)

Em modelos de classificacio podem ocorrer a inser¢éo de muitas entradas. E
importante incluir atributos que vao auxiliar na distincdo entre os alvos, porém isso
pode prejudicar a performance e dependendo do ambiente, a impossibilidade da

execucao do modelo.

Para superar isso, realizamos a reducdo de dimensionalidade. As variaveis
sofrem uma transformacdo que resulta numa combinacdo linear de componentes
principais. O primeiro componente (pcl) € o que mais explica a variabilidade do
conjunto de dados, ou seja, € 0 que mais retorna explicacées sobre ele. A partir do
pcl foi realizada uma reducdo por média, baseada nos objetos resultantes da
segmentacao (TASSI; VIZZARI, 2020).



36

3.5 Treinamento e Classificacao

3.5.1 Reducéo das bandas por clusters

Para investigagdo do modelo, adotamos 3 cenarios de conjunto de bandas:

1) Polarizagcbes HH e HYV filtradas (2 bandas);
2) Polarizacdes HH e HV filtradas e indices (8 bandas);

3) Polarizacdes HH e HYV filtradas, indices e média do PCA por objeto (derivado
das bandas resultantes do GLCM) (9 bandas).

Antes de seguir para a etapa de classificacdo, as bandas resultantes (Imagem
Filtrada (HH e HV) e indices), em pixels, foram convertidas em valor Ginico para cada
objeto. Através da camada “clusters”, resultado do algoritmo SNIC, foi realizada uma
reducdo espacial por estatisticas (média, mediana e desvio padréo) e calculou-se a
area por cada objeto (SHIRAISHI et al., 2014; FIRIGATO, 2020).

Apds o procedimento, obtivemos a seguinte composicdo e quantidade de

bandas por cenério, incluindo a camada com as areas por objeto:
1) Polarizacbes HH e HYV filtradas: 7 bandas;
2) Polarizacdes HH e HV filtradas e indices: 25 bandas;

3) Polarizagdes HH e HV filtradas, indices e média do PCA por objeto (derivado
das bandas resultantes do GLCM): 26 bandas.

3.5.2 Design de Amostragem e Design de Resposta

Apos o ajuste de bandas, seguiu-se para a etapa de planejamento de coleta de
amostras de treinamento e teste do modelo chamada de design de amostragem.
Levando em consideracdo a propor¢cdo 70% de amostras para treinamento e 30%
para teste, comumente utilizada em classificacdes e, para efeitos de investigacédo da
resposta do modelo, o primeiro conjunto de amostras foi delimitado com 10 pontos por

cada alvo.
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Foram gerados 1000 pontos aleatdrios sobre a area de interesse utilizando o
algoritmo ee.FeatureCollection.randomPoints. A definicdo da quantidade de pontos se
deu pelo interesse em avaliacdo de resposta para diferentes amostras, pois como
mencionam Perlich et al. (2003), a acuracia melhora. Uma planilha com as respectivas
coordenadas foi exportada do GEE para controle do design de resposta, também
chamado de rotulagem. Para cada ponto, conferimos se ndao havia outro coincidente
em um mesmo objeto por meio da camada vetorizada de segmentos e, em seguida,

através das imagens de alta resolucéo espacial, nomeou-se 0 objeto.

Houve continuidade no registro de rotulagem, apesar de que, durante o
procedimento, alguns alvos atingiram a quantidade minima necessaria. Com vista a
analise da resposta com mais amostras, definimos um nimero minimo de 30 pontos
por alvo para adocao de trés cenarios: 10, 20 e 30 objetos rotulados por classe de

interesse.

Utilizamos um método adaptado em funcdo do esforco de coleta exigido. A
abordagem de lista de objetos proposta por Kucharczyk et al. (2020) foi aplicada junto
a rotulagem “reversa”. A abordagem de lista de objetos consiste em rotular os objetos
de cada alvo em sequéncia até atingir um certo nimero de amostras. Este método
busca um “equilibrio” na rotulagem. Desta maneira, por meio da aleatoriedade,
diminui-se a tendéncia espacial de coleta para certas regides da area de interesse e

seleciona-se objetos de variados tamanhos.

Diante de uma certa quantidade de objetos rotulados, onde metade da
guantidade de alvos de interesse haviam atingido o nimero de amostras, iniciamos a
abordagem reversa, configurando uma busca ativa de objetos a rotular nas classes
faltantes. Para tal, disponibilizou-se todo o conjunto de pontos para visualizacao e
posterior avaliacdo, para saber se ja havia sido rotulado, por meio da ferramenta
“Inspector” do GEE e uma busca na planilha pelas coordenadas. Utilizamos referéncia

geoespacial e interpretacdo visual para rotular pontos ndo avaliados até esta fase.
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3.5.3 Classificagcao da Imagem

As acuracias de diferentes classificadores tém sido comparadas com vista a
investigar sua aplicagdo em imagens de radar (SHIRAISHI et al., 2014). O Random
Forest (RF), em portugués, Floresta Aleatoria, € um dos algoritmos ndo paramétricos
de aprendizado de maquina que tem se destacado em diversos estudos,
proporcionando melhores resultados em comparacdo aos mais populares
(RODRIGUEZ-GALIANO, CHICA-RIVAS, 2012; SHIRAISHI et al., 2014). O algoritmo
se baseia em Arvores de Decisdo, um tipo de algoritmo que se caracteriza pela
simplicidade. O diferencial do RF € o uso de subconjuntos de amostras de treinamento

para a construcao das instancias das arvores (BREIMAN, 2001).

A partir da selecdo de atributos com maior ganho de informacéo, ou seja, que
conferem melhor resposta para classificacdo, as instancias das arvores vao sendo
construidas. A partir disso, os dados de treinamento sdo avaliados ao longo da
floresta. Além disso, o molde de avaliacdo confere maior aleatoriedade, diminuindo a
possibilidade de gerar tendéncias que contribuam para uma ma classificacdo
(BREIMAN, 2001). A principal desvantagem de seu uso € a requisi¢do de um poder
computacional elevado, no entanto esta limitacdo é superada com o uso da Plataforma

GEE, para a maioria dos casos.

O algoritmo Random Forest foi aplicado em cenérios diferentes (ex: tipos de
unidade classificadora e quantidade de classes) e comparado a outros algoritmos de
classificagdo. Resultou em uma classificacdo com boa resposta para imagem de radar
em uma area tropical costeira (SHIRAISHI et al., 2014). Neste trabalho, foram

adotados dois valores de numero de arvores para execucao do algoritmo: 10 e 50.

3.6 Avaliacdo da Acuracia

Apoés a classificacdo, avaliamos a qualidade do mapeamento para verificar se
esta adequado para a finalidade que sera designado. Nesse sentido, verificamos a
acuracia. A acuracia pode ser verificada, de modo grosseiro, pelo padréo espacial. A
comparacao visual pode ser feita em relacdo a um mapeamento similar (tipo e nimero

de classes parecidas para a mesma regido) ou com uma imagem de satélite.
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Em outro sentido, existem algumas avaliagcbes quantitativas comumente
aplicadas, como a Matriz de Confusdo, também chamada de Matriz de Erro
(CONGALTON, 1991). Consiste em apresentar, em uma tabela, a quantidade de
amostras de cada classe que o consumidor (o interessado no mapeamento) e 0
produtor (o classificador adotado) concordaram ou discordaram. Dessa maneira, a
diagonal da matriz € a quantidade de acertos por classes que ocorreu. As demais
células apresentam a quantidade de amostras de uma classe X, determinada
anteriormente pelo consumidor, em que o produtor rotulou como Y (SOUZA et al.,
2020). Na Figura 8 apresentamos uma matriz de confuséo genérica. A partir da matriz

de confuséo, extraimos o indice global e o indice por classe.

Figura 8 - Matriz de Erro Genérica

Mapa\Real Classe 1 Classe H Total
Classe 1 ny Ny n,
Classe H Ny Ny gy ng.

Total n.q n. g n,.

Fonte: Souza et al. (2020).
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4 RESULTADOS E DISCUSSAO

4.1 Segmentacdo da Imagem

O processo de segmentacdo resultou em 20335 objetos. Em seguida, a saida
no formato de imagem (Figura 9, item b) foi convertida em vetor, para efeitos de
visualizagdo conjunta com as ortofotos. Consideramos que, para aprofundamento
dessa investigacdo, outros conjuntos de bandas de entrada sejam incluidos para
teste, fixando os parametros definidos anteriormente. Essa € uma maneira de avaliar

a qualidade de segmentacao.

Observamos que a etapa mais importante do processo de classificacdo de
imagem via abordagem baseada em objeto € a segmentacdo. A delimitacdo da
unidade classificadora interfere na confiabilidade da rotulacdo dos objetos e,
consequentemente, na qualidade do mapeamento. A qualidade da segmentacédo é

ainda pouco estudada e possui limitacdes para avaliacdo (TASSI & VIZZARI, 2020).

Sugere-se que, primeiramente, se subdivida os corpos d’agua e a terra, como
uma pré-segmentacdo, para evitar que objetos que englobem alvos como “Agua” e
outro tipo de classe sejam formados. Atualmente existem diversas técnicas para
realizar essa distin¢do, visto que nos ultimos 30 anos, 0s estudos para delimitacéo de
corpos d’agua tém se diversificado no ambito das imagens de radar (GUO et al., 2022).
Dando continuidade a classificacao, pode-se testar a resposta da segmentacao diante
de diferentes conjuntos de bandas, aplicada somente a area referente ao solo. Tassi
e Vizzari (2020) testaram diversas segmentacdes para avaliar a resposta de um unico
conjunto de bandas, porém neste estudo estivemos limitados na primeira avaliagao
para o menor valor de “size”, devido a complexidade da paisagem da bacia

hidrogréfica.
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Figura 9 - a) Resultado da segmentacéo via SNIC b) Visualizacdo dos objetos preparada
para rotulagem

( I %

a)

Fonte: Autora (2022).

4.2 Treinamento e Classificacéo

4.2.1 Design de Amostragem e Design de Resposta

Quando rotulamos 171 objetos, atingiu-se a quantidade minima de objetos
etiquetados para 3 dos 6 alvos de interesse. Diante da quantidade de amostras
planejada inicialmente e a dificuldade de coleta para os alvos “Agua”, “Vegetacdo” e
“Infraestrutura Urbana”, a rotulagem “reversa” foi realizada a partir do objeto de
namero 171 em diante. Utilizou-se uma referéncia geoespacial (massas de agua
disponibilizadas pela Agéncia Nacional de Aguas (ANA)) e interpretacéo visual. Dessa
forma para preencher a quantidade minima de objetos planejada. Em funcéo desta

busca ativa por alvos, 225 objetos foram qualificados.

Observou-se ainda que a area de alguns alvos pode limitar o planejamento da
coleta de amostras. Kucharczyk et al. (2020) recomendam a construgéo de conjunto
de pontos rotulados com igualdade para cada classe. E uma estratégia para diminuir
um possivel “favorecimento” de objetos maiores ou menores no processo de
classificacdo. Porém, em areas de interesse muito grandes, seguir o procedimento de
lista resulta em um esforco de coleta maior, principalmente em casos de avaliacao de
resposta, onde se registra todos os objetos para avaliacao de resposta para diferentes

tamanhos de conjuntos de dados.
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Verificamos que ha uma limitacdo da qualidade da segmentacdo durante a
rotulagem. Devido a falta de homogeneidade de alvos nos clusters, alguns objetos
foram definidos como “Area Aberta” e, em Ultimo caso, como “Nao Classificado”. Se a
regido possuia vegetagao baixa e solo exposto, por exemplo, foi rotulada como “Area
Aberta”. O objeto foi definido “sem classe” quando possuia muitos alvos dificeis de
diferenciar como por exemplo, “Vegetagdo” e Agua”. Nesse sentido, a quantidade de

objetos néo rotulados pode ser tratada como indicador de qualidade da segmentacéao.

Cabe destacar que, no processo de amostragem, foi importante usar pontos
para a rotulagem. Apesar da tendéncia dos trabalhos de abordagem baseada em
objetos, em sua maioria, utilizarem os poligonos (YE et al., 2018), coletar coordenadas
(pontos) facilita a avaliacdo de cenarios. Em funcdo de diferentes segmentacoes,
podemos revistar a rotulagem feita e definir se o rétulo se mantém para outro tipo de

clusterizacéo de pixels.

4.2.2 Classificacao da Imagem

Na Figura 10, percebe-se uma distingdo entre as massas d’agua e os demais
alvos. E algo esperado pois, para imagens de radar, o mecanismo de
retroespalhamento sobre superficies menos rugosas facilita a diferenciagéo.
Percebemos bastante confusédo entre alguns alvos, que pode ser justificado pelo

namero de amostras empregado.
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Figura 10 - Classificagéo do Uso e Cobertura do Solo para 10 amostras por classe.

HH, HV, indices Gerais
e PCA do GLCM

HHe HV HH, HV e indices Gerais

10 amostras por classe:
Treinamento e Teste

10 Arvores
Agua
Vegetacio
Area Aberta
Agricultura
Infraestrutura Urbana .
50 Arvores

N3o Classificado

Fonte: Autora (2022).

Para 20 amostras por classe, percebemos que ha uma confusdo com a classe
“Infraestrutura Urbana”, conforme a Figura 11. Em todos os casos, 0S objetos
classificados estdo bem distribuidos na extensao da area de interesse. No entanto, a

presenca de malha urbana se concentra na maior parte da linha costeira e em uma
regido ao norte.

Figura 11 - Classificagéo do Uso e Cobertura do Solo para 20 amostras por classe.

HH, HV, indices Gerais

HHe HV HH, HV e Indices Gerais e PCA do GLCM

20 amostras por classe:
Treinamento e Teste

10 Arvores
Agua
Vegetacio
Area Aberta
Agricultura
Infraestrutura Urbana 3
50 Arvores

N3o Classificado

Fonte: Autora (2022).
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No caso de 30 amostras por alvo (Figura 12), hd uma melhor delimitacdo do
que é “Area Aberta” conforme o nimero de bandas aumenta. Isto fica mais claro para
o caso de 50 Arvores. A classificagdo com melhor resposta visual, quando comparada
com as ortofotos, é a que inclui todas as bandas geradas e o classificador foi

executado com 50 arvores.

Figura 12 - Classificagéo do Uso e Cobertura do Solo para 30 amostras por classe.

HH, HV, indices Gerais

HH e HV HH, HV e Indices Gerais = PCA do GLCM

30 amostras por classe:
Treinamento e Teste 5
10 Arvores

Agua

\Vegetacio
| Ares Aberts
Agricultura
Infrsestrutura Urbana

50 Arvores
N3o Classificado

Fonte: Autora (2022).

Como exemplo, na classificagcdo gerada com um conjunto total de 180 amostras
(treinamento e teste) e 50 arvores no classificador, observa-se uma similaridade maior
em alvos como “Agua” e “Vegetacdo”, e uma confusdo entre os alvos “Infraestrutura
Urbana” (expressivo proximo a linha de costa) e “Area Aberta”. Para os demais casos,
0 padrao se mantém. Em alguns a confusdo entre area urbana e agricultura é mais

expressiva.

4.3 Avaliagcdo da Acuracia

Na primeira tentativa, realizada com 50 arvores no Random Forest com 10
amostras por classe, obtivemos 100% de acuracia de treinamento do modelo para

todos os cenarios, o chamado “overfitting”.

Visto que o RF é um classificador que possui melhores respostas a
dimensionalidade do conjunto de dados e ao overfitting. Para superar essa limitagéo

pode-se testar o cenario incorporando mais exemplos de dados de amostragem.
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Perlich et al. (2003) recomendam a realizacdo de varios testes com tamanhos

diferentes de amostras para observar a relacdo entre esforco de coleta e acuracia.

Trés conjuntos de dados foram testados: 60, 120 e 180 amostras. Por outro lado,
observou-se que, ainda variando o numero de arvores (10 e 50), os valores de
acuracia permaneceram altos. Para os dois niumeros de arvores, as respostas de
acuracia do treinamento ndo deram confiabilidade ao modelo, portanto as demais

saidas da validacdo ndo sao conclusivas.

O indicado é que, em procedimentos futuros, sejam incorporadas mais amostras
ao modelo ou que o numero de alvos de interesse seja reduzido, com os demais
parametros fixados. Outro ponto de atencdo é a incorporacdo de mais dimensodes
derivadas do PCA, pois o pcl fornece maior parte das informacdes relevantes, porém
devido a variancia, as demais podem contribuir para a qualidade da classificacédo

(TASSI; VIZZARI, 2020). Ainda outras métricas de avaliacdo podem ser utilizadas.

Os atributos extraidos foram considerados em outros estudos e, a partir deles,
obteve-se bons resultados para a acuracia diante de um numero consideravelmente
maior de amostras (TASSI & VIZZARI, 2020; SHIRAISHI et al., 2014). Observou-se
ainda que ha uma demanda de esforco de coleta expressiva. Cabe destacar que, ao
adotar objetos como unidades classificadoras, o processo de rotulagem exige maior
atencao do interpretador e, por conseguinte, mais tempo e esforco para registro dos
rotulos. Os resultados de Acuracia de Treinamento estdo dispostos na Tabela 2 (10
arvores) e Tabela 3 (50 arvores) e de Acuracia de Validacdo sédo apresentados na

Tabela 4 (10 arvores) e Tabela 5 (50 arvores).

Tabela 2 - Acuracia do Treinamento para 10 arvores.

10 arvores HH,HV HH,HV, indices HH,HV, indices e PCA (GLCM)
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42 amostras

) 0.976 0.952 1
(7 objetos por classe)
84 amostras
] 0.964 0.940 0.940
(14 objetos por classe)
126 objetos
0.950 0.950 0.933

(21 objetos por classe)

Fonte: Autora (2022).

Tabela 3 - Acuracia do Treinamento para 50 arvores.

50 arvores HH,HV HH,HV, indices HH,HV, indices e PCA (GLCM)
42 amostras
_ 1 1 1
(7 objetos por classe)
84 amostras
) 1 1 1
(14 objetos por classe)
126 objetos
1 0.991 0.991

(21 objetos por classe)

Fonte: Autora (2022).

Tabela 4 - Acuracia da Validacdo para 10 arvores.

10 arvores HH,HV HH,HV, indices HH,HV, indices e PCA (GLCM)
18 amostras
. 0.444 0.5 0.5
(3 objetos por classe)
36 amostras
) 0.305 0.361 0.305
(6 objetos por classe)
54 objetos
0.305 0.389 0.423

(9 objetos por classe)

Fonte: Autora (2022).

Tabela 5 - Acuracia da Validacdo para 50 arvores.

50 arvores HH,HV HH,HV, indices HH,HV, indices e PCA (GLCM)

18 amostras
) 0.444 0.388 0.3888
(3 objetos por classe)
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36 amostras
) 0.372 0.388 0.361
(6 objetos por classe)

54 objetos
) 0.372 0.338 0.355
(9 objetos por classe)

Fonte: Autora (2022).

Para a construcao de diversos cenarios de clusters, recomendamos a avaliagao
da proporcéo de objetos classificados e néo classificados como indicador da qualidade
de segmentacédo. Como forma de facilitar a amostragem e aumentar a confiabilidade,
recomenda-se classificar as ortofotos e gerar uma amostragem aleatoria (rotulacéo
automatica). Outros dados podem ser testados, como 0 mapeamento do projeto
MAPBIOMAS (SOUZA et al., 2020). Diante da abordagem baseada em pixel pode-se
calcular a frequéncia de pixel por cada cluster, realizar a rotulacdo e extrair as

amostras de treinamento e teste.

Em estudos futuros recomendamos o fusionamento entre o mosaico da
imagem de radar e uma imagem Optica para efeitos de comparacdo. Trabalhos
anteriores apresentaram uma melhoria na acuracia em funcdo dessa abordagem
(YANG et al., 2019; SARZYNSKI et al., 2020). Cabe destacar que, apesar da limitacao
de nebulosidade em areas tropicais costeiras, as imagens Opticas agregam
informagdes que as imagens de radar ndo fornecem. Nesse caso, deve-se verificar a

compatibilidade temporal dos dados.
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5 CONCLUSAO

O uso do Google Earth Engine (GEE) foi essencial neste trabalho, principalmente
devido a capacidade de processamento da plataforma. A disponibilidade dos
algoritmos e do mosaico anual pré-processado no catalogo do GEE facilitaram o

desenvolvimento do estudo.

E fundamental que, antes da conduc&o do estudo em que se avalia a resposta de
classificacdo, se pondere o tamanho da é&rea de interesse, a quantidade de
informacdes necessarias de entrada do modelo e o nimero de classes. Em uma area
de estudo heterogénea, a capacidade de processamento pode ser limitada em uma

das etapas de trabalho.

Apesar dos resultados inconclusivos apresentados na etapa de avaliacdo de
acuracia, a metodologia adotada possui potencial para estudos futuros. Sob este
aspecto, vale destacar a necessidade de atencdo quanto as etapas de segmentacéo

e de design de amostragem.

Recomenda-se o uso de alguma referéncia geoespacial para distingdo de
vegetacdo, possibilitando assim a separagdo das amostras de “Vegetagdo” em
“Formacéo Florestal” e “Mangue”. Além disso, propomos o uso desta abordagem para
alvos que, interpretados visualmente, ndo possuem areas tdo expressivas, como

ocorreu com as classes “Agua” e “Infraestrutura Urbana”.

A quantidade de objetos ndo rotulados pode ser tratada como indicador de
qualidade da segmentacao. Neste tipo de estudo, o esfor¢co de coleta ndo se configura
como trivial devido as limitacdes da qualidade da segmentacdo. Este procedimento
precisa ser bem planejado conforme cronograma e possibilidades de outras
limitacbes. Desta maneira, gera-se um resultado coerente e, assim, 0s

desdobramentos facilitam o aprofundamento em futuras investigagdes metodologicas.
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ANEXO A

ipac @ Arantcs

Agnca Pormnambucana

de Aguas e Cima

A7 A DIFERENCA

TERMO DE COMPROMISSO PARA USO DE DADOS DO PROGRAMA PE-3D

O presente instrumento visa definir os requisitos para a cessdo dos dados produzidos no
ambito do Programa Pernambuco Tridimensional — PE3D, desenvolvido pela Secretaria
de Infraestrutura e Recursos Hidricos do Estado de Pernambuco. Executado com apoio do
Programa de Sustentabilidade Hidrica de Pernambuco e financiado pelo Banco Mundial -
BIRD, o PE3D foi desenvolvido por meio do contrato PSHPE n2 001/2014, intitulado
“Elaboragdo de Base Cartogréfica a partir de Levantamento Aerofotogramétrico e
Perfilamento a Laser em Todo Territério do Estado de Pernambuco”.

A disponibilizagdo dos dados do levantamento é de responsabilidade da Apac — Agéncia
Pernambucana de Aguas e Clima, através da publicacio em sigwebs, portais, outras
formas de acesso remoto ou pela cépia direta utilizando uma midia fornecida pelo
solicitante.

Para acesso aos dados o solicitante devera seguir as seguintes diretrizes, com intuito de
incentivar boas praticas no uso e producdo de informacbes a partir de dados do
programa:

1. N3o fornecer ou comercializar os produtos a terceiros;

2. Zelar pela correta utilizagdo dos produtos que deve atender exclusivamente aos
objetivos pelos quais foram solicitados;

3. Observar alegislacdo, normas e critérios que regem a cartografia nacional;

4. Fornecer a Apac / Secretaria de Infraestrutura os resultados gerados que tenham
relevancia para as atribuicbes destas instituicdes;

5. Informar nos documentos que utilizaram os dados do PE3D, como estudos
académicos, relatdrios, mapas, plantas e demais documentos, os créditos do
Programa Pernambuco Tridimensional.

RESPONSAVEL: Nicolli Albuquerque de Carvalho
CPF/CNPJ: 059.897.404-09
INSTITUICAO: Universidade Federal de Alagoas

FINALIDADE: Desenvolvimento do trabalho de conclusdo de curso intitulado
“Classificacdo do Uso e Cobertura do Solo em Area Tropical Costeira” sob a
orientacdo do Professor Dr. Christopher Freire Souza, da Universidade Federal
de Alagoas. As ortofotos requeridas a APAC recobrem a area de estudo, a
bacia hidrografica GL4. Consideramos o uso destes dados devido ao nivel de
precisdo que sera relevante para extragdo de amostras de treinamento e

validagdo para classificagdo de uso e cobertura do solo da bacia estudada.
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LOCAL E DATA: Macei6, 18 de agosto de 2021

ASSINATURA: |\ Y35 mww do Gasusa e

Av. Cruz Cabuga, 1111 — Bairro do Santo Amaro.
CEP: 50040 — 000 / Recife — PE - Fone: 81 — 3183.1000
Wwww.apac.pe.gov.br
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