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RESUMO

A Doenca de Parkinson é a segunda doenga neurodegenerativa mais prevalente em idosos,
embora seu dominio e incidéncia variem de acordo com a idade, sexo e raga/etnia. Estudos
apontam que a prevaléncia aumenta com a idade, tendo estimativa de 5 a 26 casos a cada
100 mil pessoas por ano, sendo de aproximadamente 1% entre os individuos de 65 a 69 anos
e, variando de 3% a 14,3% entre os idosos acima de 85 anos. Os sinais clinicos mais comuns
no processo inflamatorio incluem a presenca de tremor em repouso, rigidez muscular, bra-
dicinesia e instabilidade postural. O diagnostico da doenga nao é uma tarefa simples, pois
sabe-se que hé padroes de estagios no avanco da doenga no organismo humano. Porém,
muitos pacientes nao seguem esse progresso devido a heterogeneidade de manifestacoes
que podem surgir. A anilise da marcha tornou-se um mecanismo quantitativo atrativo
e nao invasivo que pode auxiliar na detecgao e monitoramento de portadores de DP. A
extracao de caracteristicas é uma tarefa de suma importancia para a qualidade dos dados
a serem empregados pelos algoritmos de AM, visando como principal objetivo a reducao
na dimensionalidade dos dados em um processo de classificacao. A partir da reducao da
dimensionalidade é possivel identificar, principalmente, quais atributos sao importantes e
facilitar a visualizacao dos dados. Para dados relacionados & marcha humana, o propoésito
¢é detectar relevantes atributos que possam ajudar na identificacao das fases do ciclo da
marcha, como as fases de apoio e swing, cadéncia, comprimento da passada, velocidade,
entre outras. Para tal, é preciso identificar e selecionar quais atributos sao mais relevantes,
assim como o método de classificacao. Este trabalho avalia o desempenho de algoritmos
de aprendizagem supervisionada na classificacao das caracteristicas da marcha humana
em uma base de dados aberta, também identifica quais atributos sao mais relevantes para
o desempenho dos classificadores no auxilio & identificacao de caracteristicas da marcha

em portadores da DP.

Palavras-chaves: Aprendizagem Supervisionada; Classificacao de Dados; Selecao de

Atributos; Marcha Humana; Doenca de Parkinson.



ABSTRACT

Parkinson’s disease is the second most prevalent neurodegenerative disease in the elderly,
although its dominance and incidence vary according to age, gender and race/ethnic-
ity. Studies indicate that the prevalence increases with age, with an estimate of 5 to 26
cases per 100,000 people per year, being approximately 1% among individuals aged 65-
69 and ranging from 3% to 14.3% among the elderly over 85 years. The most common
clinical signs in the inflammatory process include the presence of resting tremor, mus-
cle stiffness, bradykinesia and postural instability. The diagnosis of the disease is not a
simple task, as it is known that there are stages patterns of disease progression in the
human organism. However, many patients do not follow this progress because of the het-
erogeneity of manifestations that may arise. The gait analysis has become an attractive
and non-invasive quantitative mechanism that can aid in the detection and monitoring
of PD patients. Feature extraction is a very important task for quality of the data to be
used by the algorithms, aiming as main objective the reduction in the dimensionality of
the data in a classification process. From the reduction of dimensionality it is possible to
identify which attributes are important and to facilitate the visualization of the data. For
data related to human gait, the purpose is to detect relevant attributes that may help in
identifying gait cycle phases, such as support and swing phases, cadence, stride length,
velocity, etc. To do this, it is necessary to identify and select which attributes are most
relevant, as well as the classification method. This work evaluates the performance of
supervised learning algorithms in the classification of human gait characteristics in an
open database, also identifies which attributes are most relevant to the performance of

the classifiers in aiding the identification of gait characteristics in PD patients.

Keywords: Machine Learning; Data Classification; Feature Selection; Human Gait;

Parkinson Disease.
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1 INTRODUCAO

1.1 Contextualizacdo

A Doenga de Parkinson (DP) é a segunda doenga neurodegenerativa mais prevalente
em idosos, embora seu dominio e incidéncia variem de acordo com a idade, sexo e raga/et-
nia (TAN, 2013). E uma doenca cronica e degenerativa do sistema nervoso central, sendo
caracterizada, principalmente, por disturbios motores e disfungdes posturais (POSTUMA
et al., 2012).

Estudos apontam que a prevaléncia aumenta com a idade, tendo estimativa de 5 a 26
casos a cada 100 mil pessoas por ano, sendo de aproximadamente 1% entre os individuos
de 65 a 69 anos e, variando de 3% a 14,3% entre os idosos acima de 85 anos (WILLIS et
al., 2010; MUTHANE; RAGOTHAMAN; GURURAJ, 2007; LAU; BRETELER, 2006).

Os sinais cardinais (sinais clinicos mais comuns no processo inflamatorio) mais co-
muns na DP incluem a presenca de tremor em repouso, rigidez muscular, bradicinesia e
instabilidade postural. O termo bradicinesia refere-se mais especificamente a lentidao no
planejamento, iniciagao e execucao de atos motores voluntérios e automéaticos, associada a
dificuldade na mudanca de padroes motores, comprometendo diretamente o desempenho
das atividades de vida diaria destes pacientes (KIM et al., 2013). Durante a locomog¢ao

I caracterizadas pela reducao do

o paciente com DP apresenta alteragoes hipocinéticas
comprimento dos passos, da velocidade e aumento do tempo de duplo apoio % (STE-
GEMOLLER et al., 2012). Este sintoma pode ocorrer devido ao comprometimento na
programagao dos movimentos ou em sua execugao.

O diagnostico de DP nao é uma tarefa simples, pois sabe-se que ha padroes de estagios
do avanco da doenca no organismo humano. Porém, muitos pacientes nao seguem esse
progresso devido a heterogeneidade de manifestagoes que podem surgir (POSTUMA et
al., 2012). Nos tltimos anos, o diagnostico da doenga vem avangando gragas aos investi-
mentos realizados em pesquisas e a evolugao dos aparatos computacionais. Utilizando a
computacao, pesquisadores estao ampliando seus conhecimentos sobre a DP, influencia-
dos por informagoes cada vez mais precisas, que vao desde o processamento de imagens
neurologicas (SALVATORE et al., 2014; HOLZINGER; DEHMER; JURISICA, 2014),
deteccao de modificagoes genéticas (STEFL et al., 2013) e analise de anomalias da mar-
cha (ALVAREZ-ALVAREZ; TRIVINO, 2013). A analise da marcha tornou-se um meca-
nismo quantitativo atrativo e nao-invasivo que pode auxiliar na detec¢ao e monitoramento
de portadores de DP. O diagnoéstico esta sendo ampliado por meio de recursos providos

por areas da computagdo, como a Inteligéncia Artificial (IA) (DUBEY; WADHWANT,

Atividade funcional diminuida.
Fase terminal da impulsao pela ponta do pé detrds, e ao mesmo tempo, inicio do contato com o
calcanhar do pé a frente.
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WADHWANI, 2013; CHANG; ALBAN-HIDALGO; HSU, 2014), e na area de Processa-
mento de Sinais (DALIRI, 2013; ZHANG et al., 2013).

As bases de dados abertas permitem pesquisas relacionadas a saude, a exemplo da
RCMD (RCMD, 2016), NAHDAP (NAHDAP, 2016) e, a utilizada neste trabalho, Physi-
onet (PHYSIONET, 2015), enriquecendo descobertas de mais caracteristicas de doengas,
a exemplo da DP, apoiando aos profissionais da area no diagnostico. Essas bases contem
relevantes informagoes de pesquisas que vao desde sinais fisiologicos extraidos de partes do
corpo humano a dados fisiologicos de doengas incuraveis como o Alzheimer. A Physionet
¢ um grande repositério aberto disponivel na internet que abrange dados complexos de
estudos relacionados a fendmenos fisiologicos e patologicos do corpo humano (PHYSIO-
NET, 2015). Porém, em muitos casos os dados nao possuem informagoes explicitas, sendo
um conjunto de varidveis que precisam ser correlacionadas, necessitando assim de técni-
cas capazes de realizar descobertas especificas. O desafio nao é apenas extrair informagoes
significativas a partir desses dados, mas também adquirir conhecimento, descobrir previa-
mente manifestagoes desconhecidas, procurar padroes e dar sentido aos dados (MANAP;
TAHIR; YASSIN, 2011).

A Aprendizagem de Maquina (AM) é uma subarea da IA que consiste na unidao de
conceitos que concentra o desenvolvimento de algoritmos afim de quantificar relagoes
existentes em dados e, para isso, aborda a identificagao de padroes para fazer predigoes
baseadas no passado (ZHANG; MA, 2012). As descobertas a partir de experiéncias do
passado podem ser realizadas por meio de hipoteses na forma de uma regra ou conjunto de
regras (LUGER, 2014). Para ser mais especifico, uma hipétese é um conjunto de valores
em um determinado dominio, quando se tratar de um conjunto de valores nominais, tem-
se um problema de classificacao, caso contrario, se o dominio for um conjunto infinito e
ordenador de valores, tem-se um problema de regressao (FACELI, 2011).

Os dados sobre a marcha humana de parkinsonianos ja foram classificados por in-
termédio de algoritmos de AM, a exemplo de Redes Bayesianas no trabalho de JIA et
al.(2015), Maquinas de Vetor de Suporte (SVM) como classificador na pesquisa de ZHANG
et al.(2013) ¢ ALKHATIB et al.(2015) que aplicaram k-NN.

A extracao de caracteristicas é uma tarefa de suma importancia para a qualidade
dos dados a serem empregados pelo algoritmo de AM, visando como principal objetivo a
reducao na dimensionalidade dos dados em um processo de classificagago (HARRINGTON,
2012). A partir da redugdo da dimensionalidade é possivel identificar, principalmente,
quais atributos s@o importantes e facilitar a visualiza¢do dos dados (FACELI, 2011). Para
os dados relacionados & marcha humana, o propoésito é detectar relevantes atributos que
possam ajudar na identificagao de fases do ciclo da marcha, como as fases de apoio e swing,
cadéncia, comprimento da passada, velocidade, entre outras. Para tal, é preciso identificar

e selecionar quais atributos sao mais relevantes, assim como o método de classificagao.
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1.2 Motivacao

Visto que as técnicas de selecao de atributos ja foram aplicadas em algoritmos de
aprendizagem supervisionada na classificacao de dados e mostraram um significativo de-
sempenho na precisao (superior a 90%) no diagnostico de portadores de DP (OZCIFT,
2012). A SVM (PANT; KRISHNAN, 2014), o k-NN (ALKHATIB et al., 2015) e as Re-
des Neurais Artificiais (LEE; LIM, 2012), ja foram utilizados em pesquisas com pacientes
parkinsonianos aproveitando dados da marcha disponibilizados na base Physionet.

Contudo, nenhum dos trabalhos publicados aplica mais de um algoritmo de AM ma-
nipulando atributos da base Physionet. A combinagao de diferentes algoritmos pode pro-
piciar uma vis@o mais ampla das possibilidades das ferramentas de AM para a predicao
de mais caracteristicas relacionadas & marcha de parkinsonianos (WAHID et al., 2015;
TAHIR; MANAP, 2012). Para isso, existem métodos de avaliagdo de algoritmos de AM
que podem garantir a qualidade na classificacao, através de resultados como precisao,
sensitividade e especificidade (FACELI, 2011).

A perspectiva é que os resultados sirvam como base para ampliar os conhecimentos
sobre as limitagoes e deficiéncias nas fases do ciclo de marcha por intermédio da extracao
da Forga Vertical de Reagao do Solo (VGRF) em parkinsonianos. A DP caracteriza-se por
tremor dos membros em repouso, rigidez muscular e bradicinesia (lentidao anormal dos
movimentos). Com a progressao da doenga, o paciente tem limitagao gradativa dessa in-
dependéncia com prejuizos para sua autonomia (LANGA; LEVINE, 2014). Vale ressaltar
que ha uma expectativa que até o ano de 2030 mais de oito milhoes de pessoas venham
a ser portadoras de DP nas dez nagoes mais populosas do mundo, como Brasil, Estados
Unidos e China (TAN, 2013).

Diante do cenéario ja exposto das aplicagoes ja realizadas utilizando algoritmos de
aprendizagem supervisionada em pesquisas na Informéatica em Saude, e apesar do recente
crescimento das pesquisas, a extracao de caracteristicas e selecao de atributos adequados
é uma tarefa de alta relevancia na identificacao de padroes e classificacao de dados, influ-
enciando nos resultados de precisao (DUBEY; WADHWANI; WADHWANI, 2013; LEE,
2015; PANT; KRISHNAN, 2014).

1.3 Objetivos

O objetivo principal deste trabalho é através de uma anélise dos algoritmos de apren-
dizagem supervisionada na classificacao dos padroes da marcha humana, sendo extraidas
caracteristicas como o total da VGRF sob os pés e o timestamp das fases de Apoio e Swing
em uma base de dados aberta, contribuir para a literatura relacionada a parkinsonianos
através de uma solucao que propicie a identificacao dos melhores classificadores e permita

o diagnostico de anomalias na marcha.
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1.3.1 Objetivo secundario

Como objetivo secundario serao avaliados atributos de estatistica descritiva e proces-
samento de sinais na classificagao de padroes da marcha em portadores de DP em uma
base de dados aberta. A anélise destes atributos permitira identificar quais influenciam no

desempenho dos algoritmos de aprendizagem supervisionada para classificacao de dados.

1.4 Organizacio da dissertacio

Neste capitulo, foram apresentadas as consideragoes iniciais e os objetivos a serem

alcangados com o algoritmo proposto. O restante do texto segue a seguinte organizacao:

e Capitulo 2 - Fundamentacao tedrica: traz os principais conceitos que envolvem
a problematica da DP e seus efeitos colaterais a marcha humana, seu diagnostico e a
respeito da tecnologia para fornecer uma base tedrica necesséria para o entendimento
dos algoritmos propostos. Fundamentos dos algoritmos de AM que serao empregados
neste trabalho, assim como também as técnicas de selecao de atributos. Também,

serao demonstrados quais sao os trabalhos relacionados;

e Capitulo 3 - Materiais e métodos: descreve os algoritmos propostos, os recursos

necessarios para sua construcao e a forma pela qual serao avaliados;

e Capitulo 4 - Resultados e discussao: apresenta os resultados obtidos através da
aplicacao dos algoritmos propostos no contexto da Doenga de Parkinson e discute
os resultados alcangados fazendo comparagoes com outros trabalhos encontrados na

literatura corrente;

e Capitulo 5 - Conclusao: apresenta as conclusoes do trabalho, as limitacoes e os

trabalhos futuros envolvendo os algoritmos propostos.
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2 FUNDAMENTACAO TEORICA

Neste capitulo sera feita uma revisao da literatura com o objetivo de contextualizar a
probleméatica da Doenga de Parkinson no mundo, assim como também o entendimento da
Marcha Humana e fornecer uma base teoérica suficiente para a compreensao do trabalho
proposto. Ele estd organizado da seguinte forma: a Secao 2.1 apresenta a problematica
envolvendo os parkinsonianos e os efeitos da doenca; a Se¢ao 2.2 traz os conceitos neces-
sarios para o entendimento dos fundamentos da marcha humana e uma breve explanacao
sobre seus ciclo; a Secao 2.3 apresenta uma visao geral a respeitos dos conceitos de Apren-
dizagem de Maquina e o paradigma de aprendizado supervisionado, também descreve a
importancia da extracao de caracteristicas e como selecionar os atributos mais relevantes
para a classificagao; Na Secao 2.4 mostra detalhes sobre a base de dados que foi apro-
veitada; e, por fim, a Secao 2.5 faz uma breve revisao da literatura referenciando alguns

trabalhos relacionados ao tema aqui tratado.

2.1 Doenca de Parkinson

A Doenga de Parkinson foi descrita a primeira vez ha quase 200 anos (em 1817),
pelo médico inglés James Parkinson, e estd entre as doencgas neurodegenerativas mais
prevalentes, principalmente em idosos (CORTI; LESAGE; BRICE, 2011; TAN, 2013).

A principal caracteristica da DP é a degeneragao dos neurdnios dopaminérgicos, da
parte compacta da substancia negra no corpo estriado (ntucleo caudado e putamen), per-
tencentes aos Géanglios da Base. Dessa forma, ha uma redugao do neurotransmissor cha-
mado de dopamina, cuja funcao tanto € inibitéria quanto excitatéria no controle central
dos movimentos. Alteragoes clinicas comegam a surgir na progressao da doencga, princi-
palmente, quando ocorre reducao dos neurénios e desregulacao da dopamina, um neuro-
transmissor monoaminérgico (STEFL et al., 2013; DUBEY; WADHWANI; WADHWANTI,
2013; POSTUMA et al., 2012).

A degeneragao dopaminérgica pode comprometer a fungao motora, modulagao de mo-
vimentos e equilibrio. Os pacientes com DP apresentam rigidez, definida como aumento na
resisténcia ao movimento passivo, afetando atividades motoras contralaterais ou desempe-
nho de tarefas cognitivas (KIM et al., 2013). Esse sintoma aumenta durante o movimento,
sendo originado pelo aumento do tonus muscular, podendo levar a uma alteracao postu-
ral, como uma flexao do tronco, influenciando no equilibrio do paciente. Um dos sintomas
evidentes na doenca é o tremor, quando presente pode ser acentuado em apenas um dos
membros nos primeiros anos da doenga e bilateralmente em estigios mais avangados. O
tremor pode ser observado também na mandibula, pescoco, cabeca e face, porém 30% dos

sujeitos diagnosticados com a sindrome podem nao apresentar (WORTH, 2013; LANGA;
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LEVINE, 2014).

Além das manifestagoes acima referidas, existem as alteracoes que podem ser obser-
vadas durante a marcha destes individuos, tais como a diminui¢ao da velocidade, com-
primento do passo reduzido, diminui¢do da cadéncia (passos/min) (KIM et al., 2013). A
idade pode ser um fator agravante na doencga, pois pode acelerar os efeitos da doencga
e alterar funcoes cognitivas que podem agravar a marcha, inclusive aumentando o risco
de quedas e, consequentemente, ocasionando fraturas (SHINE et al., 2013; STEGEMOL-
LER et al., 2012). Ha reducao da amplitude de movimento das articula¢oes do quadril,
joelho, tornozelo e da rotacao do tronco, assim como redugao ou auséncia de movimentos
membros superiores durante todo o ciclo de marcha (NIEUWBOER; GILADI, 2013).

Apesar de iniimeras pesquisas sobre os mecanismos envolvidos na Doenca de Parkin-
son, nao ha evidéncias de tratamento curativo. O tratamento é sintomatico e pode ser
baseado em uma abordagem farmacologica, nao-farmacologica e/ou cirtrgica (SALVA-
TORE et al., 2014; POSTUMA et al., 2012).

A seguir seré descrito como funciona a marcha humana, seu ciclo e a forma de anélise,
em que este trabalho tem por finalidade, visando as explanagoes que foram apresentadas

acima sobre manifestagoes que podem ser detectadas.

2.2 A Marcha Humana

A marcha humana pode ser definida como um processo de locomocao, quando o corpo
se desloca de uma posicao para outra pelo movimento ritmico e alternado do tronco e
extremidades (ACKERMANN; BOGERT, 2010).

A marcha emprega uma sequéncia de movimentos repetitivos dos membros inferiores
para movimentar o corpo a frente, enquanto mantém-se estavel utilizando um dos mem-
bros como apoio. Na medida em que o corpo move-se & frente, um dos membros serve de
apoio para que o outro avance pelo ar (ALVAREZ-ALVAREZ; TRIVINO, 2013; ACKER-
MANN; BOGERT, 2010). Dentre as habilidades fundamentais, como o correr e o saltar, a
marcha humana se destaca pela sua importancia e participacao nas mais variadas formas
do movimento humano e por meio da anélise do seu comportamento dinadmico, pode-
se obter dados importantes acerca desta habilidade (ALVAREZ-ALVAREZ; TRIVINO;
CORDON, 2012).

E uma tarefa complexa e integrada que requer uma coordenacdo precisa dos sistema
musculo-esquelético para assegurar a dindmica esquelética correta (FEDEROLF; BOYER,;
ANDRIACCHI, 2013). Portanto, sua analise pode auxiliar no diagnostico e tratamento
de distirbios de caminhada e movimento, identificacao de fatores no equilibrio e avaliagao
de intervengoes clinicas da marcha e programas de reabilitacio (ALVAREZ-ALVAREZ;
TRIVINO; CORDON, 2012).
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2.2.1 Analise da Marcha

A anélise da marcha é o estudo sistematico da locomog¢ao humana, este tipo de analise
envolve a mensuracao, descrigao e avaliagao de caracteristicas quantitativas da locomocao
humana. Por intermédio desta analise, as fases podem ser identificadas, assim como tam-
bém os parametros e eventos humanos cinematicos da marcha podem ser determinados,
e as fungbes musculo-esqueléticas podem ser avaliadas quantitativamente (TAO et al.,
2012).

O estudo das caracteristicas da marcha é algo que vem sendo trabalho héa certo tempo
por muitos pesquisadores. Com o desenvolvimento de softwares especificos, sensores iner-
ciais corpo-fixados, tais como acelerémetros e giroscopios, houve uma melhora substancial
no monitoramento da atividade fisica humana. Durante a década passada uma série de
ferramentas baseadas nestes sensores foram propostas para avaliar varios aspectos dos
padroes de movimento (YONEYAMA et al., 2014; KE et al., 2013).

A anélise da marcha pode ser amplamente dividida em duas categorias (ZENG; WANG;
LI, 2014): baseada em aparéncia e baseada em modelos de abordagens. Os baseados em
aparéncia usualmente referem-se sobre as sequéncias da marcha, sem qualquer modelo
especifico. Os padroes de marcha sao reflexos implicitos sobre a aparéncia holistica do
andar individuo. Contudo, as abordagens nao estao diretamente relacionadas a mecénica
do andar, dindmica da marcha ou estrutura corpora (HU et al., 2013; LEE; TAN; TAN,
2013). Em abordagens baseadas em modelos, as trajetorias em movimentos de corpos
moveis sao as caracteristicas mais abordadas na analise da marcha. As informacgoes ob-
tidas refletem as caracteristicas cineméticas da maneira de andar, e é entao usada para
construir um modelo de reconhecimento (ZENG; WANG; LI, 2014). Além disso, o método
baseado em modelos usa parametros de atividades especificas para identificar os padroes
no ciclo da marcha, como tamanho da passada, forca, velocidade, e extrair, por exemplo,
caracteristica como o duplo suporte (PREIS et al., 2012).

H4 instrumentos clinicos de avaliagao praticos e de facil acesso, no entanto eles nao
analisam todas as variaveis da marcha, tais como as témporo-espaciais (velocidade, ca-
dencia, tempo de ciclo), de forma descritiva e concisa, dessa forma, diversos tipos de
instrumentos de avaliacao tém sido propostos com o intuito de quantificar, por exemplo,
variaveis da marcha em portadores de DP e, assim, caracteriza-las tanto no pré e pos-
tratamento quanto na comparagao com pessoas saudaveis (TAO et al., 2012; ROIZ et al.,

2011; ACKERMANN; BOGERT, 2010; WAHID et al., 2015).

2.2.2 Ciclo da Marcha

Para o andar normal, as sequéncias da marcha sao repetitivas e o processo quase
periédico, ou seja, o sinal evolui com tempo aproximadamente repetindo sua forma e
periodo (ABERNETHY, 2013). A maior unidade empregada na descri¢do da marcha é
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denominada ciclo de marcha, que inicia quando o pé do membro de referéncia contacta a
superficie de sustentagao e termina quando o mesmo pé toca novamente o solo (UMBER-
GER, 2010; MUNIZ et al., 2010).

Cada ciclo envolve uma mudanca no alinhamento entre o corpo e a base de suporte
do pé durante o apoio e o deslocamento do membro no balanco. Essas reacoes resultam
de movimentos executados pelo quadril, joelho e tornozelo, que se movem em velocidades
diferentes e em arcos assincronicos. O ciclo normal de marcha é dividido basicamente em
duas fases: apoio e balango (Figura 1). A fase de apoio inicia-se no instante em que uma
extremidade entra em contato com o solo e termina quando o pé deixa o solo. Esta fase
corresponde a aproximadamente 60% do ciclo de locomogao. A fase de balango (Swing)
inicia quando o membro inferior descola do solo e termina antes de o mesmo ter contato

novamente com o solo, constituindo cerca de 40% do ciclo de marcha (MUMMOLO;
MANGIALARDI; KIM, 2013; ABERNETHY, 2013).

Figura 1 — Ciclo da Marcha Humana e suas duas fases

Ciclo da Marcha

r Apoio
0 60
Fonte — Adaptado de Abernethy (2013)

Quaisquer doencgas neurodegenerativas e relacionadas & progressao etaria, tais como
DP, estao ligadas a parametros que permitem diagnosticar e conhecer a evolucao do do-
ente (HERRAN; GARCIA-ZAPIRAIN; MENDEZ-ZORRILLA, 2014). Especialistas ava-
liam a satide dos pacientes, usando varios métodos que mensuram parametros que repre-
sentam a marcha humana mais claramente. Herran, Garcia-Zapirain e Mendez-Zorrilla

(2014) relatam que alguns destes métodos, sao:

e Velocidade;

e Comprimento do passo curto (distancia linear entre dois posicionamentos sucessivos

do mesmo pé);

e Passo longo ou comprimento da passada (distancia linear entre os posicionamentos

de ambos os pés);

e Cadéncia (numero de passos por unidade de tempo);
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e Largura do passo (distancia linear entre dois pontos equivalentes a ambos os pés);

e Tempo de oscilag@o para cada pé (tempo a partir do momento em que o pé se levanta

do chéao até que ele o toque novamente, para cada pé);
e Fases de marcha;

e Tempo de apoio (tempo a partir do momento em que o calcanhar toca o chao até

que os dedos s@o levantados, para cada pé);

e Forcas de Reagao Vertical ao Solo.

O método que sera abordado neste trabalho é a Forca de Reagao Vertical ao Solo, e

seu funcionamento serda mais bem explicada na se¢ao a seguir.

2.2.3 Forca de Reacdo Vertical ao Solo

O corpo humano requer um contato continuo com o solo durante a caminhada e, assim,
as Forgas de Reagao ao Solo sao formadas como reflexos de vérias forgas que o corpo inteiro
emite durante a marcha. A VGRF é uma unidade que possui a grande abrangéncia e,
portanto, tem sido um toépico de interesse para muitos cientistas, certamente, quando lida
com uma grande quantidade de dados (HOUCK et al., 2011; ALKHATIB et al., 2015).

A VGRF esté altamente correlacionada ao crescimento 6sseo e forga. Seu objetivo tam-
bém é examinar o poder da mecéanica da marcha do exoesqueleto-assistido em caminhadas
e reflexos para a quantidade de carga dada aos sujeitos sob diferentes niveis de assisténcia
e com diferentes pesos e cadéncias (HOUCK et al., 2011). Por meio da VGRF é possivel
capturar varios parametros sem a necessidade primaria de mensura-los. Por exemplo, a
forca de reagao vertical do pico vertical mostra uma relacao linear com a altura de queda
(POULIOT-LAFORTE et al., 2014). Além disso, sdo usados para diagnosticar a eficacia
de cirurgias no joelho e quadril, deficiéncias neuromusculares, analises de risco de lesao,
avaliagao do risco de queda, biomecanica e assim por diante (MUNIZ et al., 2010).

Portanto, a VGRF pode gerar dados que auxiliam na investigagao de padroes, ano-
malias e patologias relacionadas & marcha, podendo ser um importante instrumento para
a sua analise (ALKHATIB et al., 2015).

Pesquisadores tém abordado varios tipos de classificadores para reduzir a dimensio-
nalidade dos dados da marcha, além da extracao de informagoes sobre padroes de um
individuo ou de uma populacao. A maioria desses classificadores pode ser categorizados
em técnicas de parametrizagao ou que analisam todo o sinal (CHESTER; TINGLEY; BI-
DEN, 2007; SCAFETTA; MARCHI; WEST, 2009). A seguir sera apresentado o conceito

de Aprendizagem de Maquina e quais algoritmos podem ajudar na classificagdo de dados.
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2.3 Aprendizagem de Maquina

A éarea de Aprendizagem de Maquina lida com o estudo de métodos computacio-
nais que permitem a programas de computadores ganhem uma melhoria, de forma auto-
noma, em uma determinada tarefa mediante experiéncias (HARRINGTON, 2012). Para
isso, baseia-se em ideias de um conjunto diversificado de disciplinas incluindo TA, pro-
babilidade e estatistica, complexidade computacional, teoria da informagao, psicologia,
neurobiologia, teoria de controle e filosofia, sendo aplicada nas mais diversas areas do
conhecimento (TAHIR; MANAP, 2012).

Diferente das metodologias computacionais tradicionalmente abordadas, AM lida com
o problemas de modo que a propria maquina ird encontra-lo, apés um processo de aprendi-
zagem, uma hipotese que melhor o define. Para tal, empregam um principio de inferéncia
denominado inducao, na qual se obtém conclusoes genéricas a partir de um conjunto
particular de exemplos. Assim, os algoritmos de AM aprendem a induzir uma func¢ao ou
hipotese capaz de resolver um problema a partir de dados que representam instancias do
problema a ser resolvido (FACELI, 2011; HARRINGTON, 2012).

Visualizando a area de AM de uma forma bem ampla, é possivel resumi-la em dois
paradigmas de aprendizagem: supervisionado e nao-supervisionado. Na primeira, busca-
se a criacao de um modelo preciso em relagao a predicao de valores para novos dados,
enquanto que na segunda o objetivo é encontrar caracteristicas que podem resumir os
dados. Em ambos os casos existe uma busca por um modelo capaz de generalizar dados
desconhecidos, sendo diferenciados basicamente pela existéncia de um roétulo (resposta)
presente nos dados aproveitados na aprendizagem supervisionada (BARBER, 2012). No
aprendizado nao-supervisionado nao existem exemplos ja rotulados. O algoritmo de AM
busca, a partir dos dados de entrada, criar alguma compreensao dos dados e gerar uma
representacao interna capaz de codificar as caracteristicas de entrada em novas classes
e agrupé-las corretamente (MICHALSKI; CARBONELL; MITCHELL, 2013). Adicional-
mente, ha outra abordagem — nao utilizada neste trabalho — conhecida como aprendizado
semi-supervisionado na qual existe uma tentativa de aprimorar um classificador criado a
partir de dados rotulados com o uso de amostras nao-rotuladas.

O aprendizado supervisionado, que é o tipo que estéa sendo trabalhado aqui, é realizado
por intermédio de um supervisor externo, que fornece ao sistema as entradas juntamente
com os valores de saida desejados (FRIEDMAN; HASTIE; TIBSHIRANI, 2001). A ideia é
que, a partir de amostras apresentadas, o sistema seja capaz de construir um classificador
para rotular novos dados, desconhecidos até entao. A proxima segao explicara melhor os

conceitos de aprendizagem supervisionada.
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2.3.1 Algoritmos de Aprendizagem Supervisionada

A aprendizagem supervisionada é composta basicamente por duas fases. A primeira é
a treinamento, onde exemplos sao aproveitados pelo sistema para aprendizagem e geracao
de um classificador. A segunda fase esta relacionada a teste, quando novos exemplos sao
rotulados a partir do classificador existente. O conjunto de treinamento deve ser estatis-
ticamente representativo, para que a maquina consiga reconhecer os exemplos de teste,
propriedade conhecida como generalizagao (CARVALHO, 2001; FRIEDMAN; HASTIE;
TIBSHIRANTI, 2001).

Em ocasioes onde a base de treinamento é reduzida o bastante para nao permitir
a generalizacao, ocorre o problema conhecido como underfitting. Em outras ocasioes,
quando héa ruido nos dados de treinamento, ou quando estes dados nao sao adequadamente
representados no espaco inteiro de dados possiveis, ou até quando critérios de parada no
treinamento nao estdo bem ajustados, acontece o overfitting (SIMON, 2001).

Em problemas que usam o aprendizado supervisionado, cada exemplo é descrito por
um vetor de atributos de valores de caracteristicas e por um especial que descreve uma
caracteristica de interessados em criar um modelo (HARRINGTON, 2012). Tais atributos
podem ser discreto, ordinal ou continuo. No caso do discreto, a problemética é conhecida
como classificagao, e o objetivo é identificar futuros casos em cada uma das classes pré-
estabelecidas. Na hipotese em que o atributo seja continuo, o problema é geralmente
conhecido como regressao, e a finalidade é prever o valor desse atributo com base nas
caracteristicas dos exemplos. Ja sendo do tipo ordinal, o problema é conhecido como
ordenacao ou regressao logistica, e o propoésito é ordenar um conjunto de casos de acordo
com uma caracteristica de interesse (PRATI; MONARD, 2006).

A classificagao é uma tarefa constituida em analise de dados e reconhecimento dos
padroes que requer construcao de um classificador, ou seja, uma funcao que atribua uma
classe a instancias descritas por um conjunto de atributos (MICHALSKI; CARBONELL;
MITCHELL, 2013). Um classificador é construido a partir da execu¢ao de um algoritmo
de aprendizado sobre um determinado ntimero de exemplos de treinamento, para os quais
o rotulo de classe associado é conhecido (HAYKIN, 2000).

O aprendizado aqui empregado é do tipo induzido. A inducao de algoritmos de classifi-
cacao a partir de bases de dados é um problema muito recorrente no campo da AM. Trata-
se do aprendizado que, baseado em alguns exemplos do conceito que esta sendo estudado,
extrapola um modelo para outros exemplos do mesmo conceito. Por este motivo, o algo-
ritmo de aprendizado pode ser chamado também de indutor (FACELI, 2011).

Os conceitos referentes a geracao de um classificador sao representados de forma sim-
plificada na Figura 2. Tem-se nessa figura um ambiente estacionario, na qual fornece um
vetor 2 com uma fungao de probabilidade cumulativa fixa, mas desconhecida F,(z). Uma
espécie de "professor" fornece uma resposta desejada d para cada vetor de entrada x re-

cebido do ambiente, de acordo com a func¢ao de distribui¢ao cumulativa condicional. A
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méaquina (algoritmo) de aprendizagem implementa um conjunto de fung¢oes para mape-

amento de entrada-saida descritas por y=F(z, w), onde y é a resposta produzida pelo

algoritmo (HAYKIN, 2000).

Figura 2 — Modelo do processo de aprendizagem supervisionada
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Fonte — Haykin (2000)

Uma vez construido um classificador, ele pode ser aplicado para predizer a classe de
exemplos que siga a mesma representacao e distribuigao utilizada no treinamento, inclusive
daqueles nunca apresentados ao indutor. Dependendo do indutor usado, o classificador
pode ser simbodlico, sendo um modelo cuja linguagem de descricao é equivalente a um
conjunto de regras, ou seja, o classificador pode ser representado em uma linguagem
proposicional ou relacional (MUSA, 2013).

Os algoritmos de aprendizagem supervisionada que foram aplicados para classificagao
neste trabalho, sdo (FRIEDMAN; HASTIE; TIBSHIRANI, 2001; FACELI, 2011; HAR-
RINGTON, 2012; TRIPOLITTI et al., 2013):

e Arvores de Decisdo;
e k-NN;
e Redes Neurais Artificiais (RNA);

e Maquina de Vetor de Suporte (SVM).

As técnicas citadas ja possuem um amplo estudo e abordagem em muitas areas, que vao
das ciéncias biologicas as exatas. Com a DP os algoritmos de aprendizagem supervisionada

foram aplicados sob diversos sinais cardinas, dentre alguns exemplos por classificadores
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podemos citar: (i) A Arvore de Decisdo em pesquisas relacionadas a disfuncoes e atrofia
do sistema nervoso central (NAIR et al., 2013); (ii) O k-NN aplicada a identificagao
de disfungoes da voz em portadores da doenga (SHIRVAN; TAHAMI, 2011); (iii) Ja a
RNA sendo aplicada para identificar possiveis padroes em disfunc¢oes do metabolismo em
parkinsonianos (AHMED et al., 2009); (iv) E a SVM no uso para detecgao dos sintomas
de tremor e bradicinesia (COLE; OZDEMIR; NAWAB, 2012).

A seguir serao apresentados os conceitos e como funcionam os algoritmos de aprendi-
zagem supervisionada que serao usados para classificagao da marcha sob a base de dados

selecionada.

2.3.1.1 Arvore de Decisio

Uma Arvore de Decisdio usa a estratégia "dividir para conquistar" na resolucio de
um problema, a qual dividem um né em outros nés que virao a ser seus filhos (FACELI,
2011). Sua estrutura é similar as regras do "se-entao", aplicada na implementagao de
sistemas especialistas e em problemas de classificacao. O processo é composto basicamente
pela repeticao de maneira recursiva em cada né derivado até que a divisao nao seja
mais viavel ou que a discriminagao perfeita tenha sido atingida (JEGADEESHWARAN;
SUGUMARAN, 2013).

E um tipo de classificador que recebe como entrada uma situacio destacada por um
conjunto de atributos e retorna um resultado de decisao. Seus atributos de entrada podem
ser discretos ou continuos. O uso de valores discretos na saida caracteriza um problema
de classificacao e o uso de continuos trata de regressao (CHEN et al., 2014).

Métodos de classificacao por Arvore de Decisdo modelam o relacionamento entre uma
entrada z ; e uma saida y ;. Cada n6 interno da arvore corresponde a um atributo e cada
conexao entre esse é um no6 subsequente (ou no filho), representando um valor possivel
para o atributo correspondente. Um né6 folha representa uma saida predita para uma
entrada cujos valores dos atributos sao os representados pelo caminho que liga a raiz
até a folha em questao. Dessa forma, um caminho na arvore pode ser interpretado como
um conjunto de pares atributo-valor que leva a uma predi¢ao (FRIEDMAN; HASTIE;
TIBSHIRANTI, 2001; ZHANG et al., 2014).

Dentre as Arvores de Decisao mais abordadas pela comunidade para classificacdo existe
a C4.5 que foi criada por Ross Quinlan (QUINLAN, 1996), também, como uma ex-
tensdao do trabalho anterior de Quinlan, foi desenvolvida a ID3 (QUINLAN, 1986) e a
CART (BURROWS et al., 1995).

O algoritmo adotado por este trabalho é o ID3, por ser o mais amplo conceitualmente,
simples de aplicar e pode ser usado tanto em problemas simples de classificacao como
mais complexos. Para o viés indutivo, esse tipo de arvore realiza uma do tipo subida de
encosta através do espaco de possiveis arvores. Em cada estdgio da busca, ele examina

todos os testes que poderiam ser usados para estender a arvore e escolhe o teste que ganha
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a maior informacao. Na Figura 3 ha um exemplo de uma arvore criada para representar o
numero de observagoes baseadas nas condi¢oes dos olhos dos pacientes e no tipo de lentes

de contato que o médico prescreveu (HARRINGTON, 2012).

Figura 3 — Exemplo de arvore ID3

(no Iensi no Iensesl[ﬁ';r-(ﬂ

Fonte — Harrington (2012)

Essa heuristica permite que o ID3 busque eficientemente o espaco nas arvores de
decisao e aborda, também, o problema da escolha de generalizagoes plausiveis com base
em dados limitados (ROKACH; MAIMON, 2014).

Pode ocorrer casos em que a arvore combina os dados bem demais. Entao, ocorre um
problema é conhecido como overfitting. A fim de reduzir o problema de overfitting, pode ser
realizada a acao de podar a arvore, remover algumas folhas. Se um n6 da folha adiciona
somente pouca informagao, serd cortado e fundido com outra folha (HARRINGTON,
2012).

2.3.1.2 Redes Neurais Artificiais

As Redes Neurais Artificiais (RNA) sdo modelos computacionais com capacidade de
aprendizado e adaptacao, podendo ser aplicadas para reconhecimento, classificacao e or-
ganizagao de dados complexos, multivariados e nao lineares (HAYKIN, 2000).

As RNAs mimetizam o comportamento do sistema nervoso, tanto que a unidade de
processamento da rede é denominada neurénio (SAMANTA; AL-BALUSHI, 2003). Assim
como no cérebro, os neurdnios sao agrupados em redes e cada neurénio recebe entradas que
correspondem & excitagao ou inibi¢ao de outros neurénios. Quando a rede excitada alcanga

um nivel programado, o neurénio “dispara” (disparar, neste contexto significa propagar
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estimulos). O neur6nio é binario no modo de funcionamento; portanto, ou ele dispara
ou nao dispara (HAYKIN, 2000). Em uma RNA, os neurdénios podem estar dispostos
em uma ou mais camadas. Quando duas ou mais camadas sao empregadas, um neuroénio
pode receber em seus terminais de entrada de valores de saida neurdnios da camada
anterior e/ou enviar seu valor de saida para terminais de entrada de neurénios da camada
seguinte (FACELI, 2011).

Segundo Friedman, Hastie e Tibshirani (2001), existem intmeros modelos de RNAs
que se diferenciam, principalmente, pela estrutura da rede, pelo algoritmo de aprendi-
zagem, pelas funcgoes de ativagao empregadas, pela recorréncia, dentre outras caracteris-
ticas. Podemos citar aqui os modelos Perceptron, feed-forward, GMDH (Group Method
of Data Handling), NSRBN (Non Linear Sigmoidal Regression Blocks Networks), dentre
outros.

Uma Rede Neural Feed-forward(FF) ¢ formada por unidades de processamento in-
terligadas conhecidas como neurénios (ou nos), e tem a tendéncia natural para armaze-
nar conhecimento experimental e torna-lo disponivel para uso (FRIEDMAN; HASTIE;
TIBSHIRANTI, 2001). Dentre os principais tipos de redes FF, destaca-se o multilayer per-
ceptron (MLP). Redes MLP consistem basicamente em multiplas camadas, sendo uma
camada de entrada, uma ou mais escondidas e uma camada de saida (Figura 4). Cada
uma possui noés e cada nod esta totalmente interligado por pesos com todos os nos da
camada subsequente (HAYKIN, 2000).

Figura 4 — Exemplo de RNA multicamada

Sinal de entrada
Sinal de saida

de saida

Camada Primeira Segunda
de entrada camada camada
oculta oculta

Fonte — Adaptada de Haykin (2000)

Cada neurtnio da camada de saida esta associado a uma das classes presentes no

conjunto de dados. Os valores gerados pelos neurénios de saida para um dado objeto de
_ t - .

entrada podem ser representados por um vetor y = [y1,¥s, ..., yx]’, em que k é o nimero

de neurénios da camada de saida (e o namero de classes do problema). A rede classifica
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corretamente um objeto quando o valor de saida mais elevado produzido pela rede é aquele
gerado pelo neuronio de saida que corresponde a classe correta do objeto (FACELI, 2011).

A abordagem genérica para minimizar a dimensao de neurénios é por descida gra-
diente, chamada Back-propagation. Ele é constituido pela iteracao de duas fases, uma
fase para frente (forward) e uma para tras (backward) (FRIEDMAN; HASTIE; TIBSHI-
RANTI, 2001). O objeto é inicialmente recebido por cada um dos neurénios da primeira
camada intermediaria da rede, quando é ponderado pelo peso associado a suas conexoes
de entrada correspondentes. Cada neurtnio nessa camada aplica a funcao de ativacao a
sua entrada total e produz um valor de saida, que é usado como valor de entrada pelos
neuroénios seguintes (SAK; SENIOR; BEAUFAYS, 2014). Esse processo continua até que
os neurdnios na camada de saida produzam cada um seu valor, que é entao comparado
ao valor desejado para saida desse neurénio (HAYKIN, 2000). A saida de um neurdnio
é definida por meio de uma aplicacao de uma funcao de ativacao a entrada total. Neste
trabalho foi aplicada a funcao sigmoidal, na qual representa uma aproximacao e diferentes

inclinagoes podem ser empregadas (YAO et al., 2012).

2.3.1.3 k-NN

O k-Nearest Neighbors é um tipo de classificador "lazy" onde nao é computada uma
funcao de classificagao, aplicando a chamada "aprendizagem baseada em instancia". Esse
método de aprendizagem funciona com o armazenamento das amostras do conjunto de
treino, sendo esse conjunto a chamada "instancia" do problema. Quando uma nova amos-
tra é submetida ao classificador, ele ir4 gerar uma resposta baseada no relacionamento
da nova amostra com o conjunto de treino (MICHALSKI; CARBONELL; MITCHELL,
2013).

Segundo Theodoridis (2006), o k-NN é um dos algoritmos mais simples dentre as
técnicas existentes em AM. Seu funcionamento pode ser descrito por meio dos seguintes
passos (SOUSA et al., 2013; HARRINGTON, 2012): 1) Identifica o valor de k, ou seja,
o namero de vizinhos mais proximos; 2) Calcula-se a distancia da nova amostra a ser
classificada entre todas as amostras de treinamento; 3) Sao identificados os k vizinhos
mais proximos, independentemente do rotulo das classes; 4) O nimero de vizinhos mais
proximos que pertencem a cada classe do problema é contabilizado; 5) Classifica-se a nova
amostra, atribuindo-lhe a classe mais constante na vizinhanca.

Sendo um algoritmo baseado em insténcia, ele assume que todas as amostram corres-
pondem a pontos em um espago n-dimensional, onde n é o ntimero de descritores usados
para representar as amostras. Para classificar é reconhecida a chamada "vizinhanca” da
nova amostra, isso quer dizer, os pontos ja conhecidos mais proximos (FRIEDMAN; HAS-
TIE; TIBSHIRANI, 2001). A definigdo de k é trivial para estimar a proximidade entre
classes. Em problemas de classificagao utiliza-se geralmente a moda ponderada (FACELI,

—d(xtlm) e I(a, b), é uma fungao que

2011): y; = argmaxey Zle wil(c,y;), com w; =



28

retorna 1 se a = b.

Para calcular a proximidade das amostra é possivel usar medidas de distancia, dentre
as principais (THEODORIDIS, 2006; BACCOUR; JOHN, 2014): distancia euclidiana,
distancia de Canberra e a distancia de Chebychev. A distancia de Canberra foi a funcao
escolhida para o corrente trabalho. Trata-se de uma medida numérica da distancia entre
pares de pontos em um espago vetorial, introduzido em 1966 (LANCE; WILLIAMS,
1966) e refinado em 1967 por Lance e Williams (1967). A distancia de Canberra se da
entre os vetores p e ¢ num espago vetorial n-dimensional. A partir de p = (p1, po, ..., Pn)
eq=(q1,q,-.,qn) aequacao d é assim representada (BACCOUR; JOHN, 2014):

Z ||pz — 4l (2.1)

pil + |l

Nesse contexto, por exemplo, considerando a classificacao de um padrao onde o para-
metro k ¢ igual a 1 (NN), e se o k for maior que 1, por exemplo, k= 3, sendo considerados
trés vizinhos do novo padrao, sao analisadas as trés menores distancias do novo padrao
para os padroes de treinamento. A classe que obtiver o maior nimero de padroes dentre
essas distancias sera a classe determinante do novo padrao. A Figura 5 representa esse
processo de classificagao, onde a partir de um ponto desconhecido, primeiramente se to-
mam os k-vizinhos mais proximos dele e, dentro desse conjunto, encontra-se a classe mais

significativa.

Figura 5 — Exemplo de classificagao pelo método k-NIN
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Fonte — Carvalho (2001)

O k-NN é eficiente computacionalmente, mas bastante sensivel ao nimero de dimen-
soes presentes nos vetores de caracteristicas, podendo aumentar de forma significativa
o tempo de execugao. A escolha do k é o maior influenciador nesta problematica, para

otimizar basta uma busca pelo melhor valor (LUGER, 2014).
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2.3.1.4 Maquina de Vetor de Suporte

A SVM foi primeiramente apresentada por Vapnik (2013) com o objetivo de resolver
problemas de classificagao binéria de padroes. Vetores de Suporte nada mais sao do que os
pontos em classes que estao mais proximos do separador de classes. A determinacao destes
Vetores de Suporte é crucial para o estabelecimento da funcao separadora de classes, pois
o algoritmo faz uso destes dados para gerar classificacao. O ntimero de Vetores de Suporte
é, consequentemente, menor que a quantidade total de amostras de cada classe (VAPNIK,
2013).

As SVMs podem ser aplicadas na resolugao de problemas de classificagdo e regres-
sao. Segundo Diederich (2008), uma SVM consiste basicamente em trés componentes: (i)
Ambiente - conjunto de vetores de entrada z; (ii) Professor - fornece para a maquina
as entradas, juntamente com as saidas associadas a cada uma delas, ou seja, fornece a
resposta d para cada vetor de entrada z recebido de acordo com uma fungao f(z) des-
conhecida; (iii) AM - capaz de implementar func¢oes de entrada-saida da forma y = f(z,
r), onde y é a resposta produzida pela maquina e r é um conjunto de pardmetros usados
como pesos aos valores do vetor z.

A partir da entrada de (varios pares) dados em um sistema, sao realizadas classifica-
¢oes, onde = dados de entrada sao divididos de acordo com os possiveis ntimeros de saidas
y. Entao, a partir de grandes amostras de dados e fun¢oes d = f(z, r) que tenham compor-
tamento deterministico, ou seja, para um certo conjunto de entrada z, e um conjunto de
parametros 7, a saida deve ser sempre a mesma. O algoritmo SVM precisa escolher uma
fungao f(z, r) que seja capaz de mapear a relagao de = e y, onde r sdo os parametros desta
relacao. As fungoes usadas para aprender este mapeamento sao conhecidas como fungoes
indicadoras em problemas de classificacao e de funcoes de aproximacao em problemas de
regressao (FACELI, 2011).

Algoritmos SVM tém a capacidade de lidar tanto com problemas de classificacao
linearmente separaveis quanto nao-linearmente separaveis (exemplo da Figura 3 (HAR-
RINGTON, 2012)). No caso de problemas linearmente separaveis e em um contexto de
classificagao binaria, por exemplo, por intermédio de SVM ¢é possivel a construgao de um
hiperplano 6timo entre exemplos positivos e negativos, de modo que a separacao entre os
exemplos seja maxima. J& os nao-lineares lidam também com a classificagao de conjuntos
de dados linearmente separaveis ou que possuam distribuicao aproximadamente linear,
mas a versao de margens tolera a presenca de alguns ruidos e outliers (DENG; TIAN;
ZHANG, 2012).

Segundo Harrington (2012), a SVM seleciona o hiperplano que maximiza a margem,
ou seja, maximiza a distancia da margem para os dados de treinamento, de modo que para
o hiperplano de separacao 6timo a distancia da margem para a fronteira da classe positiva
é igual a distancia da margem para a fronteira da classe negativa. Entao, os Vetores de

Suporte podem ser alcancados e extraidos.
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Figura 6 — Problema nao-linear

o

Fonte — Deng, Tian e Zhang (2012)

Contudo, o espagco de caracteristicas pode ter uma dimensao muito alta (até mesmo in-
finita), tornando o processo altamente custoso a nivel computacional (HAYKIN, 2000). Por
meio de calculos de produtos escalares entre objetos no espago de caracteristicas é pos-
sivel extrair informagdes, e isso é obtido usando fun¢ées denominadas kernels (FACELI,
2011). Um funcdo kernel K é uma fungao que recebe dois pontos z; e x; no espaco de

entradas e calcula o produto escalar desses objetos no espaco de caracteristicas:

K(zi,x;) = (z3.1)? (2.2)

Um kernel precisa satisfazer matrizes positivas semidefinidas K, em que cada ele-
mento [;; é definido por K;; = K(x;,z;), para todo ij = 1,...,n. Para isso, utiliza-se
kernels polinomiais, dentre os mais referenciados na literatura estao a funcao base radial
(RBF), que sera aplicado neste trabalho (FACELI, 2011). A fungao é definida da seguinte
forma (FACELI, 2011):

cap(—oallz; — zj||*) (2.3)

O parametro o deve ser determinado pelo usuério. Segundo Haykin (2000), a escolha
de uma boa funcao kernel e seus parametros é muito importante para o desempenho do

classificador obtido.

2.3.2 Pré-processamento

N&o é incomum na etapa de coleta de dados encontrar inconsisténcias na base. E
possivel que nos conjuntos de dados haja ruidos e imperfei¢coes, com valores incorretos,
inconsistentes, duplicados ou ausentes (LUGER, 2014).

O objetivo do pré-processamento é transformar a representacao dos dados afim de
superar quaisquer limitagoes existentes nos algoritmos que serao empregados para a ex-

tragao de padroes. Essa fase ¢ de fundamental importancia para a classificagao de dados
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tendo em vista a ma qualidade presente, por vezes, na coleta e posterior geragao de in-
formacao (TAN; STEINBACH; KUMAR, 2009; HOLZINGER; DEHMER; JURISICA,
2014).

De uma forma geral, pré-processamento de dados é um processo semi-automatico,
sendo assim entende-se que essa fase depende da capacidade de um responséavel pela
analise de dados com intuito de identificar os problemas presentes nos dados, além da
natureza desses problemas, e usando as técnicas mais apropriados para solucionar cada
um dos problemas (REDDY; REDDY; SITARAMULU, 2013).

Técnicas de pré-processamento sao tteis nao apenas porque podem minimizar ou eli-
minar problemas existentes em um conjunto de dados, mas também porque podem tornar
os dados mais adequados para uso por um determinado algoritmo de AM (SALVATORE
et al., 2014). Segundo Jiawei e Kamber (2001), as principais etapas envolvidas no pré-

processamento, sao:

e Limpeza dos dados: essa etapa visa eliminar os problemas como registros incom-
pletos, valores errados e dados inconsistentes, de modo que eles nao influenciem no
resultado dos algoritmos aplicados. As técnicas usadas nessa etapa vao desde a re-
moc¢ao do registro com problemas, passando pela atribuicao de valores padroes, até
a aplicacao de técnicas de agrupamento para auxiliar na descoberta dos melhores

valores;

e Integracao dos dados: banco de dados possuem uma heterogeneidade de fontes
como arquivos textos, planilhas, data warehouses, videos e imagens, surgindo as-
sim, a necessidade da integracao destes dados de forma a termos um repositério
tinico e consistente. Para isto, é necessaria uma anélise aprofundada dos dados ob-
servando redundéancias, dependéncias entre as variaveis e valores conflitantes como,
por exemplo, categorias diferentes para os mesmos valores, chaves divergentes, re-

gras diferentes para os mesmos dados, entre outros;

e Reducao dos dados: as técnicas que podem ser aplicadas para que a massa de
dados original seja convertida em uma menor, porém sem perder a representati-
vidade dos dados originais. Isto permite que os algoritmos de classificagao sejam
executados com mais eficiéncia, mantendo a qualidade do resultado. As estratégias
adotadas nesta etapa s@o a criagao de estruturas otimizadas para os dados (cubos de
dados), a sele¢do de um subconjunto dos atributos, a reduc¢ao da dimensionalidade

e a discretizagao;

e Transformacgao dos dados: alguns algoritmos trabalham apenas com valores nu-
méricos e outros apenas com valores nominais, e nestes casos é necessario transfor-
mar os valores numeéricos em nominais ou os nominais em valores numeéricos. Nao

existe um critério tinico para transformacao dos dados e diversas técnicas podem



32

ser usadas de acordo com os objetivos pretendidos. Dentre as comumente técni-
cas empregadas nesta etapa sao a suavizagao, o agrupamento, a generalizacao, a

normalizacao e a criacao de novos atributos a partir de outros ja preexistente.

Entao, a partir da pratica das técnicas apresentadas é possivel uma melhor extracao,
selecao e aproveitamento dos atributos a serem aplicados posteriormente para classificacao

por meio dos algoritmos de AM.

2.3.2.1 Extragdo de Caracteristicas

A extracao de caracteristicas consiste em técnicas para a reconhecimento de padroes
em que atributos s@o identificados em variaveis da base de dados (FACELI, 2011). As
técnicas que envolvem essa fase sao, além de tudo, aplicadas com a finalidade de reduzir
a dimensionalidade dos dados. Se as carateristicas forem adequadamente escolhidas se
espera que resulte em um relevante conjunto de dados a serem explorados através dos
algoritmos de AM (DASGUPTA, 2015).

Para o reconhecimento de padroes de dados, mais especificamente aos que se refe-
rem a este trabalho que sao os da marcha humana, sao encontradas na literatura mui-
tas técnicas, dentre as principais genéricas mais abordadas sao Analise de Componentes
Principais (PCA) (ZHANG et al., 2013) e Anélise Linear Discriminante (LDA) (DALIRI,
2013). O uso de técnicas especificas, geralmente aplicadas na area de processamento de
sinais, também pode ser uma alternativa para extracao de caracteristicas, a exemplo da
Média da Frequéncia do Sinal (PHINYOMARK et al., 2012), Poder da Densidade do
Sinal (ZAKNICH, 2006), Relacao de Poténcia Pico-a-Média (GANGWAR; BHARDWAJ,
2012), transformagcao de Fourier (DASGUPTA, 2015) e Wavelets (LEE; LIM, 2012). Po-
rém, o uso de simples fun¢oes matematicas e estatisticas, como média, mediana, desvio
padrao, também podem ajudar no redimensionamento de dados a serem inseridos em al-
goritmos de AM como classificadores (KAMATH, 2015; ELLIS; CITI; BARBIERI, 2011,
ALKHATIB et al., 2015).

Além do mais, ao aplicar as técnicas descritas logo acima em dados da marcha humana
é possivel identificar caracteristicas como as fases de swing e apoio, velocidade, tempo e
tamanho da passada (ELLIS; CITI; BARBIERI, 2011). Detectando estas caracteristicas
da marcha, por intermédio de um classificador, é possivel conhecer padroes e, por exemplo,
diferenciar doentes e sadios (ZHANG et al., 2013). No entanto, podem existir bases de
dados com uma grande quantidade de atributos, o que dificulta a qualidade na extracao
e posterior classificagdo. Para isso, existem técnicas que selecionam os atributos mais

relevantes para a classificacao.
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2.3.2.2 Selecdo de Atributos

A selegao de atributos (do inglés Feature Selection (FS)) exerce um importante papel
na preparacao dos dados, principalmente, em &reas como reconhecimento de padroes,
AM e mineracao de dados. Mediante essa técnica, por exemplo, é possivel a ordenacao de
atributos segundo o critério de importancia, reducao da dimensionalidade do espaco de
busca de atributos e remogao de ruidos ou outras caracteristicas indesejadas (GUYON;
ELISSEEFF, 2003).

Uma das principais razoes para o uso das técnicas de selecao em algoritmos de AM esta
na manipulacao de quantidades reduzidas de atributos, assim tornando o processo menos
dispendioso, além da qualidade do processo de aprendizado pode ser aumentada quando
se trabalha apenas com o subconjunto de atributos mais relevantes de um conjunto de
dados. A identificagdo do subconjunto mais importante pode auxiliar no entendimento e
no estudo do problema que esta sendo analisado (CHANDRASHEKAR; SAHIN, 2014).

Além disso, quando um conjunto de dados armazenados tem uma grande quantidade
de atributos, isto é, possui alta dimensionalidade, ocorre o aumento do processamento
computacional e a diminui¢ao da precisao, ou seja, do grau de acerto dos modelos de clas-
sificacio (SAEYS; INZA; LARRANAGA, 2007). Para evitar os inconvenientes citados, a
FS visa redimensionar a quantidade a ser processada, pois deve indicar um subconjunto
de atributos mais importante para o processamento (ZAKI; JR, 2011; ZHENG et al.,
2009). As consequéncias esperadas nessas técnicas sao a geragao de modelos de classifica-
¢ao mais precisos e a redugao do processamento computacional (OZCIFT, 2012).

Os métodos de F'S podem ser analisados de acordo com alguns critérios e, em particular
com relagao a tarefa de classificacao, eles sao agrupados em trés tipos de abordagens,
que sdo: Embendedd, Wrapper e Filter (TAN; STEINBACH; KUMAR, 2009; GUYON;
ELISSEEFF, 2003).

Na técnica denominada Embedded, o método de selegao de atributos é incorporado
e dedicado a um algoritmo de classificacao especifico. Em geral, o subconjunto de atri-
butos é selecionado durante a fase de treinamento, ao longo do processo de construcao
do modelo de classificagao. Os métodos Embedded usam uma medida independente para
decidir quais sao os melhores subconjuntos de atributos. Em seguida, usando o préprio
algoritmo de classificacao, seleciona o melhor subconjunto entre os melhores. Ocorrem
varias iteracoes até que a qualidade dos resultados advindos do algoritmo classificador
possa proporcionar um critério de parada natural (TAN; STEINBACH; KUMAR, 2009;
GUYON; ELISSEEFF, 2003).

No tipo Wrapper, o método de selecao usa o algoritmo de classificacao como uma
"caixa-preta" para avaliar subconjuntos de atributos, de acordo com a sua capacidade
preditiva. Se um subconjunto de atributos é gerado, entao dois modelos de classificacao
sao gerados: um modelo possui o conjunto original de atributos e o outro modelo usa

o subconjunto selecionado de atributos. Ambos os modelos resultantes sao comparados
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e avaliados. Essa abordagem pode ter um custo computacional bastante elevado devido
as possiveis interagoes do algoritmo supervisionado sob os atributos (ZAKI; JR, 2011;
ZHANG et al., 2014).

Abordagem Filter utiliza um processo a parte, que é executado antes da aplicacao do
algoritmo de AM escolhido para a classificagao dos dados. Essa técnica nao usufrui do
resultado de um algoritmo de aprendizado para definir o melhor subconjunto de atribu-
tos (SAEYS; INZA; LARRANAGA, 2007). Segundo Caby et al. (2011), esse método é
mais rapido do que um do tipo Wrapper ou um do tipo Embedded.

A abordagem que sera empregada neste trabalho é a Wrapper. Ela consiste basicamente
em dois processos: Forward e Backward. Explicando de forma resumida (BENIWAL;
ARORA, 2012): em Forward é escolhido primeiramente x3 e depois um dos outros dois
atributos, produzindo ordens x3, x1, 9 ou 3, Ts, x1; no Backward elimina x3 primeiro e
depois uma das outras duas caracteristicas, obtendo a ordens como x1, xo, x3 ou xs, 1,
x3.

Outro fator que caracteriza um método de sele¢ao é a forma como é gerenciada a rela-
¢ao entre atributos. Ela pode avaliar os atributos individualmente, de forma univariada,
ou considerar relacionamentos em um subconjunto de atributos capazes de reconhecer
amostras da mesma classe e distinguir amostras de classes em diferentes formas multiva-
riadas (BOLON-CANEDO; SANCHEZ-MARONO; ALONSO-BETANZOS, 2013).

Os chamados métodos "multivariados" levam em conta as dependéncias dos atribu-
tos. Métodos multivariados conseguem resultados potencialmente melhores porque eles
nao simplificam suposigdes de independeéncia variavel /caracteristica (GUYON; ELISSE-

EFF, 2003). Segundo Guyon e Elisseeff (2003), alguns dos principais, sao:

e Ranking de relevancia individual: prové uma visao de qual caracteristica é relevante
individualmente e quais nao ajudam a proporcionar uma separacao de classe me-
lhor. Para determinadas situagoes a individual funciona bem quando, por exemplo,
o atributo fornece uma boa separacao de classe por si mesmo e assim sera escolhido

como prioritario;

e Atributos relevantes que sao individualmente irrelevantes: esse método é avaliado
o poder preditivo dos atributos que sao relevantes conjuntamente e nao indepen-
dentemente. Um recurso tutil pode ser irrelevante por si s6. Duas caracteristicas
individualmente irrelevantes podem tornar-se relevantes quando usados em combi-

nacgao;

e Atributos redundantes: esse método tem como objetivo produzir subconjuntos mais
compactos. A deteccao de redundéancias nao pode ser feita analisando apenas as

projecoes de atributos, como os métodos univariados fazem:;

Para a maioria dos algoritmos de AM as técnicas de FS geram trés tipos de saida
(resultados) (ALELYANI; TANG; LIU, 2013): (1) selegdo de subconjuntos, que retorna
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um subconjunto de atributos identificados pelo indice; (2) Peso do atributo, que retorna
o peso correspondente a cada atributo; e o (3) hibrido, que é uma juncao de subconjuntos
e peso, que retorna um subconjunto classificado de atributos.

A pesagem de atributos (do inglés Feature Weighting) é considerada uma generaliza-
cao da FS. Nesta abordagem, de forma simplificada é atribuido um valor binario a um
atributo, onde 1 significa que o atributo esté selecionado e 0 caso contrario. No entanto,
a funcdo de pesagem atribui um valor, geralmente no intervalo [0,1] ou [-1,1], a cada
atributo. Quanto maior esse valor, mais relevante serd o atributo. Contudo, para essa
estimativa ser precisa foram desenvolvidos algoritmos especificos para o calculo dos pesos,
dentre alguns principais: Fisher, Chi-square e Relif-F (ALELYANI; TANG; LIU, 2013).

Sera usado neste trabalho é o Relif-F, por ser o mais simples e utilizado pela comu-
nidade. Introduzido por Kira e Rendell (1992), Relief-F é uma evolu¢ao do algoritmo
Relif que classifica atributos de acordo com sua maior correlacao com a classe observada,
levando em consideracao as distancias entre classes opostas. A ideia principal é estimar a
qualidade dos atributos de acordo com o quao bem seus valores distinguem entre obser-
vagoes que estao proximas umas das outras (LATKOWSKI; OSOWSKI, 2015).

O algoritmo 1 é o pseudo-codigo do Relief-F. O Relief-F seleciona aleatoriamente
uma instancia R; de observagao e entao procura por k de seus vizinhos mais proximos
da mesma classe, chamados hits mais préximos H; e também k vizinhos mais proximos
de cada uma das diferentes classes, chamadas erros (misses) mais proximas M;(C). Ele
atualiza a estimativa de qualidade W(A) para todos os atributos A dependendo de seus
valores para R;, hits H; e erros M;(C). Se as instancias R; e H; tiverem valores diferentes
do atributo A, entdo o atributo A separa duas instancias com a mesma classe que nao
é desejavel. Assim, a estimativa de qualidade W(A) ¢ diminuida. Se as instancias R; e
M; tiverem valores diferentes do atributo A, entao este atributo separa duas instancias
de diferentes valores de classe que é desejavel. Assim, a estimativa de qualidade W(A) é
aumentada. O algoritmo faz a média da contribui¢ao de todos os hits e erros (ROBNIK-
SIKONJA; KONONENKO, 2003)

A maioria dos algoritmos de pesagem de atributos atribui um peso unificado (global) a
cada atributo em todas as instancias. Porém, a importancia é relativa, relevancia e ruido
nas diferentes dimensoes podem variar significativamente com a localidade dos dados. O
ideal & que a sele¢ao de atributo ou pesagem seja feita no momento da classifica¢ao (e

nao no treinamento), porque o conhecimento do exemplo de teste melhora a capacidade
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de selegao (TANG; ALELYANI; LIU, 2014).
Algorithm 1: PSEUDO-CODIGO DO ALGORITMO RELIF-F.
Definir todos os pesos W[A] := 0.0;

for i = 1 to m do
Selecione aleatoriamente uma instancia Ri;

Ache k vizinhos aos hits Hj;

for cada classe C # classeRi do
a partir da classe C' ache k vizinhos erros M j(C);

for A:=1 to a do
WIA] == W[A] = S0 dif f(A, R;, H))l(m.k) +
ZC#class(Ri)[% Z?:l dlff(Av Riv Mj (C))]/(mk)7
end

end

end

A fungao dif f(A, I, I3) calcula a diferenga entre os valores do atributo A para duas
instancias I; e I5. Para atributos nominais ele foi originalmente definido como (ROBNIK-
SIKONJA; KONONENKO, 2003):

0; valor(A, I) = valor(A, 1)

1;senao

dif f(A, 1, I) = { (2.4)

E para atributos numeéricos:

asst ) = P ) @5

2.3.3 Validagdo

Neste trabalho, a técnica adotada para validacao dos algoritmos de classificacao foi
a validagao cruzada, que é usada para avaliar a capacidade de generalizacao de um mo-
delo, a partir de um conjunto de dados (HASTIE; TIBSHIRANI; FRIEDMAN, 2009). E
amplamente empregada em problemas onde o objetivo da modelagem é a predicao.

Basicamente busca estimar o quao preciso ¢é este modelo na pratica, ou seja, o seu de-
sempenho para um novo conjunto de dados (ARLOT; CELISSE et al., 2010). O conceito
central das técnicas de validagao cruzada é o particionamento do conjunto de dados em
subconjuntos mutualmente exclusivos e, posteriormente, utiliza-se alguns destes subcon-
juntos para a estimagao dos parametros do modelo (dados de treinamento) e o restante
dos subconjuntos (dados de validagdo ou de teste) sdo empregados na validagdo do mo-
delo (REFAEILZADEH; TANG; LIU, 2009).

Neste trabalho foram abordadas as trés principais formas de particionamento (HAS-

TIE; TIBSHIRANI; FRIEDMAN, 2009):
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e Holdout - é reservada um subconjunto para treinamento e outro, geralmente menor,

para teste.

e K-fold - subconjuntos sao divididos exclusivamente sob um mesmo tamanho e um

subconjunto para teste;
e Leave-one-out - compara N célculos de erros para cada dado.

No processo de validagao dos classificadores sao aproveitados dados das caracteristicas
extraidas. Para cada caracteristica, é possivel obter desempenho com base nos valores
extraidos na matriz de confusao. A matriz de confusdo (Figura 7) quantifica exemplos na
base de dados selecionada que séo classificados bem pelo modelo construido (representado
na diagonal principal), assim como também outros que sdo mal classificados (FACELI,
2011). E um tipo especial de tabela de contingéncia, com duas dimensdes ("verdadeiro" e
"previsto"), e conjuntos idénticos de "classes" em ambas as dimensées (cada combinagao
de dimensao e de classe é uma variavel na matriz de confusdo) (ARLOT; CELISSE et
al., 2010; HASTIE; TIBSHIRANI; FRIEDMAN, 2009). As variaveis entre as duas linhas
e duas colunas informam o numero de falsos positivos (FP) que corresponde ao nimero
de exemplos cuja classe verdadeira é negativa mas que foram classificados incorretamente
como pertencendo & classe positiva, falsos negativos (FN) é o ntimero de exemplos perten-
centes originalmente a classe positiva que foram incorretamente preditos como pertencen-
tes como da classe negativa, verdadeiros positivos (VP) é o nimero de exemplos da classe
positiva classificados corretamente e verdadeiros negativos (VN) o nimero de exemplos
da classe negativa classificados corretamente (FACELI, 2011; WEISS, 2013).

Figura 7 — Matriz de confusao para um problema com duas classes

Classe predita

+ o
Classe verdadeira x i )
- FP VN

Fonte — Faceli (2011)

A partir dos resultados das formulas apresentadas é possivel avaliar o sucesso na
classificacao do algoritmo ou técnica aplicada aos dados. A avaliacao mais comum para
avaliar o desempenho dos classificadores ¢ a taxa de erros (ou acertos). As medidas de
desempenho que serdo utilizadas neste trabalho sao (i) Precisdao que é a propor¢ao de
exemplos positivos classificados corretamente entre todos aqueles preditos como positivos;
(ii) Sensitividade corresponde a taxa de acerto na classe positiva; (iii) Especificidade que
esté relacionada a taxa de acerto na classe negativa; e a (iv) Acuracia é a propor¢ao de

acertos, ou seja, o total de verdadeiros positivos e verdadeiros negativos, em relagao a n
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amostra avaliada (FACELI, 2011). As féormulas das quatro medidas de desempenho séo
as seguintes (LOPEZ et al., 2012; LIN; LI, 2012):

1. Precisao:

VP
e — 2.
VP+ FP (2:6)
ii. Sensitividade: VP
S 2.
VP+VN (2.7)
iii. Especificidade:
VN
FP+VN (2:8)
iv. Acurécia: VP L VN
AL 29

O método mais empregado é o k-fold. Além de ser bem referenciada, o poder da divisao
dos dados em subconjuntos e ter um custo computacional variado (FACELI, 2011; AR-
LOT; CELISSE et al., 2010). Contudo, outro método muito empregado pela comunidade
para avaliar o desempenho de classificadores de forma visual é a curva de ROC.

As curvas ROC (Receiver Operator Characteristic) baseiam-se na no¢ao de uma va-
riavel "separadora" (ou decisdao). As frequéncias dos resultados positivos e negativos do
teste de diagnostico variam se alterar o "critério" ou "cut-off " para a positividade no eixo
de decisao (BOLLE et al., 2013). Quando os resultados de uma classificagao sao avaliadas
com base em julgamento subjetivo, a escala de decisao é apenas "implicita". Essa varidvel
de decisao ¢ freqiientemente chamada de variavel "latente" ou nao observavel (HAJIAN-
TILAKI, 2013). O grafico de TPF (sensitividade) versus FPF (especificidade) através de

diferentes cut-offs gera uma curva na unidade quadrada chamada curva ROC (Figura 8).

Figura 8 — Curva de ROC derivada da distribuicao de duas sobreposigoes
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Fonte — Hajian-Tilaki (2013)
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A curva ROC corresponde a capacidade de discriminar progressivamente os testes de
diagnostico situados progressivamente mais perto do canto superior esquerdo no "espaco
ROC". Uma curva ROC situada na linha diagonal reflete o desempenho de um teste de
diagnostico que nao é melhor do que o nivel de acaso, isto é, um teste que produz os resul-
tados positivos ou negativos nao relacionados com a doenga (BOLLE et al., 2013). A area
sob a curva (AUC) resume toda a localizagao da curva ROC em vez de depender de um
ponto de operagao especifico. A AUC é uma medida eficaz e combinada de sensitividade e
especificidade que descreve a validade inerente dos testes diagnosticos (HAJIAN-TILAKI,
2013).

A AUC, como um indice unidimensional, resume a localizagao global de toda a curva
ROC. E de grande interesse, uma vez que tem uma interpretacao significativa. Pode ser
interpretada como a probabilidade de que um individuo doente seja classificado aleatori-
amente ou classificado como mais susceptivel de estar doente do que um individuo nao
escolhido aleatoriamente escolhido. A outra interpretagao é o valor médio de sensitividade
para todos os possiveis valores da especificidade (HAJIAN-TILAKI, 2013).

O valor maximo para AUC é 1 e significa que o teste de diagnostico é perfeito na
diferenciacao entre os doentes e sadios. AUC = 0,5 significa a chance de discriminagao
da curva localizada na linha diagonal na curva ROC. A AUC minima deve ser conside-
rada um nivel de chance, isto é, AUC = 0,5, enquanto AUC = 0 significa que o teste
classifica incorretamente todos os individuos com doenga como negativos e todos os in-
dividuos sadios como positivo, que é extremamente improvavel que aconteca na pratica

clinica (HAJIAN-TILAKI, 2013).

2.4 Descricido da Base de Dados

O projeto PhysioNet ¢ uma grande base de dados puiblica de gravagoes de sinais fisi-
ologicos e softwares opensource correlacionados. Essa base foi desenvolvida pelo National
Institutes of Health, por meio do National Institute of Biomedical Image and Bioengee-
niring.

Foi concebido como mecanismo para a disseminacao livre e aberta para estudo de
sinais biomédicos gravados, assim como também para avaliacao de softwares de codigo
aberto especificos na area, propiciando mecanismos para a analise de dados e avaliagao de
propostas de novos algoritmos de forma colaborativa. Criado em 1999, o projeto foi divi-
dido em trés partes estritamente independentes: (i) PhysioToolkit, (ii) PhysioNetWorks
e (iii) Physiobank.

i. A PhysioToolkit trata-se de um repositorio de softwares para processamento e ané-
lise de sinais fisiologicos, deteccao de eventos fisiologicamente significativos usando
técnicas classicas e novos métodos baseados em fisica estatistica e dindmica nao-

linear, exibicao e caracterizacao interativa de sinais, simulagao de Sinais fisiolo-
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gicos, avaliagao quantitativa e comparacao de métodos, analise de processos nao-

equilibrados e nao-estacionarios.

ii. O PhysioNetWorks é um espago de trabalho para membros da comunidade Phy-
sioNet que desejam disponibilizar seus projetos em andamento publicamente. Os
membros do PhysioNetWorks podem visualizar titulos e resumos de projetos ati-
vos do PhysioNetWorks (espagos de trabalho que incluem armazenamento seguro
de arquivos para dados ou software que eventualmente serao contribuidos para o
PhysioNet). Eles também podem se candidatar a ser revisores ou colaboradores de

projetos que os interessam para acessar o arquivo do projeto em desenvolvimento.

iii. PhysioBank é uma grande e crescente base de gravacoes digitais bem caracterizadas
por sinais fisiologicos, séries de tempo e dados relacionados a pesquisa biomédica
para uso pela comunidade. Atualmente, inclui mais de 60 colegoes de sinais cardio-
pulmonares, neurais e outros sinais biomédicos de individuos saudéveis e, também,
de pacientes com uma variedade de condigbes com as principais implicagdes para a
satide publica, incluindo a morte stbita cardiaca, insuficiéncia cardiaca congestiva,

epilepsia, distirbios da marcha, apneia do sono e envelhecimento.

A PhysioBank possui um repositério para dados clinicos e outro sobre sinais, onde héa
dez conjuntos de dados organizados de acordo com os tipos de sinais e descri¢oes contidas

em cada base, dentre os principais:

e Multi-Parameter Databases: os sinais disponiveis variam, mas podem incluir ECG,
pressao arterial invasiva continua, respiracao, saturacao de oxigénio e EEG, entre

outros;

e ECG Database: ha também dados da Multi-Parameter Databases, a maioria dos

quais inclui sinais de ECG;

e Interbeat (RR) Interval Databases: estes contém anotagoes de batidas obtidas de

gravagoes de ECG;

e Gait and Balance Databases: contém séries temporais de intervalos de passadas

(duragao do ciclo de marcha) em forma de texto.

O repositorio que foi utilizado por este trabalho foi o Gait and Balance Databases
é uma colec¢ao de estudos realizados sobre a marcha em portadores da DP (FRENKEL-
TOLEDO et al., 2005; YOGEV et al., 2005; HAUSDORFF et al., 2007) (Tabela 1). Na
pesquisa desenvolvida por Hausdorff et al. (2007) foi estudado um grupo de pacientes
controle e parkinsoniano por meio de uma técnica chamada Estimulagao Auditiva Ritmica
(RAS), que melhora o comprimento da passada, mas os efeitos sobre a variabilidade de

passo a passo, sao desconhecidos. Entao identificaram informagoes como a fase de swing
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da marcha e avaliaram com e sem RAS, extraindo a média e desvio padrao sobre os totais
da VGRF. Yogev et al. (2005) avaliam a dupla tarefa motoro-cognitiva, identificando
a fase de swing e mensurando a variacao de tempo da passada entre parkinsonianos e
controle. Frenkel-Toledo et al. (2005) estabeleceram parametros denominados Velocidade
de Marcha Confortavel (CWS), compararam as variagoes do tempo na passada e fase de
swing em pacientes portadores de DP e controle.

A base inclui os registros da VGRF de amostras como eles caminharam em seu ha-
bitual ritmo, quando boa parte foi auto-selecionada por aproximadamente dois minutos
em terreno plano. Em cada pé foram instalados oito sensores (Ultraflex Computer Dyno
Graphy, Infotronic Inc.), que mensuram forga (em Newtons) como uma fungao relacio-
nada a tempo. A saida de cada um destes 16 sensores foi digitalizado e gravado em 100
amostras por segundo, e os registos também incluem dois sinais que refletem a soma das

oito saidas de sensor para cada um dos pés.

Tabela 1 — Detalhes das Amostras por Grupo de Pesquisa.

Grupo de Pesquisa Parkinson | Controle | Masc. | Fem.
(FRENKEL-TOLEDO et al., 2005) 29 26 28 27
(YOGEYV et al., 2005) 35 29 40 24
(HAUSDOREFTF et al., 2007) 29 18 30 17
Total 93 73 98 68

Fonte — Elaborada pelo autor.

Na proxima secao sera demonstrado trabalhos relacionados & base de dados.

2.5 Trabalhos Relacionados

Alkhatib et al. (2015) classificaram pacientes extraindo onze atributos, alguns como
média, mediana e desvio padrao, sob o total da VGRF em ambas as pernas dos pacien-
tes. Aplicando o k-NN como algoritmo de classificacao e foram avaliados pela curva de
ROC, atingindo a acuracia méaxima de 90,42%.

As Redes Bayesianas foram abordadas por Jia et al. (2015) para classificagao das
pisadas, extraindo a média e desvio padrao como atributos, conseguiram precisao de
82,40% e acuracia de 88,30%. Dubey, Wadhwani e Wadhwani (2013) usaram as RNAs,
extraindo média do coeficiente de variacao e a soma da VGRF, conseguiram sensitividade
de 98,03%. Ainda, ao extrairem a média méaxima e média do desvio padrao da VGRF ob-
tiveram 94,44% de sensitividade. Lee (2015) extraiu o total da VGRF de ambas as pernas
e, através da aplicacao de Fourier e PCA, classificou os pacientes controle e parkinsoniano.

A SVM foi analisada em trés trabalhos publicados na comunidade. Pant e Krishnan
(2014) classificaram intervalos de tempo das passadas, sendo extraidas as suas médias e

desvio padrao, e obtiveram a margem de erro por caracteristica de cada amostra. Chang,
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Alban-Hidalgo e Hsu (2014) usaram o algoritmo para identificar a severidade da DP por
meio de quatro caracteristicas, como variancia do centro de pressao do pé e média das
coordenadas da pisada, obtendo precisao maxima de 99,30%. Zhang et al. (2013) realiza-
ram a extragao de caracteristicas que combina VGRF interpolado abaixo dos calcanhares
e dedos em ambos os pés e o pé inteiro de um tnico membro, onde cada amostra de
um ciclo de marcha é da mesma dimensao. A transformacao de Fourier também foi esco-
lhida para remover as variacoes entre ciclos e extrair caracteristicas discriminativas. Por
conseguinte, aplicaram a SVM para classificacao e conseguiram 83,00% de acuracia.

Algumas teorias e técnicas de processamento de sinais foram mais usadas por outros
autores, a exemplo de Dasgupta (2015) que desenvolveram um algoritmo baseado em pe-
riodos de tempo, e utilizando a técnica de transformacao de Fourier para FS, extrairam
as fases Apoio e Swing da marcha dos parkinsonianos e controle conseguiram o resultado
méaximo de 97,14% de precisao. Ja& Han, Ma e Zhou (2009) aplicaram o modelo Autore-
gressivo baseado na equacao de Yule-Walker para analisar a frequéncia das amostras nos
grupos Ga, Ju e Si da base de dados. Afsar, Tirnakli e Kurths (2016) mediante os dados
em todos os dezesseis sensores localizados em ambas as pernas dos pacientes, extrairam
o total de variacao do tempo e o total de reagao da forca, sendo identificados através
da entropia e alcangando o maximo de 80,00% de sensitividade. Medeiros et al. (2016) a
partir dos dados do total da VGRF em ambas as pernas, foram extraidos e normalizados
através da PCA e usaram como classificador a Distancia Euclidiana, aplicando a validacao
cruzada obtiveram um total de 81,00%. No trabalho de Lee e Lim (2012) foram obtidas
caracteristicas da marcha, comparando valores maximos e minimos da VGRF e, a partir
da transformacao de Wavelets, aplicaram as RNAs com associacao logica da fungao Fuzzy
alcancaram o resultado maximo na precisao de 75,90% e acuréacia de 77,33%.

No trabalho de Kamath (2015) foram extraidos e comparados o coeficiente de variagao
de séries temporais em passos iniciais e o desvio padrao da série temporal da variacao
de passadas dos pacientes, mas nao s6 de parkinsonianos como também portadores de
Esclerose Lateral Amiotrofica e doenga de Huntington. Aplicando a curva de ROC como
técnica de avaliacao dos classificadores alcancou AUC igual a 0,885 e, ainda, a precisao
maéaxima de 92,90%, sensitividade de 92,90% e especificidade de 92,70%.

Por fim, autores abordaram modelos estatisticos especificos como método de classifi-
cagao. Ellis, Citi e Barbieri (2011) compararam a base selecionada por este trabalho com
outra que captou a marcha de jovens (entre dezoito e vinte e nove anos), extrairam a
média e o desvio padrao das passadas e cadéncia em ambas as pernas dos pacientes e con-
seguiram 88,40% de sucesso na classificacao ao aplicar o teorema de Kolmogorov—Smirnov
para avaliagao da precisdo. Geman et al. (2012) usaram ferramentas baseadas em analise
linear e nao linear para explorar de forma quantitativa a fase de Swing e os tempos de
passadas dos pacientes.

Os trabalhos apresentados nesta se¢ao fazem um breve resumo sobre a classificagao de
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pacientes portadores da DP e a extracao de caracteristicas, em sua maioria, usando pouco
mais de dois ou trés tipos de atributos. Embora existam trabalhos que conseguiram iden-
tificar caracteristicas especificas da marcha, outros que se apoiaram por meio de técnicas
de processamento de sinais ou ainda teoremas estatisticos, nenhum deles apresenta uma
proposta onde identifique quais atributos sao mais relevantes na classificagao de dados por
meio de algoritmos de AM. E neste ponto onde o trabalho aqui proposto se localiza, por
trazer quais atributos, aplicando técnicas especificas, sao mais relevantes na classificacao

da marcha em parkinsonianos usando algoritmos de aprendizagem supervisionada.
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3 MATERIAIS E METODOS

Este capitulo esta organizado da seguinte forma: a Secao 3.1 faz uma breve explanacao
sobre o Processo de Classificagao; a Secao 3.2 apresenta como a Base de Dados foi em-
pregada; na Secao 3.3 define quais caracteristicas do ciclo da marcha foram identificadas;
a Secao 3.4 mostra quais tipos de atributos foram trabalhados para reconhecimento dos
padroes das fases Apoio e Swing; Secao 3.5 explica a técnica aplicada para selecao dos
atributos mais relevantes na classificacao; a Secao 3.6 traz uma explicacao detalhada de
quais e como os algoritmos supervisionados foram usados para classificacao; e, por fim, a

Secao 3.7 demonstra como os algoritmos e seus resultados foram validados.

3.1 Processo de Classificacao

O processo de classificagao nesta pesquisa se deu seguindo as principais etapas dos tra-
balhos relacionados (DASGUPTA, 2015; LEE; LIM, 2012; GEMAN et al., 2012). A base
de dados que serviu para este trabalho esta disponivel na internet através do repositorio
aberto chamado Physionet (PHYSIONET, 2015). Apos a aquisigao da base de dados,
cinco etapas foram desenvolvidas para a classifica¢do (Figura 9): Pré-processamento, Ex-
tragao das Caracteristicas, Selecao dos Atributos, Aplicacao dos Algoritmos de AM e

validacao.

Figura 9 — Etapas do Processo de Classificagao.
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Fonte — Elaborada pelo autor.

Foi escolhida a ferramenta MATLAB neste trabalho com o intuito de facilitar as etapas
de Pré-processamento (Sec¢ao 3.3) e Extracao de Caracteristicas (Se¢ao 3.4). MATLAB
é um software de computagao cientifica que possui bibliotecas para o processamento de
dados numéricos e identificacao de padroes.

Para trabalho com as etapas Sele¢ao dos Atributos (Sec¢ao 3.5), Aplicagao dos Al-
goritmos de AM (Segao 3.6) e Validagao (Secao 3.7) foi utilizado um software chamado

Rapidminer. A Rapidminer é uma ferramenta opensource bem referenciada pela comu-
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nidade para mineracao de dados e desenvolvimento de processos analiticos preditivos. A
escolha dessa ferramenta foi porque verificou-se que a MATLAB exigia muito computa-
cionalmente, principalmente na aplicagao dos algoritmos de AM com o método escolhido
de selecao de atributos.

Na secao seguinte serd explicada como foram identificadas as variaveis pertinentes a

classificacao e, em seguida, descritas as etapas do processo de classificagao.

3.2 Base dos Dados

A base de dados usada neste trabalho foi descrita em detalhes na Se¢ao 2.4. Primei-
ramente, foi realizada uma identificacao das variaveis mais relevantes, pois a Physiobank
possui dezenove tipos diferentes em cada amostra. Apenas trés tipos de variaveis foram
utilizadas, que foram: Tempo, total da VGRF sob o pé direito e total da VGRF sob o pé
esquerdo. O por que da escolha dessas variaveis sera melhor explicado na segao seguinte,
Pré-processamento 3.3.

As amostras estao disponibilizadas no formato texto (TXT) e as variaveis estao dimen-
sionadas por colunas. A primeira coluna de cada uma refere-se ao tempo (em segundos),
e foi necessario extrair apenas uma como referéncia. Nas duas tltimas colunas foram ex-
traidos os dados do total da VGRF sob o pé direito e total da VGRF sob o pé esquerdo.
Criadas duas planilhas eletronicas (em formato XLS), a organizagao destas se deu em
dois grupos: uma parkinsonianos e outra dos pacientes controle. A selecao das amostras
foi restringida apenas as que possuem no minimo 2 minutos de captura dos movimen-
tos e foi realizada de forma manual. Ha pacientes com mais de uma amostra, mas s6 foi
aproveitada apenas uma amostra por paciente. Tais critérios utilizados tém como objetivo
primario conseguir capturar um quantitativo méaximo e uniforme de pisadas por paciente a
serem classificados (ELLIS; CITI; BARBIERI, 2011; CHANG; ALBAN-HIDALGO; HSU,
2014).

O repositorio Gait and Balance Databases é composto por 166 amostras ao total
dos trés estudos de medidas da marcha, na qual 93 pacientes sao portadores da DP
idiopatica e 73 controles saudéveis, idade média de 65,7 anos, onde h& predominancia do
sexo masculino, total de 98, e 68 do sexo feminino.

A partir dos critérios e passos ja relatados, das 166 amostras disponiveis na base, foi
reconhecido um quantitativo de 88, destes 44 sao pacientes controle e 44 parkinsonianos,
dentre todas por grupo de pesquisa (Tabela 2).

O grupo Hausdorff et al. (2007) teve o maior quantitativo de amostras descartadas
para pacientes controle por nao atender os critérios adotados na pesquisa (minimos de 2
mins de captura), um total de 22. Para as amostras de parkinsonianos o grupo Hausdorff
et al. (2007) teve apenas quatro amostras aproveitadas de um montante de 29. O maior
aproveitamento foi o grupo Yogev et al. (2005), com apenas sete descartes de um total de

29 amostras, e o tinico que teve todas as amostras de pacientes controle aproveitadas.
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Tabela 2 — Amostras utilizadas por Grupo de Pesquisa.

Grupo de Pesquisa Parkinson | Controle
(FRENKEL-TOLEDO et al., 2005) 18 22
(YOGEV et al., 2005) 22 18
(HAUSDOREFTF et al., 2007) 4 4
Total 44 44

Fonte — Elaborada pelo autor.

3.3 Pré-processamento

A base Physiobank ja possui uma boa qualidade nos dados, entao nao houve muito
trabalho em identificar ruidos ou dados inconsistentes. O trabalho principal nesta fase foi
identificar as fases do ciclo da marcha por meio das varidveis escolhidas.

As caracteristicas extraidas dos ciclos da marcha foram as duas fases primérias: Apoio
e Swing (CHANG; ALBAN-HIDALGO; HSU, 2014). Relacionando os dados do tempo e
o total da VRGF em cada uma das pernas foi possivel realizar o reconhecimento destas
fases. Com base em estudo realizado na literatura (PANT; KRISHNAN, 2014), para
detectar o momento em que o paciente manteve a perna em apoio verificou-se quando o
valor da VGRF é maior do que zero e relaciona com os respectivos tempos. J& para a fase
Swing verifica-se quando o valor da VGRF é igual a zero e relaciona com seus tempos. Na
Figura 10 ¢é possivel visualizar um exemplo de extragao da série de ciclos temporais da
VGRF em uma perna de uma paciente portador de DP, onde x = VGRF e y = Tempo.

Figura 10 — Ciclo temporal da VGRF em uma perna de uma paciente portador de
DP.

0 10 20 30 40 50 60
VGRF
Fonte — Elaborada pelo autor.

Na secao seguinte, sera explanado quais atributos foram extraidos a partir das carac-

teristicas identificadas e, mais a frente, qual técnica de selecao foi adotada para identificar
0s mais relevantes.
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3.4 Extracao de Caracteristicas

A partir do que foi explicado na se¢ao 2.3.2.1, para o reconhecimento dos padroes das
caracteristicas foram aplicadas fungoes de estatistica descritiva e algumas especificas de
processamento de sinais para obtencao dos atributos a serem usados na classificagao, ja
abordadas por trabalhos relacionados (ALKHATIB et al., 2015; DUBEY; WADHWANT,
WADHWANTI, 2013; JIA et al., 2015), séo elas:

a) Média: .
Q= % Z x; (3.1)
n=1
b) Mediana: '
5 = 22 Zi‘b:l i (3.2)
c) Variancia:
o2 — > filpmi —T)? (3.3)

> fi
d) Desvio Padrao:

> filpmy — T)?
o= \/ ST, (3.4)

e) Coeficiente de Variagao:

o
cv = — 3.5
. (3-5)
f) Curtose:
ut
g) Obliquidade:
( — (us))
h) Interquartil:
iqr =q3 — q (3.8)

Ainda, foram aproveitadas algumas fungoes comumente aplicadas em estudos relaci-
onados a processamento de sinais que utilizaram a mesma base de dados (ALKHATIB
et al., 2015), ja que melhor contemplam alteragoes fisiologicas do sinal eletromiografico

permitindo uma melhor analise, sao elas:

i) Raiz Quadrada da Soma (RSS):

(3.9)
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Onde n ¢é um conjunto de valores e X é um vetor (ALKHATIB et al., 2015).

j) Raiz do Valor Quadratico Médio (RMS)

1 n
MS = ,|— 2 1
RMS - le (3.10)
1) Poder de Densidade do Sinal (PDS):
+oo )
PDS = fo(T)e*™dr (3.11)

A equacao da PDS é baseada na transformada de Fourier, onde 7 é o tempo de
observagao, f é a frequéncia e dr é a fungao impulso (ZAKNICH, 2006). Ja a Relagao
de Poténcia Pico-a-Média (RPP) nada mais é que a relagao entre picos dos sinais sobre
RMS (GANGWAR; BHARDWAJ, 2012).

m) Relagao de Poténcia Pico-a-Média (RPP):

rpp — [t (3.12)

Lrms2

Duas fungoes geralmente usadas para analisar a poténcia espectral do sinal foram
utilizadas (PHINYOMARK et al., 2012). Sendo P; a i-ésima linha do espectro da poténcia
e M é o comprimento da frequéncia (essas duas variaveis fornecem algumas informagoes

bésicas sobre o espectro o sinal e suas mudangas em fungao do tempo):

n) Média da Frequéncia do Sinal (MNF):

M
1P,
MNF = 21}1 / (3.13)
i=1 T
0) Mediana da Frequéncia do Sinal (MDF):

MDF M

Y B= > P=:)P (3.14)

1=MDF i=1

N | —

Foram realizadas duas formas de analise neste trabalho. Uma foi a analise das fases
Apoio e Swing em apenas uma da pernas dos pacientes (a direita) afim de identificar
eventuais padrdes unilaterais, assim como visto nos trabalhos relacionados (ZHANG et
al., 2014; DUBEY; WADHWANI; WADHWANI, 2013). Em seguida, houve uma anélise
das duas pernas, assim possibilitando a identificacao de padroes quando o paciente usa
as pernas direita e esquerda ao mesmo tempo para as fases Apoio e Swing. Por meio das
funcgoes ja relacionadas foram realizadas sob um conjunto de dados relativos & ambas as

pernas, ou seja, a quantidade de tipos de atributos alcancados por perna de cada paciente,



49

sendo assim foi lancado um quantitativo igual a 14 tipos de atributos para a perna direita
e 28 para as pernas direita e esquerda. Baseado nesse quantitativo, houve a necessidade
de selecionar os atributos que podem influenciar negativamente ou positivamente no de-
sempenho dos classificadores, assim como também ha a possibilidade em nao ter qualquer
tipo de influéncia. Na proxima segao serd descrita a técnica usada para selecao desses

atributos.

3.5 Selecdo de Atributos

Reconhecida a necessidade de selecionar atributos mais importantes no contexto dos
tipos de caracteristicas extraidas e a possibilidade de eliminar possiveis redundéancias foi
empregada uma técnica especifica em FS. A técnica escolhida foi a Wrapper por ser de
facil entendimento e aplicacao.

Por meio da Wrapper é possivel avaliar atributos multivariados com o método Forward
/Backward (ZAKI; JR, 2011). Ao aplicar esse método sob um conjunto vazio sao adiciona-
dos atributos progressivamente originando subconjuntos, obtendo e avaliando um indice
de desempenho para classificacdo (GUYON; ELISSEEFF, 2003). Como ilustrado de forma,
simplificada na Figura 11, os atributos extraidos sao testados em um ciclo pra frente e/ou

pra tras avaliando qual influéncia no desempenho dos algoritmos.

Figura 11 — Descricao do funcionamento basico do método Wrapper.

Selecdo do melhor subconjunto

Média m
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Variancia

~

Fonte — Elaborada pelo autor.

Segundo Guyon e Elisseeff (2003), para k-NN a sele¢ao mais adequada é a Forward. Neste
trabalho o método foi usado da seguinte forma, sendo n a quantidade de tipos de atri-
butos, e levando em conta que no trabalho foram extraidos 14 tipos diferentes, a selecao
foi gradativamente aplicando os atributos ao algoritmo k-NN, com o escolhido método
Forward, tendo x,, a selecao se deu x1, zs...x14. Lembrando que a selecao foi por subcon-
junto de atributos por perna sob grupos de parkinsonianos e controle. Para Arvores de
Decisao os tributos também foram selecionados desta forma visto que houve sucesso no
uso por Chen et al. (2014) e Zhang et al. (2014).

Para os algoritmos SVM e RNA foi aplicado de forma Backward, conforme recomen-

dagao de Guyon e Elisseeff (2003). A partir de n, que representa a quantidade de tipos de
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atributos a selecao, foi reduzindo os atributos de 14 para apenas um quando classificada
apenas uma das pernas, e 28 para apenas um quando classificada as duas pernas. Sempre
aplicando aos algoritmos de classificacao e os validando em seguida. Assim, o referido
método com z,, atributos, a selecao se deu x4, 13...21.

No quesito avaliagao dos atributos mais importantes que influenciam no desempenho
dos algoritmos, que podem ter mais ou menos "peso" na Fase de Classificacao, foi escolhida
a técnica Feature Weight (explicado na secao 2.3.2.2). Todos os 14 tipos para uma perna,
e 28 para as duas pernas foram avaliados sob as classificacoes realizadas. Por meio de
graficos em barras foram apresentadas as incidéncias dos atributos na classificagao de cada
perna e sob as respectivas validagoes, ou seja, por quantas vezes quais atributos tiveram
maior peso.

A seguir serao apresentados como os algoritmos de AM foram abordados para classi-

ficacao e, em seguida, os métodos usados para validagao.

3.6 Aplicacdao dos Algoritmos de AM

Apobs a definicao dos dados a serem usados para a classificacao, a etapa seguinte foi
aplicar os algoritmos de aprendizagem supervisionada juntamente com a técnica em FS
Wrapper. Para essa etapa a ferramenta RapidMiner se mostrou uma alternativa muito
boa, por ser bem usada em classificagao de dados por meio de IA e Data Mining, ademais
é intuitiva e possui uma grande comunidade para suporte.

Os algoritmos de Aprendizagem Supervisionada presentes nesta pesquisa formam um
total de quatro e as implementacoes estiveram em acordo com as principais referéncias
encontradas. Por dez vezes os algoritmos foram aplicados sob as fases Apoio e Swing, em

um primeiro momento, na perna direita e, em seguida, nas pernas direita e esquerda.

(a) Arvores de Decisao

Esse algoritmo foi desenvolvido para principalmente ganhar informagao sob cada
atributo, permitindo a amplitude e uniformidade dos seus valores. A profundidade
minima foi definida em % a quantidade total de pacientes, ou seja, onze. Essa defini-
¢ao se deu na tentativa de manter a arvore balanceada (LUGER, 2014). A estratégia
para poda teve uma confianca estabelecida em 20%. Segundo Faceli (2011), a poda
é 0 processo mais importante na construcao da arvore, pois seu principal objetivo é
diminuir o ruido na classificagao. O método estabelecido foi o da pré-poda, na qual
conta com regras de parada que previnem a construgao de ramos que nao parecem
melhorar a precisdo preditiva da arvore (HARRINGTON, 2012). Na pré-poda foi
estabelecida que a arvore ha de ser constituida por no minimo duas folhas (classes)

e cada n6 hé de ter no minimo um atributo.

(b) k-NN
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O valor de k£ é o que determina basicamente como se dara a classificagao dos dados
nessa abordagem. Segundo recomendacao da literatura (HARRINGTON, 2012),
para um desempenho desejavel neste algoritmo é preciso definir um nimero baixo e
impar, assim foi determinado o valor 1. K ao receber um valor igual a um (1-NN)
os atributos sao classificados baseados em uma moda ponderada, como explicado
na se¢ao 2.3.1.3. A distancia de Canberra (LANCE; WILLIAMS, 1967) foi a funcao
aplicada para calcular a proximidade das amostras. A escolha se deu principalmente

pelos dados extraidos serem todos ntimeros reais e ser mais sensivel do que outras

abordagens (BACCOUR; JOHN, 2014).

RNA

A escolha das RNAs se deu por duas principais razoes, ser algoritmo mais abordado
para classificacdo de padroes, particularmente em grandes problemas (HAYKIN,
2000), e ser orientado a testes dimensionais de classes, o que aumenta o sucesso
na classificagao (SAMANTA; AL-BALUSHI, 2003). Neste trabalho a quantidade
de ciclos de back-propagation se deu em 100x ao total de tipos de amostras. Esse
multiplo foi definido porque ao observar o trabalho de Sak, Senior e Beaufays (2014)
quanto maior o numero de vezes os objetos passam por treinamento maiores sao os
percentuais de precisdo. Conforme recomendado pela literatura (LIAO, 2013), foi es-
tabelecido um percentual em profundidade de granularidade em cerca de 20%. Haja
vista, quanto maior for a quantidade de treinamento e granularidade mais é dis-
pendioso o processo a nivel computacional, entao esse foi o0 maximo conseguido de
acordo com os meios de trabalho na pesquisa. Por fim, por intermédio de uma fungao
sigmoidal a valores dos atributos classificados foram normalizados em uma escala
de -1 a +1.

SVM

A aplicagao do algoritmo SVM exige um trabalho a mais no que se refere especifi-
cagoes de parametros do que os demais abordados neste trabalho. A RBF foi o tipo
de kernel escolhido, como afirmado na secao 2.3.1.4. Portanto, duas variaveis foram
escolhidas: o fator de escala o e o fator de penalidade C. Foi estabelecido o valor 1
para o e C recebeu o mesmo valor 1 para serem analisados com o conjunto de carac-
teristicas extraidas. Foi analisada apenas essa combinacao de valor o e C' tanto para
o conjunto de dados treinamento como validacao. As iteragoes também, objetivando
balancear as classes a serem identificadas, os dados de C' foram normalizados entre

positivos e negativos.
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3.7 Validacao

Os métodos escolhidos para a validacao dos algoritmos de classificacao foram expli-
cados na segao 2.3.3. A metodologia Holdout foi uma das aplicadas neste trabalho. Esse
método se mostrou o mais simples de ser empregado e, conforme visto na literatura (FA-
CELI, 2011), pouco apresenta problemas tanto em grande quantidade de dados tampouco
em menores. Segundo Faceli (2011), nesse método o recomendado é reservar um subcon-

junto de 1 para validacdo e o restante 2 para treinamento, como mostra a Figura 12.
3 3 g

Figura 12 — Descrigao do método Holdout.
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Fonte — Faceli (2011)

Outra técnica foi a k-fold, na qual foi aplicado em uma proporcao de dez subconjuntos
de dados (10-fold) mutuamente exclusivos. A partir disto, um subconjunto é usado para
teste e os k-1 restantes sao para estimagao dos parametros. Este processo foi realizado o
nimero de vezes da quantidade de subconjuntos distintos, ou seja, dez vezes alternando
de forma circular o subconjunto de teste. Segundo Friedman, Hastie e Tibshirani (2001),
a validacao leave-one-out é que um caso especifico do k-fold, com k igual ao numero total
de dados n.

Ao obter a matriz de confusao, foi possivel calcular as seguintes medidas de desempe-
nho: precisao, sensitividade, especificidade e acuracia. A matriz é de extrema relevancia
ao trabalho, pois com a sensitividade permitiu avaliar a classificacao correta dos doentes
e a especificidade permitiu avaliar a classifica¢do correta dos sadios (ARLOT; CELISSE
et al., 2010). Tendo os resultados das classificagoes realizadas das fases Apoio e Swing em
um das pernas e das duas pernas com cada algoritmo sob as trés validagoes foram obtidas
as médias e AUC da acuracia.

Também, a partir da geragao da sensitividade e especificidade foram criadas as curvas
ROC afim de demonstrar visualmente uma comparacao do desempenho dos classifica-
dores. Essa anélise utilizando a curva ROC foi realizada sob duas formas: algoritmos
de classificagdo quando aplicados nas fases Apoio e Swing em apenas uma das pernas;

e quando aplicados as fases Apoio e Swing das pernas direita e esquerda. Esse critério
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se deu para avaliar se os algoritmos possuem melhor desempenho sob dados de Apoio e

Swing com uma perna ou as duas pernas.
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4 RESULTADOS E DISCUSSAO

Na classificacao realizada sob os dados da perna direita na fase Apoio o algoritmo que
melhor classificou foi a SVM sob a validacao k-fold, quando alcancou 97,77% de precisao
e 95,45% na acuracia, como pode ser visto na Tabela 9 no Apéndice A.

O bom desempenho com a SVM neste trabalho foi devido ao processo de inducao
com base nos dados de treinamento, na qual é constituida pelo principio de minimizacao
do risco empirico, ou seja, a minimizagao do erro no treinamento. Entretanto, a mini-
mizacao do risco empirico nem sempre ocorre, principalmente em conjuntos de dados
menores (FACELI, 2011).

Um algoritmo com desempenho semelhante foi o k-NN quando alcancou 95,45% em
acuracia e 93,62% na precisdo. A acuracia teve o mesmo resultado com a SVM, mas a
precisao foi 4,15% menor. Contudo, usando a validacao holdout foi o algoritmo que teve
a pior acuracia com 31,82%. Ademais, outro algoritmo que obteve bom desempenho na
classificacao da fase Apoio sob a perna direita utilizando a técnica de validagao k-fold foi
a RNA. A acurécia foi apenas 1,14% inferior, e a precisao foi igual a 97,77%.

A Arvore de Decisdo foi o classificador que apresentou menor precisao com 38,71%
sob validacao da técnica holdout, por conseguinte 59,06% menor do que a obtida pelo
algoritmo SVM sob validagao k-fold. Nao ha trabalhos relacionados a base que aplica-
ram esse algoritmo. O resultado na classificacio da classe Parkinson com a Arvore de
Decisao sob validagao holdout teve 36,36% de acuracia, inferior se comparado aos de-
mais algoritmos. Para esse desempenho baixo com a Arvore de Decisdo em relacio aos
demais deve-se a um problema denominado underfitting. Esse problema pode acontecer
quando o conjunto de treinamento é pequeno e nao € significativo, ou seja, nao apresenta
casos que futuramente serdo exercitados (ROKACH; MAIMON, 2014). Como ¢é o caso
do treinamento dos algoritmos com a técnica de validacao holdout. Ainda, pode ocorrer
também instabilidades devido a ruidos na base, produzindo grandes variagoes no resul-
tado final. Também, pode acontecer que dois ou mais atributos em nos sejam classificados
de forma similar e pequenas variagoes podem alterar o resultado, modificando todas as
subarvores (FACELI, 2011).

O resultado da precisao nessa classificacao chega a ser menor do que o publicado
por Dasgupta (2015). No entanto, Dasgupta (2015) aplicou a transformagao de Fourier
como técnica de F'S em um algoritmo baseado em periodos de tempo e extraiu as fases de
Apoio e Swing com amostras de dados em torno de 1 min, resultando em uma precisao
de 97,14% (Tabela 3). No trabalho publicado por Zhang et al. (2013), os autores utili-
zaram SVM sob valida¢ao da técnica transformagao de Fourier e alcangaram 99,30% na
precisao. Os autores aplicaram esse algoritmo sob todos os dados da pisada, nao apenas

nos totais da VGRF, e extrairam apenas duas caracteristicas (média e variancia).
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Tabela 3 — Comparativo entre o melhor resultado obtido com a fase Apoio sob a
perna direita e os trabalhos relacionados.

Classificador | Atributos | Resultado (Precisao)
Referéncia SVM 14 97,77%
Zhang et al. (2013) SVM vl\:;ifcfa 97,14%
. Redes Média e
Jia et al. (2015) Bayesianas | Desvio Padrao 82,40%

A RNA e a SVM apresentaram uma maior tendéncia a identificar pacientes Controle,
j4 que a maioria dos resultados da especificidade na classificacao com esses algoritmos
foi maior que 90,00% (Tabela 9). Os autores Kim et al. (2013) e Langa e Levine (2014)
relatam sobre a dificuldade dos pacientes no equilibrio, comprimento do passo reduzido e
tremor até em membros inferiores. Esses sintomas podem ser apresentados na captura dos
dados e gerar, por exemplo, timestamp com padrao diferente (ou ndo) para os pacientes
parkinsonianos. Apesar de serem fatores que influenciam na geracao de dados que podem
identificar as duas classes (parkinsonianos e Controle), ha algoritmos de aprendizagem
supervisionada que nao conseguem distinguir instancias (um ou mais atributos) de cada
classe (WEISS, 2013).

Todos os algoritmos apresentaram desempenho tanto na precisao como na acuracia
superiores a 60,00% para a fase Swing da perna direita. Dois classificadores alcancaram
100% de precisao sob validacao k-fold: Arvore de Decisao e SVM. O k-NN sob duas dife-
rentes validagoes (k-fold e leave-one-out) obteve consideréavel precisao de 95,56% e 97,73%
na acuracia (Tabela 9). Ainda, todos os classificadores apresentaram um desempenho me-
lhor também na classificacao de pacientes Controle, a exemplo da Arvore de Decisao e
a SVM que alcancaram 100% de especificidade quando validados pela técnica k-fold. A
classificacao das fase Apoio e Swing foi identificado apenas no trabalho de Dasgupta
(2015). Porém, o autor nao apresentou o resultado por fase, classificou apenas as captu-
ras em torno de 1 min e utilizou um algoritmo nao abordado neste trabalho. Alcangou

um resultado um pouco inferior na precisao que foi 97,14% (Tabela 4).

Tabela 4 — Comparativo entre o melhor resultado obtido com a fase Swing da perna
direita e os trabalhos relacionados.

Classificador | Atributos | Resultado (Precisao)
Referéncia SVM 14 100%
Algoritmo
Dasgupta (2015) proprio Tempo 97,14%
Chang,Alban-Hidalgo 4 baseados
e Hsu (2014) SVM em Fourrier 99,30%

Na avaliagao de desempenho dos algoritmos na classificacao com dados extraidos das

fases de Apoio e Swing em apenas um das pernas dos pacientes foi utilizada também a
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curva ROC (Figura 13). O k-NN foi o algoritmo que obteve melhor a AUC com 0,789 (o
= 0,248), conforme pode ser visto na Tabela 5. Quando a curva ROC foi aplicada a
Arvore de Decisdo e a SVM, os valores da AUC foram respectivamente 0,677 (o = 0,222)
e 0,667 (o = 0,162).

Resultado superior ao obtido por Alkhatib et al. (2015) que classificaram pisadas dos
paciente aplicando esse mesmo classificador sob dados de uma perna extraidos da Physi-
onet e, o desempenho sendo avaliado pela curva ROC alcangou AUC igual a 0,611. Esse
resultado se deu com a soma das variaveis dos oito sensores implantados nos pés dos
pacientes, e nao apenas nos totais da VGRF utilizadas neste trabalho. Kamath (2015)
alcancgou resultado inferior quando classificou os dados das passadas de parkinsonianos
(extraidos da Physionet). O autor aplicou entropia para classificar dados da perna direita
e, na avaliacdo com a curva ROC, obteve AUC méxima de 0,885. Vale ressaltar que Ka-
math (2015) teve um maior conjunto de dados, pois usou de todos os sensores implantados
nos pacientes que estao disponiveis na base Physionet. A RNA obteve um desempenho

inferior entre todos nessa classificagdo com AUC igual a 0,522 (o = 0,159).

Tabela 5 — Desempenho na classificacao das fases Apoio e Swing da perna direita
com AUC e ¢ de cada algoritmo.

AUC
k-NN 0,789 + 0,248
Arvore Decisao | 0,677 + 0,222
RNA 0,522 + 0,161
SVM 0,667 4 0,162

Fonte — Elaborada pelo autor.

A avaliacao por peso dos atributos na classificacao com algoritmos supervisionados nao
foi encontrada entre os trabalhos relacionados & base Physionet (se¢ao 2.5), apesar disso
alguns tipos de atributos utilizados avaliados ja foram aplicados por outros autores. Jia
et al. (2015) extrairam média e desvio padrdo como atributo para um classificador, no
caso as Redes Bayesianas. Pant e Krishnan (2014) também fizeram uso da média e desvio
padrao, mas aplicaram o algoritmo SVM.

A mediana foi o atributo que por mais frequéncia exerceu peso com maior valor na
avaliacao realizada com os algoritmos e respectivas validagoes, quando por nove vezes foi
importante para os resultados na classificagao da fase Apoio sob a perna direita, como pode
ser visto na Figura 14. Ao ser aplicado com Arvore de Decisdo esse atributo foi relevante
em todos os tipos de classificacao. A obliquidade foi o segundo mais importante, pois
obteve maior peso por sete vezes. Varidncia, MNF e RPP foram os que menos obtiveram
peso para os classificadores nessa fase.

Ainda na fase Apoio de apenas uma das pernas, a média teve maior influéncia em

quatro classificagoes, e desvio padrao pesou mais em seis. Em alguns casos esses atributos
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Figura 13 — Avaliagcao desempenho dos algoritmos de aprendizagem supervisionada
por meio da curva ROC na classificacao das fases Apoio e Swing da
perna direita.
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Fonte — Elaborado pelo autor.

alcancaram peso igual a 1. Todos os valores dos pesos avaliados por classificador, atributo
e validagao na fase Apoio em apenas uma das pernas estao no Apéndice A, nas tabelas 11
a 14.

O atributo que mais influenciou em todos os classificadores na fase Swing da perna
direita foi a obliquidade, quando por 11 vezes obteve o maior peso (Figura 15). Esse,
quando utilizado com o k-NN, foi o tinico que exerceu maior peso em todas as classifica-
¢oes. Vale ressaltar que a obliquidade foi o atributo que por mais vezes obteve peso ao
somar os resultados da avaliacao realizada na fase de Apoio e a Swing da perna direita,
um total de 18 vezes. Apesar da importancia mostrada da obliquidade na classificacao,
apenas Alkhatib et al. (2015) fez uso desse atributo com os dados da Physionet.

Variancia, curtose, interquartil, MNF e RPP foram os que menos influenciaram na
classificacao da fase Swing da perna direita. Além disso, esses atributos obtiveram maior
peso apenas para a RNA. Os resultados dos pesos para a fase Swing em uma das pernas
estao no Apéndice A, nas tabelas 15 & 18.

Na classificacao da fase Apoio sob as pernas direita e esquerda a RNA obteve o me-
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Figura 14 — Incidéncia dos atributos que exerceram maior peso, utilizando a técnica
Feature Weight, sob os classificadores na fase Apoio sob a perna direita.
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Fonte — Elaborado pelo autor.

Figura 15 — Incidéncia dos atributos que exerceram maior peso, utilizando a técnica
Feature Weight, sob os classificadores na fase Swing da perna direita.
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Fonte — Elaborado pelo autor.

lhor desempenho 97,78% de precisao e 97,73% na acuracia sob a técnica de validagao
k-fold. Os resultados detalhados da fase Apoio sob as pernas direita e esquerda estao na
Tabela 10 no Apéndice A. Enquanto Dubey, Wadhwani e Wadhwani (2013) aplicaram o
mesmo algoritmo sob atributos extraidos em dados das pernas direita e esquerda da base
Physionet conseguiram um resultado inferior, precisdao méaxima em 89,47%. O resultado
no trabalho de Lee e Lim (2012) também foi inferior ao utilizar a RNA com Loégica Fuzzy
sob os dados da Physionet, quando obtiveram 75,90% de precisao. Vale ressaltar que esses

autores utilizaram todos os dados dos pacientes (Tabela 6).
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Tabela 6 — Comparativo entre o melhor resultado obtido com a fase Apoio sob as
pernas direita e esquerda e os trabalhos relacionados.

Classificador | Atributos | Resultado (Acuracia)
Referéncia RNA 28 97,73%
Dubey, Wadhwani Média, Dv,
e Wadhwani (2013) RNA Cv e Soma 89,47%
Alkhatib et al. (2015) k-NN 11 90,42%

Dois algoritmos sob validagao holdout tiveram desempenho inferior quando compara-
dos aos resultados dos classificadores sob as demais validacoes. A Arvore de Decisdo que
alcancou 32,26% na precisao e 34,09% de acurécia, e o k-NN com 64,52% de precisao e
39,77% em acuracia, mesmo com o conjunto de dados das duas pernas. A razdo esta na
mesma apresentada com a classificagao da perna direita, o conjunto menor de dados que
¢ aplicado para treinamento nesse tipo de validagao.

Os resultados para a classe Controle foram mais significativos na fase Apoio se com-
parados a classe Parkinson, pois a maioria dos resultados para a especificidade alcangou
percentuais superiores a 90,00%, como a RNA sob a validacao k-fold com 97,67% e a
Arvore de Decisao sob validacdo leave-one-out resultou em 93,33%. O que ocorreu foi
uma sobreposicao de classes, pois se as regras discriminativas nas classes sao construidas
de forma a minimizar o nimero de instancias classificadas incorretamente, isso pode levar
a um mal desempenho para atributos na area de sobreposi¢cao para a classe minoritaria
(parkinsonianos) (WEISS, 2013).

Na classificacao da fase Swing das pernas direita e esquerda muitos classificadores
apresentaram acuracia maior que 90,00%. O algoritmo RNA alcancou o melhor desempe-
nho com acurécia em 98,86%, tanto sob validacao k-fold como leave-one-out. Esse bom
desempenho das RNAs nessa medida de desempenho tem como razao principal a alta
capacidade de generalizacao e considerével tolerancia a falhas e ruidos maior que a mai-
oria dos algoritmos supervisionados (HAYKIN, 2000). Resultado superior ao obtido por
Zhang et al. (2013) que utilizando a SVM em dados das passadas conseguiu 83,00% de
acuracia. E, Lee e Lim (2012) aplicou a RNA mas apenas sob quatro atributos, obteve
77,33% de acuracia (Tabela 7). A Arvore de Decisdo e o k-NN sob a validacdo k-fold al-
cangaram mesmo desempenho de 96,59% para a acuracia, apenas 2,27% inferior ao melhor

resultado obtido nessa classificacao.

Tabela 7 — Comparativo entre o melhor resultado obtido com a fase Swing das per-
nas direita e esquerda e os trabalhos relacionados.

Classificador Atributos Resultado (Acuracia)
Referéncia RNA 28 98,86%
Zhang et al. (2013) SVM Passadas 83,00%
. Soma, méaximo
Lee e Lim (2012) RNA o minimo VGRE 77,33%
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Assim como na classificacao da fase Swing da perna direita, os algoritmos se mostra-
ram nessa fase com as pernas direita e esquerda mais tendenciosos a identificar pacientes
Controle. Os resultados para a especificidade de todos os algoritmos sob todas as técnicas
de validacao utilizadas foram maior que 90,00%. A RNA e o SVM alcancaram os maiores
resultados, 100% de especificidade sob a validacao holdout. Além dos fatores ja citados
que justificam as diferencas nos resultados entre sensitividade e especificidade nas classi-
ficacoes anteriores. Outra questao importante para este tipo de problema é a presenca de
pequenas disjungoes no conjunto de dados, quando a maioria dos algoritmos de aprendiza-
gem supervisionada tem dificuldade em detectar essas regioes. Este problema esta ligado
a conjuntos de dados que nao representam a classe positiva, pois pode acontecer que a
classe minoritaria seja representada por um nimero de subconceitos, o que significa que
seus atributos formam varios "pedagos" de dados (LOPEZ et al., 2012).

O bom desempenho dos algoritmos para a fase Swing, tanto de uma das pernas como
as duas, tém relacao com os sintomas da doenca. A reducao na velocidade, cadéncia e com-
primento do passo influenciam no timestamp. A fase Swing constitui cerca de 40,00% do
ciclo (Figura 1), pode até ocorrer a reducao desse percentual em pacientes parkinsonianos
com efeitos colaterais avancados (NIEUWBOER; GILADI, 2013). Portanto, esses fatores
influenciam na coleta dos dados, podendo ocorrer fenémenos de baixa frequéncia (AF-
SAR; TIRNAKLI; KURTHS, 2016). Assim, houve uma reducao e maior linearidade nos
dados.

Tabela 8 — Desempenho na classificacao das fases Apoio e Swing das pernas direita
e esquerda com AUC e o de cada algoritmo.

AUC
k-NN 0,694 + 0,228
Arvore Decisao | 0,694 + 0,242
RNA 0,548 4+ 0,161
SVM 0,674 4+ 0,162

Fonte — Elaborada pelo autor.

Na avaliagao do desempenho dos classificadores com a curva ROC para as fase Apoio
e Swing nas pernas direita e esquerda, o k-NN e a Arvore de Decisdio alcancaram os
melhores resultados (Figura 16). AUC para o k-NN foi 0,694 (0 = 0,228) e para a Arvore
de Decisao foi 0,694 (o0 = 0,242), como pode ser visto na Tabela 8. Valor superior se
comparado com o trabalho publicado por Alkhatib et al. (2015) que classificaram a soma
dos dados dos oito sensores com o algoritmo k-NN e alcangou AUC méximo de 0,611. A
SVM apresentou desempenho proximo AUC igual a 0,674 (¢ = 0,154). A RNA teve um
resultado inferior se comparado aos demais, alcangou AUC igual a 0,548 (o = 0,161).

A incidéncia dos atributos na fase Apoio nas pernas direita e esquerda aumentou em

todos os 28 tipos (Figura 17). O que obteve maior peso por oito vezes foi RMS, sendo



61

Figura 16 — Avaliagcao desempenho dos algoritmos de aprendizagem supervisionada
por meio da curva ROC na classificacao das fases Apoio e Swing das
pernas direita e esquerda.
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Fonte — Elaborado pelo autor.

cinco classificagoes com dados da perna direita e trés a esquerda. Esse atributo alcancou
peso igual a 1 quando utilizado com a SVM sob todas as validagoes. Vale salientar que esse
atributo nao foi identificado nos trabalhos relacionados & base. Na classificacao da perna
direita, além do atributo RMS, a variancia obteve mais influéncia sob os algoritmos. Ja
com a perna esquerda foram mediana, CV, interquartil, PDS e RMS.

Na classificagao com a RNA e a SVM a maioria dos atributos foram importantes para
o desempenho em ambos. Ao classificar os dados da fase Apoio sob a perna esquerda,
esses dois algoritmos sob validagao holdout tiveram influéncia de todos os atributos e
alcancaram peso igual a 1. MNF e RMS foram importantes ao classificar as duas pernas
e em todos os tipos de validacao.

Uma observacdo para a Arvore de Decisdo, ao utilizar os dados da perna esquerda
e a validacao holdout nenhum dos atributos obteve peso. Com a mesma validacao, ao
classificar a perna direita, apenas a média obteve peso que foi igual a 1. Por isso, o
desempenho inferior desse classificador em relacao aos demais. Os valores dos pesos para

essa fase estao nas Tabelas 19 & 22, Apéndice A.
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Figura 17 — Incidéncia dos atributos que exerceram maior peso, utilizando a técnica
Feature Weight, sob os classificadores na fase Apoio sob as pernas (a)
direita e (b) esquerda.
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Fonte — Elaborado pelo autor.

Na avaliagdo dos pesos dos atributos na fase Swing das pernas direita e esquerda
foi observado que, por pelo menos cinco vezes, todos os atributos foram relevantes aos
resultados apresentados pelos algoritmos de classificagdo. A varidncia por 14 vezes exerceu
maior influéncia, destes, apenas nos dados da perna direita esse atributo obteve maior
peso por oito vezes. Ainda que esse atributo tenha influéncia sob os algoritmos utilizados
nessa classificagao, o uso da variancia com dados da Physionet foi identificada apenas no
trabalho de Alkhatib et al. (2015).

Houve classificacao em que todos os atributos obtiveram peso igual a 1, ou seja, o
maior, a exemplo da RNA na fase Swing em dados da perna esquerda sob as trés técnicas
de validacao. Todos os atributos obtiveram peso igual a 1 quando aplicados em SVM, sob
a validagao holdout, na classificacao da fase Swing da perna direita.

Contudo, nenhum atributo exerceu peso na classificacao dessa fase na perna esquerda
com a Arvore de Decisdo sob validacao holdout. Com o mesmo algoritmo, e sob a mesma

validagao, apenas um atributo obteve peso na classificagao da perna direita, que foi a
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média. Apesar da Arvore de Decisdo ter tido um desempenho melhor na fase Swing tanto
com uma perna como nas duas pernas, foi possivel observar que, por exemplo, sob a
validacao holdout houve atributos que receberam peso igual a 0, ou seja, nao exerceram
qualquer influéncia. Isso mostra um importante fator para o desempenho inferior deste
algoritmo na classificagao dessa fase. A SVM sob a mesma validagao holdout resultou no
menor desempenho e apenas um atributo nao foi relevante para o resultado, que foi MNS.
Assim como na classificacao da perna direita, nenhum dos atributos influenciou ne-
gativamente sob os algoritmos quando utilizados na classificacao das pernas direita e
esquerda. O resultado da avaliagao dos pesos para a fase Swing das duas pernas esta nas
Tabelas 23 a4 26 no Apéndice A.
Figura 18 — Incidéncia dos atributos que exerceram maior peso, utilizando a técnica

Feature Weight, sob os classificadores nas fase Swing sob as pernas (a)
direita e (b) esquerda.
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Fonte — Elaborado pelo autor.

Apesar dos algoritmos de aprendizagem supervisionada apresentarem um considerével
desempenho na especificidade, foi possivel verificar que para sensitividade a maioria dos
resultados foi em torno de 50,00%. O que apresentou o melhor resultado para sensitividade

foi a SVM sob validagao holdout com 62,00% na classificagao da fase Swing das pernas
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direita e esquerda. Porém, esse resultado é inferior se comparado ao trabalho publicado
por Dubey, Wadhwani e Wadhwani (2013), ja que conseguiram 98,03%. Também, abaixo
da sensitividade em 97,60% alcangada por Kamath (2015).

Esse baixo desempenho para a sensitividade deve-se a mais um problema chamado
desequilibrio de classes. E um problema comum em classificacoes binarias e em aplicacoes
que envolvem dados do mundo real, como os que sao gerados na area da saiude (LIN; LI,
2012). E importante ressaltar que a classe minoritaria geralmente representa o conceito
de interesse, por exemplo, pacientes doentes em um problema de diagnéstico médico; En-
quanto a outra classe representa a contrapartida desse conceito (pacientes saudéveis). Nor-
malmente, algoritmos tém um viés padrao em relagao a classe majoritaria, uma vez que
as regras que predizem o maior nimero de exemplos sao positivamente ponderadas du-
rante o processo de aprendizagem em favor da métrica de acuracia. Consequentemente, as
instancias que pertencem & classe minoritaria sao mal classificadas com mais frequéncia
do que as pertencentes a classe majoritaria (LOPEZ et al., 2012).

Embora tenha sido percebida uma influéncia mais recorrente de alguns tipos de atri-
butos nos algoritimos de aprendizagem supervisionada para classificacao dos dados da
marcha humana, principalmente os relativos a estatistica descritiva, nao foi possivel esta-
belecer uma correlacao entre os atributos extraidos e os classificadores. Mas foi perceptivel
a influéncia destes em muitas das classificacoes e, também, no trabalho por autores que
utilizaram a base Physionet.

Nao foi possivel mensurar suas influéncias para distingao entre as fases de Apoio e
Swing, ou seja, nao se identificou quais atributos sao "chave" para distinguir os padroes
das fases do ciclo. Além disso, nao foi possivel estabelecer uma diferenca ou influéncia
do método de FS escolhido neste trabalho em relacao ao desempenho apresentado pelos
algoritmos. Tanto os classificadores que tiveram seus atributos selecionados por Backward
como Forward tiveram resultados diferentes tanto para a fase de Apoio como a Swing com
dados de uma ou duas pernas. Também, nao foi possivel observar se esses métodos foram
responsaveis pelos diferentes valores nos pesos dos atributos pelos resultados obtidos com

os algoritmos aplicados.
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5 CONCLUSAO

Este trabalhou apresentou o desempenho de algoritmos de aprendizagem supervisio-
nada na classificacao das fases Apoio e Swing em portadores de DP e Controle. Ainda, fo-
ram identificados atributos que mais influenciaram no desempenho desses algoritmos. Com
isso, buscou-se alcangar melhores resultados do que os que ja foram alcangados em tra-
balhos relacionados, mas mensurando os pesos dos atributos aqui extraidos.

O algoritmo SVM sob validagao k-fold foi o classificador que obteve melhor desempe-
nho para a fase Apoio sob a perna direita com 97,77% de precisao e 95,45% na acurécia. A
mediana foi o atributo com maior peso na classificacao da fase Apoio sob uma das pernas
em todos os classificadores. Contudo, os resultados mostraram que a média com uma
consideravel frequéncia influenciou nos resultados para essa classificacao quando os al-
goritmos foram validados por meio de holdout, alcancando peso maximo igual a 1; Ao
aplicar a técnica de validagao k-fold o atributo que obteve maior peso foi a obliquidade,
resultando em 0,900; Na leave-one-out, a obliquidade e a RMS por mais vezes exerceram
maior peso, valor de até 1, nos algoritmos de classificacao abordados.

A maior precisdo na fase de Swing da perna direita foi com os classificadores Arvores
de Decisao e SVM quando alcancaram 100% ambos sob validacao holdout. A obliquidade
exerceu maior peso em todos os classificadores nessa fase em uma das pernas. Contudo,
com o algoritmo SVM esse atributo foi o tinico que nao obteve peso para o resultado da
classificacao quando validado pela técnica holdout. Seis atributos influenciaram, com peso
igual a 1, em todas as validagoes aplicadas a SVM, foram: Interquartil, PDS, MNF, MFS,
RMS e RSS. CV teve peso em todas as classificagoes realizadas com RNA sob todas as
validacoes.

A RNA teve o melhor desempenho para a classificacao da fase Apoio sob ambas as
pernas e utilizando a validacao k-fold, pois obteve para precisao 97,78% e 97,73% na
acuracia. Os algoritmos sob validagao holdout tiveram o atributo média com maior peso
no resultado para a perna direita, e na perna esquerda foi CV, ambos com peso maximo
igual 1; Ao aplicar a validacao k-fold o atributo que obteve mais peso foi MDF para a
perna direita e para a perna esquerda foi interquartil; Na leave-one-out, a variancia com
mais frequéncia exerceu maior peso nos algoritmos de classificagao abordados para a perna
direita e para a perna esquerda foram a Curtose, RPP e RSS, obtendo peso com valor
méaximo de 1.

A melhor precisao na fase Swing das pernas direita e esquerda foi com os classificadores
RNA e SVM quando alcancaram 100%, ambos sob validacao holdout. Ainda, para essa
fase nas duas pernas e os algoritmos sob validacao holdout os atributos média, mediana e
PDS foram os que frequentemente influenciaram no resultado para a perna direita, com

valor méximo do peso igual 1; Ja ao aplicar a validagao k-fold o atributo que obteve mais
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peso foi a MDF para a perna direita, e para a perna esquerda foi interquartil; Na leave-
one-out, a variancia por mais vezes exerceu maior peso com valor de até 1, nos algoritmos
de classificagao abordados para a perna direita, e para a perna esquerda foram varidncia,
interquartil e RMS, obtendo peso com valor maximo de 1.

Por fim, acreditamos que ainda seja possivel melhorar o desempenho dos algoritmos,
pois alguns nao passaram de aproximadamente 50,00% de sensitividade. Para melhorar
o desempenho podem ser incluidos mais atributos a serem mensurados, a exemplo dos
valores méximos e minimos da VGRF, inclusive, com mais op¢oes de algoritmos de apren-
dizagem supervisionada. O propoésito é incluir os dados de todos os sensores implantados

nos pés dos pacientes e extrair mais caracteristicas da marcha, como cadéncia e passada.

5.1 Limitacdes

Embora a precisao na classificacao dos dados tenha alcancado 100% com os algorit-
mos de aprendizagem supervisionada acredita-se que é possivel aumentar os percentuais
de sensitividade, assim como também identificar mais caracteristicas da marcha com a
insercao de dois fatores que nao foram utilizados nesta pesquisa: o aproveitamento de
todas as variaveis extraidas dos sensores; e uso de todas as amostras disponiveis.

Nao foi realizada uma analise estatistica para avaliar as diferencas entre as médias
dos resultados obtidos com a precisao, acurécia, sensitividade e sensibilidade através de
abordagens como teste F e teste T.

Faz-se necessario também um estudo mais amplo sobre outras técnicas FS, Embedded
e Filtter, e mais algoritmos de AM. Com isso, espera-se que através dos resultados de mais
classificadores sob mais atributos, analisado pelas respectivas técnicas de selecao, possa
determinar resultados ainda melhores.

Também vale ressaltar a importancia de buscar utilizar mais aspectos das técnicas de
FS que tenham a capacidade de identificar a interdependéncia de atributos, a exemplo de
buscas nao-deterministicas.

A classificacao da marcha humana neste trabalho esteve restrita a analise das duas
principais fases. Nao houve uma analise feita por especialistas para verificar se a relacao
do tempo e VGRF h& padroes entre parkinsonianos e controle tanto na Apoio e Swing
em uma das pernas, quanto em ambas as pernas.

Outro fator que merece maior analise é a utilizagao de modelos de regressao e baseados
em aprendizagem nao supervisionada como, por exemplo, agrupamento (Clustering) e
Analise de Componentes Principais (PCA). Assim como também realizar uma analise
empirica dos algoritmos aplicados, possibilitando assim um estudo da performance dos
mesmos.

Por fim, no trabalho apresentado nao foi possivel a indicagao da relacao entre os pesos
dos atributos e as classes dos dados, ou seja, nao foi possivel afirmar quais atributos

sao mais relevantes para determinar padroes nos ciclos da marcha dos parkinsonianos e
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controle. Entretanto, determinar esta correlacao pode alavancar as pesquisas que utilizam

selecao de atributos como técnica de avaliacao de desempenho de algoritmos de AM.

5.2 Trabalhos futuros

Serao apresentadas aqui algumas melhorias que podem ser aplicadas como trabalhos

futuros para aumentar a capacidade de classificacao dos dados:

e aplicacao de algoritmos de aprendizagem nao supervisionada junto as caracteristicas
ja extraidas com o objetivo de identificar mais padroes no ciclo da marcha dos

pacientes;

e alteracao no tempo minimo de captura, que inclua todas as amostras e seja possivel

ampliar o quantitativo de pacientes a serem classificados;

e avaliar outras funcoes estatisticas e mensurar o seu peso sobre os algoritmos de

classificagao;

e realizar uma anélise estatistica para avaliar as diferencas entre as médias dos re-
sultados obtidos com a precisao, acuracia, sensitividade e sensibilidade através de

abordagens como teste F e teste T;

e aplicar mais algoritmos de aprendizagem supervisionada com outras funcgoes esta-

tisticas;
e avaliar os atributos sob outras técnicas de F'S;

e utilizar outras variaveis presentes na base que possam ser correlacionadas para iden-

tificagao dos ciclos da marcha e padroes da pisada;
e realizar analise empirica dos algoritmos de aprendizagem supervisionada;

e buscar formas de correlacionar a marcha & sua importancia na classificacao dos

pacientes portadores de DP.
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APENDICE A - RESULTADO DETALHADO

Tabela 9 — Resultado dos algoritmos na classificagao das fases Apoio e Swing da
perna direita por validagoes (a) holdout, (b) k-fold e (c) leave-one-out.

Ciclo Algoritmo Precisao | Sensitividade | Especificidade | Acurécia
(a) | 48,39% 53,57% 44.83% 31,82%

k-NN (b) | 93,62% 52,39% 93,02% 95,45%

(¢) | 86,67% 51,32% 86,05% 86,36%

(a) | 38,71% 37,50% 51,28% 36,36%

. Arvore Decisao | (b) | 79,45% 50,72% 79,06% 78,40%

3 (o) | 77,78% 50,72% 77.27% 78,41%

& (a) | 90,32% 50,91% 90,00% 62,50%
RNA (b) | 97,77% 53,01% 97,50% 94,31%

() | 95,56% 51,81% 95,24% 94,32%

8 (a) | 74,19% 45.10% 77,78% 57,95%
5 SVM (b) | 97,77% 52,38% 95,25% 95,45%
= (©) | 91,11% 51,90% 90,48% 89,77%
= (a) | 93,54% 19,15% 93,75% 95,16%
o k-NN (b) | 95,56% 50,00% 95,56% 97,73%
(¢) | 95,56% 50,00% 95,56% 97,73%

(a) | 100% 50,82% 100% 69,32%

- Arvore Decisdo | (b) | 93,33% 49.41% 93,48% 96,59%

k= (¢) | 93,33% 19,41% 93,48% 96,59%

Z (a) | 96,77% 50,85% 96,67% 67,05%
RNA (b) | 95,56% 50,00% 95,56% 97,73%

(¢) | 91,30% 51,85% 90,69% 94,31%

(a) | 100% 56,36% 100% 62,50%

SVM (b) | 97,78% 53,01% 97,50% 94,32%

(¢) | 97,78% 53,66% 97.44% 93,18%
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Tabela 10 — Resultados dos algoritmos na classificagao das fases Apoio e Swing das
pernas direita e esquerda por validagoes (a) holdout, (b) k-fold e (c)
leave-one-out.

Ciclo Algoritmo Precisao | Sensitividade | Especificidade | Acurécia

(a) | 64,52% 57,14% 57,69% 39,77%

k-NN (b) | 91,11% 51,90% 90,48% 89,77%

(c) | 95,56% 58,11% 93,94% 84,00%

(a) | 32,26% 33,33% 48.78% 34,00%

. Arvore Decisao | (b) | 71,11% 47,76% 72,92% 76,14%

S (c) | 93,02% 48,78% 93,33% 93,18%
= (a) | 93,55% 50,88% 93,33% 64,77%
o RNA (b) | 97,78% 51,16% 97,67% 97,73%
5, () | 97.73% 51,76% 97,62% 96,59%
2 (a) | 70,97% 15,83% 74,20% 54,55%
® SVM (b) | 93,48% 57,33% 91,43% 85,23%
S (c) | 95,56% 58,11% 93,94% 84,00%
= (a) | 96,77% 51,72% 96,55% 65,91%
A k-NN (b) | 95,56% |  50,59% 05,45% 96,59%
z () | 93,33% 50,00% 93,33% 95,45%
S (a) | 96,77% 50,85% 96,67% 67,05%
o Arvore Decisao | (b) | 93,33% 49,41% 93,48% 96,59%

£ () | 93,33% 50,00% 93,33% 95,45%

3 (a) | 100% 50,82% 100% 69,32%
RNA (b) | 97,78% 50,57% 97,73% 98,86%

() | 97,78% 50,57% 97,73% 98,86%

(a) | 100% 62,00% 100% 56,82%

SVM (b) | 97,78% 57,89% 96,97% 86,36%

() | 97.73% 57,89% 96,97% 86,36%
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Tabela 11 — Pesos dos atributos com o classificador k-NIN para a fase de Apoio sob a
perna direita com validagoes (a) holdout, (b) k-fold e (c) leave-one-out.

Id Atributo Atributo Peso
(@) | () | ()
1 Média 1 0,375 | 0,705
2 Mediana 1 0,420 | 0,705
3 DV 1 0,341 | 0,705
4 Variancia 0 0,307 | 0,295
5 Curtose 0 0,375 | 0,295
6 Obliquidade | 0 0,466 | 0,295
7 CV 0 0,455 | 0,295
8 Interquartil | O 0,159 | 0,205
9 PDS 0 0,307 | 0
10 MDF 0 0,239 | 0
11 RPP 0 0,170 | 0
12 MNF 0 0,239 | 0,034
13 RMS 1 0,250 | 0,489
14 RSS 0 0,045 | 0

Tabela 12 — Pesos dos atributos para o classificador Arvores de Decisdo para a fase
de Apoio sob a perna direita com validagoes (a) holdout, (b) k-fold e
(c) leave-one-out.

Id Atributo Atributo Peso
(@) | (b) | ()
1 Média 1 0,300 | 0,057
2 Mediana 0 0,500 | 0,886
3 DV 0 0,500 | 0,955
4 Variancia 1 0,200 | O
5 Curtose 0 0,500 | 0,080
6 Obliquidade | 0 0,300 | 0,045
7 CV 0 0,200 | O
8 Interquartil | 0 0 0,034
9 PDS 0 0,100 | 0,011
10 MDF 0 0 0
11 RPP 0 0,300 | 0,045
12 MNF 1 0,400 | 0,057
13 RMS 0 0,300 | O
14 RSS 0 0,100 | O
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Tabela 13 — Pesos dos atributos utilizados com RNA para a fase de Apoio sob a
perna direita com validagoes (a) holdout, (b) k-fold e (c) leave-one-out.

Id Atributo Atributo Peso
@ 0 [ ©

1 Média 1 0,700 | 0,784
2 Mediana 1 0,900 | 0,943
3 DV 1 0,800 | 0,886
4 Variancia 1 0,800 | 0,807
5 Curtose 0 0,900 | 0,909
6 Obliquidade | 1 0,900 | 0,875
7 CV 1 1 0,875
8 Interquartil | 1 0,600 | 0,841
9 PDS 1 1 0,977
10 MDF 1 0,900 | 0,955
11 RPP 1 0,800 | 0,977
12 MNF 1 1 0,955
13 RMS 1 1 1

14 RSS 1 1 0,977

Tabela 14 — Pesos dos atributos usados com SVM para a fase de Apoio sob a perna
direita com validagoes (a) holdout, (b) k-fold e (c) leave-one-out.

Id Atributo Atributo Peso
(@ () | (¢
1 Média 1 0,800 | 0,955
2 Mediana 1 1 1
3 DV 1 0,800 | 0,989
4 Variancia 1 0,800 | 0,989
5 Curtose 0 0,800 | 0,977
6 Obliquidade | 1 0,900 | 0,920
7 CV 1 0,900 | 0,966
8 Interquartil | 1 0,500 | 0,057
9 PDS 1 1 0,989
10 MDF 1 1 1
11 RPP 1 0,900 | 1
12 MNF 1 1 1
13 RMS 1 1 0,966
14 RSS 1 1 1
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Tabela 15 — Pesos dos atributos utilizados com k-NN para a fase de Swing da perna
direita com validagoes (a) holdout, (b) k-fold e (c) leave-one-out.

Id Atributo Atributo Peso
(@) | (b) |(c)
1 Média 0 0 0
2 Mediana 0 0 0
3 DV 0 0 0
4 Variancia 0 0 0
5 Curtose 0 0 0
6 Obliquidade | 1 1 1
7 (GAY 0 0 0
8 Interquartil | 0 0 0
9 PDS 0 0,200 | O
10 MDF 0 0 0
11 RPP 0 0 0
12 MNF 0 0,100 | O
13 RMS 0 0 0
14 RSS 0 0 0

Tabela 16 — Pesos dos atributos usados com Arvores de Decisao para a fase de Swing
da perna direita com validagoes (a) holdout, (b) k-fold e (c) leave-one-

out.
. . Peso
Id Atributo Atributo
@ B | ©
1 Média 0 0,100 | O
2 Mediana 0 0 0
3 DV 0 0,100 | O
4 Variancia 0 0,300 | 0,011
5 Curtose 0 0 0,080
6 Obliquidade | 1 0,800 | 0,989
7 CV 0 0,200 | O
8 Interquartil | 0 0 0,034
9 PDS 0 0 0
10 MDF 0 0 0
11 RPP 0 0 0
12 MNF 0 0 0
13 RMS 0 0 0
14 RSS 0 0 0
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Tabela 17 — Pesos dos atributos usados com RNA para a fase de Swing da perna
direita com validagao (a) holdout, (b) k-fold e (c) leave-one-out.

Id Atributo Atributo Peso
@ 0 [ ©

1 Média 1 0,400 | 0,977
2 Mediana 1 0,700 | 0,841
3 DV 0 0,800 | 0,898
4 Variancia 1 1 0,955
5 Curtose 1 1 0,966
6 Obliquidade | 1 0,900 | 0,818
7 CV 1 1 1

8 Interquartil | 1 0,900 | 1

9 PDS 1 1 0,773
10 MDF 1 0,900 | 0,830
11 RPP 1 1 0,898
12 MNF 1 1 0,864
13 RMS 1 1 0,943
14 RSS 1 1 0,886

Tabela 18 — Pesos dos atributos usados com SVM para a fase de Swing da perna
direita com validagoes (a) holdout, (b) k-fold e (c) leave-one-out.

Id Atributo Atributo Peso
(@ () | (¢
1 Média 1 0,700 | 0,295
2 Mediana 1 0,600 | 0,716
3 DV 1 0,700 | 0,807
4 Variancia 1 1 0,989
5 Curtose 1 0,900 | 0,989
6 Obliquidade | 0 0,900 | 1
7 CV 1 0,600 | 0,966
8 Interquartil | 1 1 1
9 PDS 1 1 1
10 MDF 1 1 1
11 RPP 1 0,900 | 0,989
12 MNF 1 1 1
13 RMS 1 1 1
14 RSS 1 1 1
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Tabela 19 — Pesos dos atributos classificando com k-NN a fase de Apoio sob as
pernas direita e esquerda com validagoes (a) holdout, (b) k-fold e (c)
leave-one-out.

Peso
Id Atributo Atributo Porna Dir. Perna Fsq.

@0 [ @][0)]©
1 Meédia 1 10,110,002 0 |0,5]0,193
2 Mediana 1 104]0,113] 0 |0,3]0,022
3 DV 0 10110795 | 0 | 0,2 0
4 Variancia 0 10410659 0 0 0
5 Curtose 0 0 0 0 0 | 0,01
6 Obliquidade | 0 | 0,4 | 0,579 | 0 0 0
7 CV 0 0 0 1 0 | 0,01
8 Interquartil | 0O 0 0 0 0 0
9 PDS 1 1030,147| O 0 |0,181
10 MDF 0 10610329 0 | 0,310,102
11 RPP 0 |01]0681| 0 |0,2]0,011
12 MNF 0 /0,110,681 | 0 0 0
13 RMS 0 101]0,113| 0 0 | 0,568
14 RSS 0 10510329 0 | 0,110,113

Tabela 20 — Pesos dos atributos usados com Arvores de Decisdo para a fase de Apoio
sob as pernas direita e esquerda com validagoes (a) holdout, (b) k-fold
e (c¢) leave-one-out.

Peso
Id Atributo Atributo Porna Dir. Perna Fsq.

(a) [ (b) [ (c) [ (a)](B)](c)
1 Média 1 0 | 009 | 0 0 0
2 Mediana 0 1031]0,125| 0 0 | 0,193
3 DV 0 1031]0,045| 0 | 0,1 0
4 Variancia 0 10,610,727 | 0 0 | 0,011
5 Curtose 0 0 [0011| 0 |01 0
6 Obliquidade | 0 0 0 0 0 | 0,034
7 CV 0 0 0 0 0 | 0,409
8 Interquartil | 0 | 0,3 [ 0,022 | 0 | 0,5 | 0,954
9 PDS 0 0 0,181 | 0 | 0,110,090
10 MDF 0 |0,11]0,227| 0 0 | 0,011
11 RPP 0 0 10454 | O 0 0
12 MNF 0 102]0,113] 0 | 0,2 0
13 RMS 0 |01 0 0 |01 0
14 RSS 0 0 10,568 | 0 0 | 0,318
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Tabela 21 — Pesos dos atributos utilizados com RNA para a fase de Apoio sob as
pernas direita e esquerda com validagoes (a) holdout, (b) k-fold e (c)
leave-one-out.

Peso
Id Atributo Atributo Porna Dir. Perna Fsq.

@0 [@][0)]©
1 Média 1 108|088 | 1 1 10,988
2 Mediana 1 10710977 1 1 10,988
3 DV 0 1 10,761 | 1 1 10,977
4 Variancia 1 1030988 1 1 10,977
5 Curtose 1 10810897 | 1 1 1
6 Obliquidade | 1 0,910,920 | 1 1 0,988
7 CV 1 1 10977 | 1 1 10,977
8 Interquartil 1 1080977 1 1 | 0,965
9 PDS 1 1 10931 1 1 |0,988
10 MDF 1 1 10954 | 1 1 |0,965
11 RPP 1 1 10977 | 1 1 1
12 MNF 1 1 10977 | 1 1 10,965
13 RMS 1 1 10988 | 1 1 10,988
14 RSS 1 1 10931 1 1 1

Tabela 22 — Pesos dos atributos usando SVM para a fase de Apoio sob as pernas
direita e esquerda com validagoes (a) holdout, (b) k-fold e (c) leave-one-

out.
Peso
Id Atributo | Atributo Perna Dir. Perna Esq.
(@) | (b) | (¢) | (a)|(b)](c)

1 Média 0 1 10,897 | 1 1 10,988
2 Mediana 1 1 1 1 1 1
3 DV 1 109]0,784 | 1 1 10,988
4 Variancia 1 1 10977 1 |09 0,965
5 Curtose 1 1090715 1 1 1
6 Obliquidade | 1 | 0,910,909 | 1 1 |0,988
7 (GAY4 1109|0897 | 1 1 1
8 Interquartil 1 1 10954 | 1 | 0,8 | 0,988
9 PDS 1 1090977 1 1 1
10 MDF 1 1 10977 | 1 1 1
11 RPP 1 10610329 | 1 0,9 1
12 MNF 1 1 1 1 1 1
13 RMS 1 1 1 1 1 1
14 RSS 1109 1 1109 1
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Tabela 23 — Pesos dos atributos classificando com k-NN a fase de Swing da perna
direita com validagoes (a) holdout, (b) k-fold e (c) leave-one-out.

Peso
Id Atributo Atributo Porna Dir. Perna Fsq.

() | (b) [ () [(a)] ()] (c)
1 Média 110,110,102 0 |0,5]0,193
2 Mediana 1 104]0,113] 0 |0,3]0,022
3 DV 0 1010795 0 | 0,2 0
4 Variancia 0 10410659 0 0 0
5 Curtose 0 0 0 0 0 0,01
6 Obliquidade | 0 | 0,4 | 0,579 | O 0 0
7 Y% 0 0 0 1 0 | 0,01
8 Interquartil | 0 0 0 0 0 0
9 PDS 110310147 | 0 0 |0,181
10 MDF 0 10610329 0 | 0,310,102
11 RPP 0 |01]0681| 0 |0,2]0,011
12 MNF 0 10,110,681 | 0 0 0
13 RMS 0 101]0,113| 0 0 | 0,568
14 RSS 0 10510329 0 | 0,110,113

Tabela 24 — Pesos dos atributos classificando com Arvores de Decisao a fase de Swing
das pernas direita e esquerda com validagoes (a) holdout, (b) k-fold e
(c) leave-one-out.

Peso
Id Atributo | Atributo Porna Dir. Perna Esq.

(a) | (b) [ () | (a)](b)](c)
1 Média 1 0 | 009 | 0 0 0
2 Mediana 0 1031]0,125| 0 0 | 0,193
3 DV 0 1031]0,045| 0 | 0,1 0
4 Variancia 0 060,727 | O 0 | 0,011
5 Curtose 0 0 0,011 0 |01 0
6 Obliquidade | 0 0 0 0 0 | 0,034
7 CV 0 0 0 0 0 | 0,409
8 Interquartil 0 [0310,022| 0 |0,5]0,954
9 PDS 0 0 0,181 0 | 0,110,090
10 MDF 0 |0,11]0,227| 0 0 | 0,011
11 RPP 0 0 10,454 | 0O 0 0
12 MNF 0 02]0113] 0 |0,2 0
13 RMS 0 |0, 0 0 |01 0
14 RSS 0 0 10568 | 0 0 | 0,318
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Tabela 25 — Pesos dos atributos usados com RNA para a fase de Swing das pernas
direita e esquerda com validagoes (a) holdout, (b) k-fold e (c) leave-one-
out.

Peso
Id Atributo Atributo

Perna Dir. Perna Esq.
(b) [ (@) | (@) | (b)
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Tabela 26 — Pesos dos atributos utilizados com SVM para a fase de Swing das pernas
direita e esquerda com validagoes (a) holdout, (b) k-fold e (c) leave-one-

out.
Peso
Id Atributo Atributo Porna Dir Perna Fsq.
(@) | (b) [ (c) | (a) | (b)](c)

1 Meédia 1 109]0329| 1 1 1
2 Mediana 1 1 0886 | 1 1 1
3 DV 1 108]0943 | 1 1 |0,988
4 Variancia 1 1090977 | 1 |09 1
5 Curtose 1 10710965 1 1 1
6 Obliquidade | 1 1 1 1 1 1
7 CV 1 1 10852 1 1 1
8 Interquartil | 1 1 1 1 1 1
9 PDS 1109 1 1109 1
10 MDF 1 1 1 0 109 1
11 RPP 1 1 1 1 1 1
12 MNF 1 1 10,988 | 1 1 1
13 RMS 1 1090965 | 1 1 1
14 RSS 1 1090977 ] 1 1 1
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