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RESuUMO

As redes neurais artificiais (RNAs) sao dispositivos matematicos e com-
putacionais, que procuram simular alguns dos comportamentos das redes neurais
biolégicas. Neste trabalho, primeiramente apresentamos uma visao geral sobre as
redes neurais, mostrando uma aplicacao de uma rede do tipo perceptron de multiplas
camadas para a estimativa de parametros petrofisicos. Em seguida, estudamos ana-
liticamente e através de simula¢oes numéricas, o comportamento do modelo de Hop-
field para em seguida introduzir na dinamica do sistema um campo que simula o
efeito de um estimulo persistente que privilegia determinado padrao armazenado na
rede. Para o modelo de Hopfiled na presencga deste campo, primeiramente apresen-
tamos uma visao geral do efeito do campo na presenca de assimetria e diluicao nas
conexoes sindpticas. Em seguida, utilizando uma aproproximagao de campo médio,
obtivemos um conjunto de equagoes acopladas para os parametros de ordem m e ¢
em funcao dos parametros h (que simula o estimulo persistente), « (capacidade de
armazenamento da rede) e T' (ruido estocdstico), para o modelo numa rede comple-
tamente conectada e com conexoes simétricas. Analisamos as propriedades da rede
quanto a habilidade de reconhecimento e capacidade de armazenamento, obtendo o
diagrama de fases a x T para o modelo mostrando a dependéncia das transi¢coes com
o valor de h. Para o caso deterministico (T" = 0), realizamos simulagoes numéricas,
onde desenvolvemos e aprimoramos um algoritmo computacional utilizando a técnica
de multi-spin coding, e mostramos a boa concordancia apresentada pelos resultados
quando comparados aos resultados obtidos analiticamente. Todos os resultados
apontam para um crescimento da capacidade de reconhecimento com o aumento do

parametro h que controla a intensidade do estimulo persistente.

Instituto de Fisica - UFAL



v

ABSTRACT

Artificial Neural Networks are mathematical and computational devices which
try to simulate some behaviors of biological neural networks. In the beginning of
this work, we present a review about neural networks, showing an application of
a Multi-Layered Perceptron for the estimative of petrophysical parameters. After
that, we made an analytical and numerical study of the behavior of a neural network
based on the Hopfield model on which we introduced in the system’s dynamics a
parameter that acts as a field to simulate the effect of a persistent stimulus that
privileges a stored pattern in the network. For the Hopfield’s model in the presence
of this field, we present a review of the field’s effect in the model with dilution and
asymmetry on the synaptic connections. After that, using a mean field approxima-
tion, we have got a set of equations for the order parameters m and ¢ in function of
the parameters h (that simulates the persistent stimulus field), o (network’s storage
capacity) and T (thermal noise), for the model on a fully connected network and
symmetric connections. We analyze the recognition and storage capacity properties
of the network, resulting on the phase diagram « x T for the model, showing the
dependence of the recognition transition on the value of h. For the deterministic
case (T = 0), we perform numerical simulations, where we develop and improve
a computational algorithm using the multi-spin coding technique. Our simulation
results show a good agreement with the analytical ones. All the results indicate an
increase of the recognition capacity when increasing the h parameter, which controls

the intensity of the stimulus field.
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Capitulo 1

Introducao as Redes Neurais

Durante séculos, o estudo do cérebro humano tem suscitado a curiosidade
e atraido a atengao de cientistas das diversas areas do conhecimento, como as neu-
rociéncias, as engenharias, a fisica, ciéncia da computacao, dentre outras, na busca
de compreender os mecanismos responsaveis por comportamentos tao variados e
complexos. No ultimo século, gragas aos grandes avancos na neurobiologia e nas
areas multidisciplinares atreladas as redes neurais, a ciéncia comecou a compre-
ender os principios basicos que governam o funcionamento do sistema nervoso e,
num passo ainda mais audacioso, modelar e construir sistemas artificiais capazes de
reproduzir algumas fungoes proprias do cérebro.

O estudo na édrea de redes neurais artificiais (RNAs), tem sido motivado no
fato do cérebro humano processar informacoes de uma forma inteiramente diferente
de um computador convencional. Deste modo, os pesquisadores das diversas areas
possuem grande interesse em estudar as RNAs, devido as diversas aplicagoes que
podem ser realizadas com uma maquina que possui capacidades semelhantes as do
cérebro. A Fisica, em particular a mecanica estatistica, familiarizada na descrigao
do comportamento coletivo de sistemas com muitas particulas interagentes, busca

entender como o cérebro desempenha algumas de suas fungoes (como a capacidade
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de reconhecer padroes de forma associativa, aprendizagem, categorizacgao) utilizando
as interagoes entre os neuronios através de impulsos eletroquimicos
Para uma melhor compreensao das redes neurais artificiais, é importante uma

breve descri¢ao sobre os constituintes béasicos de uma rede neural bioldgica.

1.1 Redes Neurais Biolégicas

O Sistema Nervoso é uma rede formada por um nimero muito grande de células,
com a capacidade de receber, transmitir, elaborar e armazenar informagoes através
de impulsos eletroquimicos. Recebe as informagoes diversas sobre mudancas do
meio externo, relacionando o individuo com o ambiente, iniciando e regulando as
respostas adequadas. Além disso, os processos ocorridos nas diversas regides do
corpo sao controladas pelo sistema nervoso. O sistema nervoso é afetado pelas
mudancas ocorridas no corpo humano através dos estimulos.

O sistema nervoso é anatomicamente dividido em:
Sistema Nervoso Central (SNC)- formado pela medula espinhal e encéfalo,
que é a sede da inteligéncia, onde se formam as idéias e partem as ordens para a
execucao dos movimentos e para regular as fungoes do corpo. De maneira geral,
¢ a regiao que gerencia todo o organismo, seja no sentido fisico ou seja no sentido
psiquico;
Sistema Nervoso Periférico (SNP)- formado pelos nervos e pequenos agrega-
dos de células (ganglios nervosos), que servem para “conduzir”os impulsos nervosos.
Os nervos transportam as diversas regioes do corpo os estimulos e recebem das
regioes periféricas as diversas sensacoes que sao conduzidas ao sistema central.

O cérebro humano faz parte do SNC, sendo responsavel pelo controle das
diversas fungoes do corpo. E composto de aproximadamente 10! células nevosas
denominadas neuronios, na qual cada um pode ser conectado a aproximadamente

10* outros neuronios, formando uma rede altamente conectada.
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1.1 Redes Neurais Biolégicas 3

Nos dias atuais, o estudo do cérebro, tem despertado o interesse das mais
diversas areas. Mesmo com o grande avango da ciéncia, ainda hoje o funcionamento
biolégico do cérebro é pouco conhecido. Foi o estudo das fungoes do cérebro e das
formas de comunicagao entre os neuronios, incluindo sua morfologia, que surgiu as

bases para a criacao das primeiras Redes Neurais Artificiais.

1.1.1 Neuronio Biolégico

Os neuronios sao células nervosas que possuem uma morfologia bastante complexa
com a propriedade de enviar e receber estimulos. Desta forma, o modelo de neur6nio
biolégico que serd apresentado, trata-se de uma visao muito simplificada do neurénio
real, pois este modelo visa somente uma caracterizagao geral das suas funcionalidades
basicas, dando énfase em suas caracteristicas que podem ser utilizadas como base
para a implementagao matematica de diversos modelos de RNAs.

E apresentado na Figura (1.1) um esquema simplificado de um neurénio onde
sao mostrados seus elementos principais:
1. Corpo celular ou Pericdrio, representa a parte central da célula nervosa,
responsavel pelo processamento ou soma dos sinais recebidos de outros neurdnios;
2. Dendritos, prolongamentos numerosos com a fungao de receber estimulos de
outras células ou neuronios;
3. Azxoénio, prolongamento unico, especializado na condugao de impulsos que trans-
mitem informagoes dos neuronios para outras células;
4. Terminacoes do Axdnio, ramificacoes encontradas no final do axonio, res-
ponsaveis pela “uniao” com outros neuronios através das Sinapses.

Na realidade, a morfologia de um neuronio pode ser bastante variada, po-
dendo possuir formas e tamanhos diferentes, dependendo de sua funcao especifica a
ser realizada na rede neural.

As Sinapses sao os pontos de contato entre as terminagoes do axonio de um

Instituto de Fisica - UFAL
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Figura 1.1: Esquema de um neuronio bioldgico tipico.

neurénio com os dendritos de outros neurdnios. E através das sinapses que os sinais
sao transmitidos de um neuronio para outro, através da liberacao de substancias
denominadas neurotransmissores.

Os neurotransmissores podem ter um carater excitatorio ou inibitorio, por-
tanto, a transmissao (disparo) do sinal pode excitar ou inibir outros neurénios.

A condicao de disparo de um sinal através das sinapses se dd quando o
potencial da célula em relagao ao meio salino que a cerca atinge um determinado
patamar. Esse patamar é conhecido como limiar de ativacao, sendo este quem

determina o disparo de um neuronio durante a dinamica da rede.

1.1.2 Propagacao de Sinais Elétricos ao Longo do Axo6nio

Apesar da informagao enviada por cada neurénio ser relativamente lenta (~ 1ms),
as redes bioldgicas possuem uma grande capacidade de processamento devido ao
grande numero de sinapses enviando informagoes simultaneamente.

No neuronio, os sinais sao transmitidos através do envio de um impulso ele-
troquimico que se propaga do corpo celular para as sinapses ao longo do axonio.
O sinal se propaga pelo axonio na forma semelhante a uma onda, onde o potencial

varia de seu valor de repouso, que vale aproximadamente —60mV’, para aproxima-
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damente +55mV . Esta mudanca no potencial é causada por diversos mecanismos,
onde envolve principalmente a variacao da permeabilidade da membrana aos ions
de sédio (Na™) e potéssio (K™T) [1], pois no estado de respouso, o interior da célula
possui uma maior concentracao de ions de potassio, enquanto na regiao externa a
membrana plasmaética, os fons de sédio apresentam uma maior concentragao. Esta
diferenca de concentragao é devido a impermeablidade da célula aos fons.

Durante a comunicagao entre os neurénios, a acao do neurotransmissor é¢ mu-
dar a permeabilidade da membrana plasmaética a determinados tipos de fons. A mu-
danca de permeabilidade tanto pode causar uma excitacao ou inibicao do neuronio
pos-sinaptico, dependendo da concentragao intra e extracelular de um determinado
ion. Um fluxo de ifons de s6dio para dentro da célula tende a despolarizar o po-
tencial da membrana, possuindo um efeito excitatério. Se fons de potéssio saem do
interior da célula, a membrana sera hiperpolarizada, causando um efeito inibitério.
Esta flutuagao do potencial da membrana com relacao ao potencial de repouso do
neurdnio é conhecida como Potencial Pds-Sindptico (PPS). Deste modo, o efeito da
atividade do neuronio pré-sinédptico é excitar ou inibir a polarizacao da membrana
do neurénio pods-sinaptico.

Os neurotransmissores sao liberados somente pelos neuronios pré-sinapticos,
de tal modo que a direcao de propagacao da informacao é dada em um tnico sentido.
Somente se a soma dos PPS que chegam em dado neuronio for maior do que o seu
limiar de ativagdo, o neurdnio enviard um sinal (ou impulso) que serd propagado na
direcao do axonio. Estes impulsos enviados pelos neurdnios, sao a tnica maneira
de se expressarem, mudando somente na frequéncia e na intensidade na qual sao
emitidos.

Uma descricao mais detalhada sobre as redes neurais bioldgicas e os processos
envolvidos na transmissao dos sinais entre os neurdnios pode ser encontrada nas

referéncias [1, 2].
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1.2 Redes Neurais Artificiais (RNAs) 6

1.2 Redes Neurais Artificiais (RNAs)

O objetivo principal do estudo das RNAs é motivado pela busca de resolver pro-
blemas complexos de maneira eficiente, baseando-se na forma de processamento do
cérebro, visando sua alta capacidade de processamento de informacao.

As RNAs tentam reproduzir algumas das fungoes das redes neurais biolégicas,
no entanto é importante ressaltar que as duas sao bastante diferentes entre si, apesar
de possuirem algumas similaridades, como o fato de serem baseadas em processa-
mento paralelo e distribuido que se comunicam através de conexoes sinapticas.

De maneira mais precisa, uma rede neural é um processador que trabalha de
forma paralela e distribuida, possuindo unidades de processamento com a capaci-
dade de armazenar determinados conhecimentos e de torna-los disponiveis para o
uso. De forma andloga ao cérebro, o conhecimento da rede é adquirido pelo processo
de aprendizagem, onde a intensidade da conexdes (pesos sindpticos) entre as uni-
dades de processamento (neurénios) sao utilizadas para armezenar o conhecimento
adquirido pela rede.

A principal vantagem do uso das RNAs baseia-se na sua capacidade de pro-
cessar em paralelo e da sua habilidade de reconhecer por associacao, aprender e
consequentemente de generalizar. A habilidade de generalizar refere-se a capacidade
de produzir saidas adequadas para entradas que nao estavam presentes durante o
treinamento (aprendizagem). Esta capacidade de aprender é de grande utilidade,
proporcionando a resolucao de problemas complexos que atualmente sao intrataveis.

As RNAs nos oferecem algumas propriedades tteis:

1. Nao-linearidade - um neuronio artificial pode ser linear ou nao linear, no sentido
de ser distribuida por toda a rede, sendo esta propriedade ttil para casos de sinais
de entrada inerentemente nao lineares;

2. Adaptabilidade - capacidade de adaptar os pesos sinapticos as modificagoes do

sistema. Em particular, uma rede treinada para operar em um abiente especifico

Instituto de Fisica - UFAL



1.2 Redes Neurais Artificiais (RNAs) 7

pode ser facilmente retreinada para lidar com modificaces do sistema. Além disso,
uma rede neural pode ser projetada para modificar seus pesos sindpticos em tempo
real para operar em ambientes nao estacionarios;

3. Tolerancia a Falhas - devido ao fato da informacao estar distribuida por toda a
rede, uma falha em uma das conexoes entre os neurénios acarretard um dano suave

no desempenho da rede.

1.2.1 Breve Historico

A modelagem do sistema nervoso comecou com o trabalho de Warren S. McCulloch
(fisiologista) e seu aluno Walter H. Pitts (matemético), em 1943 [3], que consistiu
num estudo sobre o comportamento do neuronio biolégico seguido da criagao de um
modelo matematico correspondente. Este modelo sera tratado detalhadamente na
secao seguinte.

Em 1949, Hebb [4], apresentou pela primeira vez uma formulacao explicita
de uma regra de aprendizagem para a modificacao sindptica. Especificadamente,
Hebb propos que a conectividade do cérebro é continuamente modificada conforme
o organismo vai aprendendo tarefas funcionais diferentes e que agrupamentos neurais
sao criados por tais modificagoes.

Em 1958, Rosenblatt [5] introduziu uma nova arbodagem para o problema de
reconhecimento de padroes em seu trabalho sobre o perceptron, um método inova-
dor de aprendizagem supervisionada, que consiste num processo de modificacao dos
pesos sindpticos para um mapeamento entrada-saida. O perceptron gerou bastante
expectativa na comunidade cientifica quando Rosemblatt apresentou o teorema da
convergéncia do perceptron e propos também um algoritmo para treinar redes de
unica camada que resolvia problemas de classificacao de entradas separaveis linear-
mente.

Em 1969, Minsky e Papert [6] apresentaram as limitagoes no processamento

Instituto de Fisica - UFAL



1.3 Modelo de McCulloch-Pitts 8

do perceptron, demonstrando matematicamente que uma rede de tinica camada é
incapaz de realizar uma operacao XOR (ou exclusivo em légica booleana). O prin-
cipal argumento foi que embora existisse um algoritmo de aprendizado que garantia
a convergéncia para modelos de uma tnica camada, o mesmo nao acontecia para
redes perceptron com mais de uma camada. Estas criticas ao trabalho do perceptron
desencadeou um adormecimento nas pesquisas em redes neurais durante a década
de 70.

Em 1982, as pesquisas sobre RNAs ressurgiram com a publicacao do artigo
do neurobiologista John Hopfield [7]. Hopfield associou o processo de reconheci-
mento na rede a minimizagao de uma funcao energia, utilizando uma analogia com
o modelo magnético de Ising da mecanica estatistica, seguindo uma idéia proposta
anteriormente por Little [8]. Este trabalho despertou bastante interesse dos fisicos
tedricos, transformando a area das redes neurais e consolidando uma nova linha de
pesquisa.

Em 1986, Rumelhart et al [9, 10] desenvolveram o algoritmo de retropro-
pagacao (back-propagation), que resolvia o problema do treinamento de perceptrons
com mais de uma camada. Este trabalho despertou grande interesse, pois uma
rede com mais de uma camada capacita a implementacao de func¢oes que nao sao
separaveis linearmente. Devido a esta capacidade, este trabalho constituiu num
grande avango na area das redes neurais, de tal modo que este algoritmo ¢ bastante

utilizado até os dias atuais.

1.3 Modelo de McCulloch-Pitts

O modelo matemético de McCulloch-Pitts [3] trata-se de uma simplifica¢ao do que
se conhecia em 1943 a respeito do neurdnio biolégico, onde o neuronio é visto como
um dispositivo bindrio, podendo ou nao enviar estimulos aos outros neuronios. No

modelo, as varias entradas do neurdnio possuem pesos arbitrarios que podem ser
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excitatorios ou inibitorios.

S j Central de Processamento
Sl le\‘ S’L

f Jiy

SN

Figura 1.3: Esquema do neuronio de McCulloch-Pitts.

O modelo esquematizado na Figura (1.3), consiste em N terminais de entrada re-
presentados pelos neurdnios S1,95,...,5y € um terminal de saida, representado pelo
neuronio estimulado S;. Cada conexao entre os neuronios possue um peso associado
Jij, que mede a influéncia do neurdnio j sobre o neurdnio ¢, que pode ser +1 se a
influéncia for excitatéria ou —1 se for inibitoria.

O estado do neurodnio j pode ser ativo (S; = 1) ou inativo (S; = 0), realizando
uma influéncia no neuroénio ¢ (pés sindptico) dada por S;.J;;.

A influéncia que os demais neuronios da rede exerce sobre o neurénio 7 é

chamado de potencial de acao ou campo local induzido, definido como:
N
hi(t) = Ji;S;(t). (1.1)
j=1

O neurdnio dispara um sinal quando a soma dos pulsos que ele recebe (campo

local induzido) ultrapassa o seu limiar de ativacao.

hi(t) > ;. (1.2)
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O estado final do neurénio i é dado por:

Si(t+1) = p(h(t) — 0;), (1.3)

A saida de um neurdnio é definida pela funcao de ativacao, que pode apresentar
diversas formas. No modelo que serd tratado neste trabalho, a funcao de ativacao

que sera utilizada é a funcao limiar (ou degrau) que é definida como:

1 ,sex>0
) =
0 ,sex<0.
O modelo original de McCulloch-Pitts possui algumas limita¢oes, como o fato
de redes com apenas uma camada sé conseguirem implementar fungoes linearmente
separaveis e o fato do modelo ser proposto com pesos fixos, nao ajustaveis.

Uma generalizacao deste modelo, foi proposta por Little, que utilizou uma

analogia com o modelo magnético de Ising.

1.4 Modelo de Little

A analogia entre o modelo McCulloch-Pitts com os modelos magnéticos foi proposta
por Little [8], na qual redefiniu os estados S;(t) — 25;(t) — 1, passando entdo os
estados S;(t) = [0,1] a assumir valores S;(t) = [—1,+1] respectivamente. Desta
maneira, os estados dos neurdnios equivalem aos estados dos spins (5;(t) = —1 spin
para baixo e S;(t) = +1 spin para cima) e as conexdes sinapticas .J;; sdo equivalentes
as interagoes fisicas entre eles.

O modelo descrito por McCulloch-Pitts é deterministico ja que o seu com-
portamento de entrada-saida é definido precisamente para todas as entradas. Uma
melhor aproximacao com as redes biolégicas pode ser implementada quando subs-

tituimos a dindmica deterministica (Eq. 1.3) por uma dinamica estocdstica. A esto-
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1.5 Arquiteturas de Redes Neurais 11

casticidade nas redes neurais biolégicas esta relacionada com os processos aleatorios
envolvidos na liberacao dos neurotransmissores, flutuacoes no tempo de resposta e
nos limiares de disparos, pois cada neuronio pode reagir de maneira diferente a um
estimulo. A probabilidade para um dado neur6nio S;(t + 1) disparar ou permanecer

em repouso € dada pela equacao:

+1 babilidade P(.S;(t
St41) = com probabilidade P(5;(t)) (1.4)
—1 com probabilidade 1 — P(S;(t))

onde P(S;(t)) é a distribui¢ao de probabilidade na forma:
1
P(Sit)) = 5 [1+ tanh (Gh;(1))] . (1.5)

1 .
O parametro B = T controla o ruido estocastico, que representa a temperatura nos
modelos magnéticos. E importante ressaltar que 7' nao é uma temperatura fisica
nas redes neurais (bioldgicas ou artificiais), mas sim um parametro que controla as

flutuagoes que representam os efeitos de ruido sindptico.

1.5 Arquiteturas de Redes Neurais

O algoritmo (regra) de aprendizagem utilizado para o treinamento de uma rede
neural estd relacionado com o modo com que os neuronios da rede neural estao es-
truturados. A estrutura (arquitetura da rede) utilizada, exerce uma forte influéncia
no desempenho da rede, de tal forma que uma escolha erronea pode acarretar fa-
lhas ou até mesmo a incapacidade de resolver dado problema. Em geral, podemos

identificar trés classes de arquiteturas fundamentalmente diferentes:
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1.5.1 Redes do tipo feed-forward com camada tnica

Uma rede neural organizada em camadas pode apresentar diversas formas. Em sua
forma mais simples, temos uma camada de entrada de nés de fonte e uma camada de
saida de neuronios. A funcao da camada de entrada é apenas receber os estimulos
externos e envia-los ao restante da rede, nao realizando qualquer processamento de
informagao. Desta forma, toda informacao é processada exclusivamente na camada
de saida. O fluxo de informagao é dado em apenas um sentido, de tal maneira que a
camada de saida jamais exerce influéncia sobre os nés de entrada e os neuronios de
uma mesma camada nao sao conectados entre si. A figura (1.5.1) ilustra este tipo

de rede.

-@—

[
Q-
[

nés de fonte neuronios de saida

Figura 1.5.1: Desenho esquemdtico de uma rede feed-forward com camada unica.

As redes do tipo alimentadas adiante (feed-forward) com tinica camada é mais
conhecido como o perceptron de Rosenblatt[5]. Este tipo de rede é utilizada somente
para a classificacao de padroes linearmente separaveis. O algoritmo utilizado para
ajustar os parametros livres desta rede neural apareceu primeiramente no processo

de aprendizado desenvolvido por Rosenblatt para o seu modelo do perceptron.
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1.5.2 Redes do tipo feed-forward com multiplas camadas

As redes de mutiplas camadas alimentadas adiante constituem uma importante
classe de redes neurais. Basicamente, a rede consiste de um conjunto de unida-
des de entrada (nés de fonte ou camada de entrada), uma ou mais camadas ocultas
de nés computacionais seguidas de uma camada de saida de nés computacionais. O
sinal se propaga em um tunico sentido, seguindo para frente através da rede, camada

por camada. Este tipo de rede se encontra esquematizado na figura (1.5.2).

. s

noés de fonte neuronios ocultos neurénios de saida

Figura 1.5.2: Desenho esquemdtico de uma rede feed-forward de mitiplas camadas.

Dentre as redes de multiplas camadas alimentadas adiante, podemos citar
diversas categorias, como os perceptrons de mailtiplas camadas (MLP, multilayer per-
ceptron), as redes de fungdao de base radial (RBFradial-basis function) e as maquinas
de vetor de suporte (MVS), onde ambas podem ser utilizados para a classificacao de
padroes e resolver problemas de regressao linear.

Vamos focalizar uma atencgao especial nas redes MLP, que apresentam uma

das mais importantes contribui¢oes no campo das Redes Neurais.
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Perceptrons de mailtiplas camadas

Os perceptrons de multiplas camadas tém sido aplicados com sucesso para desenvol-
ver problemas dificeis, através do seu treinamento supervisionado, com um algoritmo
conhecido como algoritmo de retropropagacao de erro (error back-propagation).

No algoritmo de retropropagacao, as conexoes sinapticas sao inicializadas de
forma aleatoria. Durante cada estagio de treinamento, os neuronios da camada de
entrada sao apresentados a um conjunto de parametros. Os neuronios das camadas
intermediarias recebem como estimulo a soma de todos os sinais de neuronios a eles
conectados utilizando-se como peso estatistico o valor de cada conexao sinaptica. O
sinal de saida de cada neuronio intermediario é obtido através de um mapeamento
nao linear de forma sigmoidal. Este procedimento é repetido nas demais camadas
intermediarias até atingir a camada de saida, num processo denominado alimentagao
progressiva. Ao alcancar a camada de saida, o erro entre a saida da rede e o valor
esperado ¢é calculado e esta informacao é propagada para o restante da rede através
do ajuste dos pesos sinapticos num processo de propagacao reversa. Este processo é
repetido para todos os conjuntos de dados de treinamento e um grande nimero de
vezes, até as conexoes sindpticas atingirem um regime estacionario. E importante
ressaltar que, um treinamento demasiadamente longo pode levar a rede a um estado
de super-treinamento que compromete a eficiéncia da rede.

O desenvolvimento do algoritmo de retropropagacao representa um marco no
desenvolvimento das redes neurais, pois fornece um método computacional eficiente
para o treinamento de perceptrons de multiplas camadas. Apesar de nao ser possivel
afirmar que este algoritmo fornece a melhor solugao para todos os problemas, ele
acabou com o pessimismo sobre o treinamento de redes com multiplas camadas, que

havia sido causado pelas criticas de Minsky e Papert (1969)]6].
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1.5.3 Redes recorrentes ou do tipo feedback

Uma rede é denominada recorrente se pelo menos um de seus neurdnios apresenta
conexoes sinapticas que enviam informagoes para alguma camada anterior a sua, de
forma que seus impulsos podem realimentar a rede e possivelmente suas proprias
entradas. Este processo é equivalente a troca de informacoes entre neuronios da
mesma regiao do cérebro, num processo bioldgico.

As redes recorrentes podem ser totalmente conectadas, quando cada neuronio
possuem conexoes que enviam estimulos para todos os outros neuronios da rede, ou

parcialmente conectadas, quando parte destas conexoes nao estao presentes na rede.

Redes de Hopfield

O foco principal deste trabalho estd no estudo do modelo de Hopfield[7], que trata-
se de um modelo de rede neural que apresenta uma arquitetura do tipo recorrente
totalmente conectada bastante conhecido na literatura.

Este modelo atrai bastante a atencao por ser conhecido como uma memoria
enderegavel por contetido, onde as saidas da rede sao a priori conhecidas e corres-
pondem a pontos fixos que sao os padroes a serem armazenados. O principal motivo
do grande interesse no estudo deste modelo, é a analogia com o modelo magnético
de Ising, que desperta a curiosidade da maioria dos fisicos tedricos.

De maneira simplificada, o processamento do modelo de Hopfield é dado nas

seguintes etapas:

1. Treinamento: baseado no armazenamento dos padroes na rede. O armazena-
mento é realizado através do cdlculo dos pesos sinapticos utilizando a regra de
aprendizagem de Heeb, onde cada memoria serd codificada como um minimo

da fungao energia.

2. Reconhecimento (recupera¢ao de um padrao): se partirmos de uma situacao
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1.6 Algumas Aplicagoes de RNAs 16

inicial que seja uma versao igual ou parcial a um dos padroes armazenados na

rede, a rede possui a capacidade de recuperar o padrao armazenado.

O modelo de Hopfield possui um amplo ramo de aplicagoes, na area de reco-
nhecimento de padroes como voz, impressoes digitais, dentre outros e resolugao de
problemas de minimizacao como por exemplo o famoso problema do Caizeiro Via-
jante. A partir do capitulo 3, nosso estudo serd baseado nas idéias propostas neste
modelo, apresentando os principais resultados encontrados na literatura e realizando
uma andalise dos efeitos causados pela intruducao de um novo parametro que simula

o efeito de um estimulo que privilegia um dos padroes armazenados na rede.

1.6 Algumas Aplicacoes de RNAs

Nos tdltimos anos, varios tipos de redes neurais tém sido utilizados para desempenhar
funcoes que geralmente necessitam de decisoes rapidas ou em ambientes de dificeis
condicoes de trabalho. As redes neurais artificiais possuem a vantagem de analisar
simultaneamente um nimero muito grande de variaveis, possuindo a capacidade de
encontrar correlacoes complexas entre estas variaveis, fornecendo uma resolucgao rela-
tivamente rapida de problemas que possuem tratamento dificil. Atualmente existem
dezenas de modelos de redes neurais estruturados para as mais diversas aplicagoes.
Dentre estas aplicacoes, podemos citar algumas importantes:

- Reconhecimento e classificacio de padroes';

- Resolugao de problemas logicos complezos;

- Andlise de caracteristicas demogrdficas para marketing;

- Controle de processos industriais;

- Deteccao de cartoes de crédito falsos;

- Previsao da bolsa de valores e cotacao de moedas;

!No Capitulo 2 apresentamos uma estimativa da permeabilidade utilizando multi-layer percep-
trons.
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- Previsao do mercado financeiro;
- Reconhecimento de caracteres e impressoes digitais.

No capitulo 2 introduzimos os conceitos fundamentais para descrever uma
rede do tipo feed-forward com miltiplas camadas (perceptros de miltiplas camadas)
e apresentamos uma aplicacao deste tipo de rede na estimativa da permeabilidade
das formacoes rochosas em pogos de petrdleo, mostrando as vantagens do uso de
redes neurais e os resultados que podem ser obtidos em tal aplicacao. No capitulo
3, descrevemos o modelo de Hopfield que simula o problema de reconhecimento de
padroes por associacao, utilizando a analogia entre o processo de memorizacao e a
minimizacao de uma funcgao energia. Esta descricao limita-se ao modelo de Hopfield
na sua versao original [7] (dinamica deterministica) e o modelo generalizado pro-
posto por Amit et. al [10, 11] que leva em conta a presenca de ruido na transmicao
da informacao. No capitulo 4, apresentamos as contribuicoes originais desenvol-
vidadas nesta tese, onde implementamos o modelo de Hopfield introduzindo um
termo que atua como um estimulo persistente que privilegia um dado padrao arma-
zenado na rede. Vamos também neste capitulo, descrever os métodos utilizados para
o desenvolvimento do algoritmo computacional utilizado nas simulagoes numéricas
que foram realizadas no nosso trabalho e apresentar os resultados obtidos nestas
simulacoes, comparando estes resultados com os resultados obtidos analiticamente.

Finalmente, apresentamos no capitulo 5 as conclusoes do nosso trabalho.
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Capitulo 2

Perceptrons de Multiplas camadas

Neste capitulo, sera apresentado um tipo de rede alimentada adiante denomi-
nada perceptron de miltiplas camadas e utilizar este tipo de rede para uma aplicagao
na industria petrolifera (estimativa da permeabilidade de pogos de petréleo). Tipi-
camente, este tipo de rede consiste de um conjunto de unidades de entrada (nés de
fonte), uma ou mais camadas ocultas de nés computacionais e uma camada de saida
de nés computacionais.

Os perceptrons de multiplas camadas tém sido aplicados para resolver pro-
blemas dificeis, através do seu treinamento de forma supervisionada com o algoritmo
conhecido como algoritmo de retropropagacao de erro que é descrito em detalhes a

seguir.
2.1 Algoritmo de Retropropagacao

O primeiro passo durante o processo de aprendizado ¢ inicializar os pesos sindpticos
Jij de forma aleatéria para logo em seguida fornecer um conjunto de treinamento
afim de encontrar os pesos sinapticos que fornecem o melhor resultado para o pro-
blema.

Seguindo o modelo de McCulloch e Pitts, o campo local induzido h;(n) pro-

18
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duzido sob o neuronio j é dado por
hj(n) = Jij(n)Si(n), (2.1)

onde m é o numero total de neuronios que influencia o neurénio j e J;; sao os pesos
sindpticos entre o neurénio estimulado (j) e os neurdénios de uma camada anterior

(7). O sinal enviado pelo neurdnio estimulado na interagao n é

Si(n) = @;j(hj(n)), (2.2)

onde ¢;(z) é a fungao de ativacdo para o neurdnio j, que pode possuir diversas
formas para respresentar a nao-linearidade do neurénio no modelo. As formas mais

usuais de funcoes de ativacao utilizada neste modelo sao as funcgoes:

1

=—F,a>0;
1 + exp(—ax) ¢

e Fungao Logistica: ¢;(x)
e Funcdao Tangente Hiperbdlica: y;(x) = atanh(bz) , (a,b) > 0.

O sinal vai se propagando camada por camada, até atingir a camada de saida
que fornecera uma resposta para o conjunto de dados de entrada. Em seguida, é
gerado um sinal de erro por um dos neuronios de saida, que se propaga para tras,
camada por camada, através da rede. O sinal de erro enviado pelo neurénio j na

n-ésima interacao (i.e., n-ésimo exemplo de treinamento) é definido por
ej(n) = dj(n) — Sj(n), (23)

onde d;(n) equivale a resposta de saida desejada do neuronio j, na interacao n.

1

A energia do erro para o neurénio j é definida como 563(”)' Desta forma, a

energia total do erro pode ser obtido pela soma em todos os neuronios da camada
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de saida

1
En) =5 > e, (2.4)

jec
com o conjunto C incluindo todos os neuronios da camada de saida da rede. Se
apresentamos N padroes durante o treinamento, a energia média do erro quadrado

é obtida da seguinte forma

1 N
Eed = 7 > Em). (2.5)
n=1

A energia do erro (ou funcdo de custo), é uma funcao de todos os parametros li-
vres (i.e. pesos sindpticos e niveis de bias') da rede. O objetivo do processo de
aprendizagem ¢é ajustar os parametros livres da rede para minimizar F,,.q.

O algoritmo de retropropagacao ird aplicar uma corregao AJ;;(n) ao peso

sindptico J;;, definida pela regra delta:

OF(n)

ij

(2.6)

sendo 1 o parametro de taxa de aprendizagem do algoritmo de retropropagagao.
Utilizando a regra da cadeia, a derivada parcial pode ser escrita em termos das

derivadas parciais com relagao aos outros parametros da rede:

OFE(n) _ O0E(n) Oe;(n) 0Sj(n) Oh;(n)

Este termo determina a direcao de busca no espaco de pesos para o peso J;;.
Utilizando as equagoes (2.1), (2.2), (2.3), (2.4) e (2.6), pode-se obter a se-

guinte expressao para a correcao dos pesos sinapticos:

AJij(n) = 1d;j(n)Si(n), (2.8)

! Bias sao sinais que delimitam o limiar de ativacdo, se assemelhando a sinais vindos de neurénios
ocultos na rede que nao sofrem influéncia de nenhum outro neurénio de uma camada anterior e
que sempre enviam sinal para um neuronio da rede.
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cujo gradiente local d;(n), que aponta para as modificacoes necessdrias nos pesos

sindpticos, é definido como

6;(n) = e;(n)¢}(hj(n)). (2.9)

Das equacoes (2.8) e (2.9), nota-se a importancia do sinal de erro e;(n) no
célculo do ajuste dos pesos sindpticos AJ;;(n) do neurdnio j. Desta forma, pode-se
separar dois casos distintos no calculo do erro, dependendo da camada da rede onde

o neuronio j esta localizado.

CASO 1 - O Neuro6nio j é um né6 de saida
Neste caso existe uma resposta desejada para o neuronio. Consequentemente, o si-
nal de erro associado ao neurénio é calculado através da equagao (2.3) e utilizado

diretamente para calcular o gradiente local através da equagao (2.9).

CASO 2 - O Neuro6nio j é um né6 oculto

Neste caso nao existe uma resposta desejada para o neurdnio. Apesar de que os
neuronios ocultos nao sao acessiveis diretamente, eles compartilham a responsabi-
lidade por qualquer erro cometido na saida da rede. Correspondentemente, o sinal
de erro para o neurénio oculto deve ser determinado de forma recursiva, em termos
dos sinais de erro de todos os neuronios aos quais o neuronio oculto esta direta-
mente conectado. O gradiente local §;(n) para um neurdnio oculto j da rede pode

ser reescrito como

‘ B OFE(n) aSj(n) B _aE(n) e
50 = 55 3 T = 55 ) (2.10)

Apés algumas manipulagdes e recorrendo as equagoes (2.1), (2.2), (2.3), (2.4) e (2.6),
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obtém-se a formula de retropropaga¢ao para o gradiente local d;(n), dado por
8i(n) = @;(hi(m) D Sk(n)Jij(n), (2.11)
k

onde j ¢ um neurénio oculto e £ um neuronio da camada posterior a camada na
qual o neurdnio j estd localizado.

Primeiramente, a correcao dos pesos é realizada nos neuronios de saida,
através da regra delta (Eq. (2.8)), onde o gradiente local §;(n) é dado pela equacao
(2.9), pois as respostas desejadas para o conjunto de treinamento sao conhecidas. Em
seguida, é realizada a corregao dos pesos das camadas anteriores (camadas ocultas),
camada por camada, através do uso da mesma regra. Entretanto, neste segundo
caso o gradiente local é calculado com o uso da equagao (2.11), pois o erro causado
por cada neuronio causa € distribuido entre todos os neuronios de saida da rede.

Um perceptron de miltiplas camadas treinado com o algoritmo de retropro-
pagacao pode ser visto como um meio pratico para realizar um mapeamento ndao-
linear de entrada-saida. Consequentemente, pode ser utilizado para aproximacao de
funcoes. A secao a seguir, apresenta uma aplicacao pratica para este tipo de rede,
onde ¢é resolvido um problema de mapeamento entrada-saida que realiza a estimativa

da permeabilidade em pocgos petroliferos.
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2.2 Estimativa da Permeabilidade de pocos pe-
troliferos

Uma das caracteristicas mais importantes das formacoes rochosas de reservatorios
de hidrocarbonetos é a permeabilidade, que permite a vazao de fluidos no meio
poroso. Um conhecimento detalhado deste parametro geofisico desempenha um
papel importante na tomada de decisao e gerenciamento do processo de produgao
de campos petroliferos. A permeabilidade geralmente é medida no laboratério apds
a testemunhagem do poco ou através de dados de pocos testes. Entretanto, dados
referentes a permeabilidade, sao disponiveis apenas para um conjunto restrito de
pogos de um campo, enquanto a maioria deles possuem apenas seu perfil geofisico
levantado através de uma sonda de perfilagem. No laboratério, rochas trazidas
para a superficie sao mantidas sob mesmas condi¢oes de temperatura e pressao das
encontradas no subsolo, para a medida da permeabilidade. Este é um procedimento
de alto custo, mas necessario que deve ser realizado pelo menos em uma fragao
dos pocos de um campo produtor. Um procedimento alternativo, porém de alto
custo operacional, é realizar a medicao em um poco de teste. Estas limitagoes
tornam o processo inviavel nos casos de campos heterogéneos onde a permeabilidade
muda significadamente entre os diferentes pocos do campo. Adquirir dados precisos
e detalhados da permeabilidade de uma formacao permanece portanto como um
desafio fundamental na drea de engenharia petrolifera.

No entanto, existe uma grande variedade de informagoes adicionais a respeito
da maioria dos pogos que sao obtidas através de sua perfilagem. Uma estratégia uti-
lizada frequentemente é a andlise da regressao para estimar a correlagao entre a
permeabilidade e uma das diversas quantidades obtidas através da sonda de per-
filagem, usualmente a porosidade das rochas. Apesar deste procedimento fornecer

estimativas razoaveis para a permeabilidade em campos homogéneos, ela despreza
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as correlacoes com outras quantidades relevantes e é portanto susceptivel a gran-
des erros em campos heterogéneos. Nos tltimos anos, a utilizacao das redes neurais
artificiais para a estimativa da permeabilidade da formacgao tem demonstrado a capa-
cidade das mesmas em identificar correlagoes entre miltiplas quantidades geofisicas
[12, 13, 14, 15]. As redes neurais artificiais tém sido muito utilizadas em diversos
processos de controle e produgao [16, 17, 18], por ser uma ferramenta de baixo custo

e devido a sua capacidade de aprender, se auto-ajustar e de generalizar.

2.2.1 Estudo da eficiéncia da rede

Para testar a eficiéncia da rede neural desenvolvida para aplicacoes destinadas a
estimar parametros petrofisicos, nés utilizamos como dados de treinamento e teste
um conjunto de parametros disponiveis do campo de Stringtown (West Virginia -
USA) [19]. Estes dados foram originalmente obtidos pelo Departamento de Enge-
nharia de Petroleo e Gas Natural da Universidade de West Virginia e previamente
utilizados para o desenvolvimento e teste de novas arquiteturas de redes neurais
artificiais. Neste campo, o reservatorio se encontra a uma profundidade média de
914.4m com uma espessura da ordem de 15.2m. A ocorréncia de pocos de alta e
baixa produtividade reflete a heterogeneidade da formagao deste campo. Dados re-
ferentes a seis pogos foram utilizados (PH1, TH8, PH9, B19, L13, B18). Entre as
quantidades disponiveis, foram utilizadas o registro da radioatividade natural das
camadas geoldgicas (Gamma Ray), densidade, suas linhas de base e derivadas com
relagcao a profundidade. Apesar de ser uma quantidade que possui grande correlagao
com a permeabilidade, a porosidade das rochas nao foi utilizada como uma variavel
de treinamento. A tabela (2.1) apresenta um conjunto tipico dos dados utilizados.
A estratégia de treinamento consistiu em considerar dados de cinco dos seis
pogos disponiveis para o treinamento da rede, deixando o ultimo para teste da ca-

pacidade de previsao da rede apds o treinamento. Como a distribuicao do nimero
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Profund. | Gamma Ray | Dens. GR Dens. | Permeab.
derivada | derivada

2890 98.072 2.627 | -55.096 -.044 0.2
2891.75 41.322 2.558 | -13.222 -.08 3.3
2893 34.711 2.477 -1.102 -.022 40
2893.5 33.058 2.458 | -3.306 -.034 55
2895 39.669 2.418 5.508 -.028 92
2895.75 42.424 2.381 | -1.102 -.044 80
2896.5 41.873 2.347 -2.204 -.052 84
2898.25 41.322 2.341 0 -.006 123
2898.75 41.873 2.334 2.204 -.012 136
2900 45.73 2.289 5.51 -.014 160
2901 50.689 2.281 3.306 -.014 135
2902 52.342 2.274 2.204 .002 144
2903 55.647 2.284 1.102 .01 124

Tabela 2.1: Parametros geofisicos do poco PH — 9 utilizados no treinamento da
rede neural artifical. As linhas de base para este poco foram GR — Base = 130 e
Dens — Base = 2.71. A produndidade foi utilizada apenas como indice das medidas
e nao foi incluida no treinamento.

de medidas em cada poco e a distribuicao dos valores da permeabilidade nos mes-
mos é acentuadamente nao homogénea, nds fixamos em 6 o nimero de pontos de
cada poco que foi usado no treinamento. Adicionalmete, o conjunto de exemplos
retirados de cada pogo continha os pontos de maior e de menor permeabilidade
obtida para o poco, sendo os outros pontos escolhidos aleatoriamente. Todos os
valores dos parametros foram normalizados para melhorar a convergéncia do tempo
de treinamento da rede.

Nesta etapa de nosso estudo, consideramos uma rede com 3 camadas inter-
mediarias compostas de 5, 5 e 3 neuronios. Esta arquitetura foi a que demonstrou
a melhor eficiéncia para o conjunto de dados disponiveis. A rede foi treinada com
o algoritmo de retropropagacao durante 3500 passos, apds os quais a capacidade de
previsao da mesma foi testada. Este experimento foi repetido 6 vezes considerando

diferentes pocos como teste da eficiencia da rede.
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Figura 2.1: Permeabilidades estimadas e medidas para os pocos B — 18 e B — 19.
Para o poco B — 18, a rede neural utilizada conseque capturar as rdpidas variagoes
da permeabilidade que apresenta valores maiores na regiao intermedidria do reser-
vatorio. Para o poco B — 19 a rede neural utilizada conseque capturar as oscilagoes
da permeabilidade que apresenta valores maiores na regiao mais profunda do reser-
vatorio.

Na figura (2.1), sdo apresentadas duas previsoes representativas da rede neu-
ral desenvolvida. Note que, em geral, a rede consegue prever o perfil de permeabili-
dade dos pocos com uma acuracia relativamente boa, detectando réapidas variagoes
e oscilagoes, apesar de nao utilizar em seu treinamento qualquer medida da porosi-
dade das rochas. Entretanto, algumas destas mudancas bruscas nao sao detectadas
de maneira eficiente, o que pode estar refletindo a auséncia de dados de treinamento
sobre outros parameteros geofisicos fortemente correlacionados a permeabilidade.
Considerando o reduzido conjunto de treinamento, a correlacao entre os dados pre-
vistos e os efetivamente medidos demonstram que esta metodologia pode avancar
para estimativas precisas da permeabilidade.

Para melhor quantificar as correlacoes entre a previsao da rede e os dados
realmente medidos, nds apresentamos na figura (2.2) os valores previstos em fungao
dos valores medidos. Uma correlacao perfeita é representada neste diagrama por

uma linha reta ao longo da diagonal. Note que a maioria dos dados estao localizados
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Figura 2.2: Permeabilidade real medida versus a permeabilidade estimada via rede
neural. A correlacdo entre os dados pode ser visualizada pela tendéncia dos mesmos
ficarem concentrados ao longo da diagonal. Os maiores desvios sao observados para
grandes valores da permeabilidade.

proximos a diagonal, exceto por algumas flutuagoes mais evidentes. O coeficiente
de correlacao obtido para este conjunto de previsoes foi R = 0.90 sendo da mesma

ordem de grandeza das melhores correlagoes obtidas em estudos anteriores [13].

2.2.2 Otimizacao do aprendizado

Apoés o desenvolvimento de um perceptron designado a fazer estimativas da perme-
abilidade a partir de um conjunto de parametros petrofisicos disponiveis de pogos,
buscamos encontrar a melhor arquitetura que otimiza o processo de aprendizado da
rede para uma rede com 2 camadas intermediarias. Para um estudo da arquitetura
que otimizara o processo de aprendizado para a estimativa da permeabilidade, foram
utilizados como dados de treinamento e teste um conjunto de parametros disponiveis

do campo de Ula and Gyda Fields, Central Graben, Norwegian Sector, North Sea
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Prof. Poros. | T. do grao Permeab.

(m) % (mm) Micr. | Macr. | Arg. | Carb. (md)
3401.78 19.6 0.1 4 2 3 2 10
3410.05 19.5 0.1 3 2 3 1 127
3418.34 21.7 0.2 0 1 1 1 2036
3437.3 24.3 0.15 0 1 1 1 1461
3444.22 20 0.15 0 1 1 1 917
3456.95 27.9 0.1 3 1 2 1 933
3474.15 20 0.1 1 1 2 1 140

Tabela 2.2: Parametros geofisicos do poco ‘O’ utilizados no treinamento da rede.
A profundidade foi utilizada apenas como indice das medidas e nao foi incluida no
treinamento.

[19]. Estes dados foram originalmente obtidos pela U.S. Geological Survey. Neste
campo o reservatério se encontra a uma profundidade média de 3775m. Dados
referentes a quinze pogos foram utilizados (A4, B, ..., O). Entre as quantidades dis-
poniveis, foram utilizadas a porosidade, tamanho do grao, microquartz, macroquartz,
argila e carbonato. A porosidade das rochas é uma das quantidades mais importan-
tes, por ser um parametro fortemente correlacionado a permeabilidade da formacao.
A tabela (2.2) apresenta um conjunto tipico dos dados utilizados.

A estratégia de treinamento constituiu em isolar dados de um dos quinze
pogos disponiveis, que servira como teste para a verificacao da previsao da rede, e
utilizar o restante para o treinamento. Como a distribuicao de valores da permea-
bilidade dos pocos é acentuadamente nao homogénea, a maneira ideal de construir
um conjunto de treinamento é através da selecao homogénea dos dados. A figura
(2.3) apresenta um histograma com a distribuicao de valores da permeabilidade, que
mostra a nao homogeneidade dos dados utilizados para o treinamento. Utilizando
esta selecao dos dados, a rede ¢é treinada com todas as faixas possiveis de perme-
abilidade, nao comprometendo a estimativa da rede para determinados valores de
permeabilidade. Todos os valores dos parametros foram normalizados para melhorar

a convergencia do tempo de treinamento.
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Figura 2.3: Histograma com a distribuicao de valores da permeabilidade.

O estudo realizado consistiu em considerar uma rede com duas camadas inter-
medidrias, onde variamos o numero de neuronios das camadas de todas as maneiras
possiveis, considerando um minimo de dois, e um maximo de doze neurénios no total
de neuronios. Para cada caso, o treinamento é repetido 200 vezes, obtendo-se uma
média do erro na estimativa da permeabilidade produzida pela rede para o pogo
separado inicialmente. Este processo é realizado 15 vezes, onde em cada etapa sera
separado um dos pogos. Em seguida, é realizada uma média dos erros médios de
cada poco, que indicara o erro médio produzido por este tipo de arquitetura de rede.

Na figura (2.4) é apresentado o erro médio como fungdo do ndmero de
neuronios para a rede com duas camadas intermediarias e diferentes quantidades
de neuronios, onde foi plotada a configuragao que forneceu o menor erro na estima-
tiva da permeabilidade para cada quantidade de neuronios. Como era de se esperar,

a rede apresenta um erro elevado para poucos de neuronios e um erro menor para
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Figura 2.4: Erro médio na estimativa da permeabilidade para diversas arquitetu-
ras de rede com 2 camadas intermedidrias. Foi plotado somente os pontos cuja a
arquitetura forneceu o menor erro para a estimativa.

redes com mais neuronios, devido a nao linearidade atrelada a correlacao entre as
quantidades envolvidas no treinamento da rede. Na tabela (2.3), sdo apresentadas
as arquiteturas de rede com duas camadas intermediarias que obtiveram as melhores
estimativas para a permeabilidade. E bastante importante ressaltar que estes resul-
tados apresentados sao validos para este conjunto de treinamento, pois para cada
conjunto de treinamento, encontraremos uma arquitetura especifica que fornecerd a
melhor estimativa para a permeabilidade.

Na figura (2.5), sdo apresentadas algumas das previsoes realizadas pela rede
neural desenvolvida, cuja arquitetura obteve o menor erro (9 neuronios, 5 na pri-
meira e 4 na sequnda camada). Da mesma forma que no caso considerado anteri-
ormente, note que, em geral, a rede consegue prever o perfil de permeabilidade dos

pogos com uma acuracia relativamente boa apesar de algumas mudancas bruscas
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Numero total de neurénios | Neuronios na | neurénios na
nas camadas intermediarias 12 camada 2% camada

3 2 1

4 2 2

5 2 3

6 3 3

7 3 4

8 3 5

9 5 4

10 4 6

11 7 4

12 6 6

Tabela 2.3: Numero de Neuronios nas camadas intermedidrias para uma rede com
2 camadas intermediarias que apresentaram menor erro na estimativa da permeabi-

lidade.

nao serem detectadas de forma eficiente. Isto reflete a auséncia de dados de treina-
mento sobre outros parametros geofisicos fortemente correlacionados a permeabili-
dade. Considerando o reduzido conjunto de treinamento, os resultados apresentados
demonstram que esta metodologia pode avancar para estimativas mais precisas da
permeabilidade.

Em resumo, foi desenvolvida uma rede neural artificial de multiplas camadas
para fazer estimativas da permeabilidade da formacao a partir de suas correlagoes
complexas com outras quantidades geofisicas. Neste estudo, foram utilizados dados
disponiveis de pogos dos campos de Stringtown (West Virginia - USA ): onde mostra-
mos a capacidade da rede de realizar previsoes, obtendo uma correlacao significativa
entre os valores estimados e os valores medidos; e Ula and Gyda Fields, Central Gra-
ben, Norwegian Sector, North Sea: onde testamos a capacidade de previsibilidade
da rede realizando um estudo detalhado sobre a melhor arquitetura que poderia ser
utilizada para treinar a rede para este conjunto de dados. A arquitetura encontrada
que fornece o maior correlacao entre os valores previstos e os obtidos através de me-

didas diretas da permeabilidade, foi a rede com 2 camadas intermediarias composta
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Figura 2.5: Grdficos das estimativas da permeabilidade de 4 dos 12 pocos utilizados
para o treinamento da rede.

por 9 neurdnios, onde 5 se encontram na primeira e 4 na segunda camada inter-
mediaria. Estes resultados resultados suportam a adequacao do uso de rede neurais
artificiais como uma ferramenta 1til para a estimativa de parametros petrofisicos
que pode fornecer dados importantes para tomadas de decisoes em processos de
producao na industria de petréleo e gas natural. Para finalizar, pode-se inferir sobre
possiveis melhorias nesta metodologia que possam vir a contribuir para aumentar a
confiabilidade das previsoes derivadas de redes neurais artificiais. Neste sentido, é
fundamental que as principais quantidades que sao mais fortemente correlacionadas
ao parametro a ser estimado sejam utilizadas durante o treinamento, como a poro-
sidade, que foi utilizada neste trabalho. Apesar de nao haver uma regra geral para
escolher a melhor arquitetura, novas regras de aprendizado tém sido recentemente

propostas que podem sistematicamente melhorar a eficiéncia de redes neurais. Um
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deles é uma adaptacao do mecanismo de propagacao reversa que usa apenas o sinal
do gradiente do erro, que é em geral mais eficiente quando muitos dados sao dis-
poniveis para o treinamento. Uma segunda possibilidade é a utilizacao de algoritmos
de aprendizado de mais alta ordem quando poucos dados estao disponiveis. Mais
recentemente um algoritmo de aprendizado baseado em conceitos de criticalidade
auto-organizada foi proposto que, além de ter uma alta eficiéncia, apresenta carac-

teristicas importantes de adaptabilidade a novos conjuntos de treinamento [20, 21].
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Capitulo 3

Modelo de Hopfield

As redes neurais estao contidas numa classe de sistemas que sao compos-
tos por um nimero grande de unidades que interagem entre si e que podem sofrer
uma influéncia do meio externo. Em geral, estes tipos de sistemas possuem um
comportamento que podem gerar fenonemos coletivos complexos como por exem-
plo transicoes de fases, caos, etc. Tendo em vista este tipo de comportamento, a
mecanica estatistica busca através de diversos métodos matematicos e computacio-
nais, explicar com detalhes o comportamento destes sistemas.

Um modelo de rede neural artificial que possui uma grande importancia no
ponto de vista fisico, ¢ o modelo de Hopfield. Este modelo, constituiu um grande
avanco no estudo das RNAs ao associar o processo de memorizacao com o problema
de minimizacao de uma func¢ao energia da rede. Hopfield utilizou a analogia com
sistemas magnéticos cldssicos desordenados [22, 23] proposta por Little [8], onde
os neuronios ativos (+1) representavam spins up e neurdnios inativos (—1) repre-
sentavam spins down, tratando a rede como um sistema magnético com interagoes
de longo alcance onde cada minimo da funcao energia deste sistema corresponde-
ria a um padrao (memoria) armazenado. E importante ressaltar que esta analogia

trata-se somente de uma analogia puramente matematica e que isto nao significa a
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equivaléncia fisica entre os modelos.

No modelo de Hopfield, a unidade central de processamento é o neurénio de
McCulloch-Pitts, onde cada neurénio ¢ ajusta seu estado aleatoriamente e assincro-
namente! (sequencialmente) com o tempo. Em seu modelo, foram impostas algumas
particularidades:

e Cada neuronio se conecta a todos os outros neurdnios da rede, sem haver

realimentacao;
e As conexoes sindpticas sao simétricas, ou seja, J;; = J;; V 1, 7;
e A funcao de ativacao de cada neuronio é nao linear.

O modelo original proposto por Hopfield possui algumas limitagoes, que tem
origem na auséncia de algumas caracteristicas importantes presentes nas redes neu-
rais bioldgicas, tais como: ruido estocastico, diluicao e assimetria nas conexoes
sindpticas, diferentes escalas de tempo presentes nas atividades neuronais (periodos
refratdrios) e outros ingredientes importantes na biologia das redes neurais. Apesar
de suas limitacoes, o modelo de Hopfield é de extrema importancia para o entendi-
mento de certos aspectos do comportamento do cérebro para a criagao de modelos
mais realistas.

O modelo de Hopfield é conhecido como modelo de memdria enderecavel
por contetudo, ou memoria associativa, na qual consiste em determinar os pesos
sinapticos que definem os padroes armazenados como minimos da funcao energia.

O Processamento da rede de Hopfield é dividida em duas etapas distintas:

e A primeira etapa no processamento do modelo de Hopfield é o “treinamento”,

baseado no armazenamento dos padroes na rede. O armazenamento é realizado

LA atualizacio dos sitios pode ser realizada também de forma sincrona (paralela). Apesar de
ambos 0s casos serem interessantes, a atualizagdo assincrona apresenta uma maior semelhanca com
as redes neurais biolégicas.
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através do calculo dos pesos sindpticos utilizando a regra de aprendizagem de

Heeb, onde cada memdria sera codificada como um minimo da funcao energia.

e A segunda etapa é o reconhecimento (recuperagao de um padrao), que ocorre
quando partimos de uma situagao inicial que seja uma versao igual ou parcial
a um dos padroes armazenados na rede. Neste caso, a dinamica ira alterar o
estado da rede que percorrera um caminho no espaco de estados até encontrar
uma configuracao de minima energia que corresponda ao padrao mais préximo

ao fornecido inicialmente.

Na dinamica, o processo de atualizagao é dado pela equacao (1.3), onde o
estado do neuronio é alterado somente se o campo local induzido for maior que seu
limiar de ativacao. Quando as mudancas nos estados dos neurdnios cessam, a rede
atinge um ponto de energia minima (ponto fixo) e permanece 14 indefinidamente. E
importante ressaltar que, mesmo se um neuronio é ativado quando na realidade seu
estado deveria ser inativo, o comportamento coletivo da rede iré corrigir este erro

local e conduzir a rede para um de seus pontos fixos.

3.1 O Problema da Memoria Associativa

A memoria associativa é uma ferramenta bastante utilizada pelo nosso cérebro em
diversas situacoes, por exemplo, quando olhamos a foto de uma paisagem, rapida-
mente associamos essa foto a lembranca de um lugar visitado.

A principal caracteristica da memoria associativa, é a capacidade de recupe-
rar um padrao armazenado na rede mesmo na presenca de erros. Para uma melhor
compreensao, considere o exemplo no qual temos informacoes armazenadas sobre
diversos cientistas. Se iniciarmos o padrao “evolugao”, rapidamente lembramos de
Darwin, e “F = m-a” lembramos de Newton. No entanto, se fornecemos um padrao

parcial, ou corrompido, a rede possui a capacidade de associar a um padrao armaze-
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37 a rede

nado, por exemplo, mesmo o fornecimento de um padrao como “E =m - ¢
pode associar a Einstein.

O problema bésico da memdria associativa [17], consiste em:

“Armazenar um conjunto de p padroes &, tal que, ao apresentarmos um mnovo
padrao §;, a rede responda reproduzindo o padrdo armazenado que mais se assemelha
ao padrao fornecido §;”,
onde os padroes sao indexados pela letra grega p (u=1,2,...,p) e os neurénios da
rede por i (i =1,2,...,N). Os padroes armazenados (££') e o padrao de teste ({;)
podem assumir valores 0 ou 1 em cada sitio ¢, mas podem ser adaptados de maneira
mais conveniente.

Este problema pode ser tratado simplesmente através do armazenamento de
um conjunto de padroes £, e em seguida escrevendo um programa que calcule a

distancia de Hamming (ntimero de bits diferentes entre dois nimeros bindrios)

S A-¢)+a-¢a] (3.1)

)

entre o padrao de teste ({;) e cada um dos padroes armazenados (£), encontrando
qual é o padrao que possui menor distancia e fornecendo como resposta este padrao
armazenado.

Na realidade, queremos observar como a rede de McCulloch-Pitts realiza
este processo, encontrando a matriz do pesos sindpticos J;; que nos forneca a menor
distancia em (3.1). O tratamento basico do problema da memdria associativa foi

realizado por Hopfield que sera descrito na secao seguinte.
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3.2 0O Modelo

Para simplificar os célculos, vamos utilizar 41 para representar o estado de neuronios
ativos e —1 para neuronios inativos. Desta maneira o processo de atualizacao é dado
pela regra deterministica:

+1 se hi(t) >0

Sz'(t—i— 1) = (32)
—1 se h;(t) <0,

que pode ser escrito de maneira mais simples com a utilizagao da funcao sinal:
Si(t+1) = sgn[h;(t)], (3.3)

onde h;(t) é o campo local induzido sobre o neuronio ¢ no instante ¢, possuindo a

seguinte expressao:

N
hi(t) = Z Ji; S (t) — 05, (3.4)
j=1

onde o parametro 6; é o limiar de ativagao do neuronio .

O armazenamento de informagao ¢ realizada nos pesos sinapticos segundo
a regra de aprendizagem de Hebb. Hebb sugeriu que as mudancas nas conexoes
sinapticas sao proporcionais a correlagao entre o disparo dos neuronios pré-sinapticos
e poés-sinapticos. Em outras palavras, se dois neuronios disparam ao mesmo tempo,
suas conexoes tendem a se fortalecer. Se o neuronio ¢ recebe sinal do neurénio j, o

peso desta conexao é modificado da seguinte maneira:
AJZ‘j(t) = )\Si(t)Sj(t), (35)

onde A é uma constante que representa a taza de aprendizagem. A Equagao (3.5)
nos mostra claramente a natureza correlativa de uma sinapse hebbiana.

Considere uma rede com p padroes armazenados, representados pelo vetor

Instituto de Fisica - UFAL



3.2 O Modelo 39

Er= (&85, ... &), com p=1,2,...,p. De acordo com a generalizacao da regra
de aprendizagem de Heeb, o peso sinaptico do neuronio ¢ com o neuronio j é dado

por:

1 p
i =~ g Ji=0, (3.6)

p=1

L

~ ha equacao (3.6) é para simplificar os

onde &' = £1 e o fator multiplicativo
calculos que serao realizados. O fato de J;; = 0, significa que o neuronio nao dispara
um sinal para ele mesmo (sem realimentacao). Hopfield mostrou que com esta regra
sindptica, a equagao (3.3) permitia o armazenamento associativo de padroes desde
que os padroes armazenados possuissem configuracoes aleatorias e nao correlacio-
nadas. Pode-se observar que esta expressao estd de acordo com a idéia original de
Hebb, pois, se dois neuronios enviam sinais iguais quando a rede reconhece um dos
padroes armazenados (i.e. sgn(&) = sgn(£y)), a intensidade da conexao entre estes
neur6nios aumenta de um fator 5 (Ji; = 5 o0, §1€F + &)

Para uma simplificacao dos calculos, iremos adotar 6; = 0, pois o limiar de

ativacao nao é 1til para padroes gerados aleatoriamente. Substituindo o J;; dado

em (3.6), a equagao (3.4) para o campo local assume a forma:

N p
hit) =Y JiSi(t) = % DO s, (3.7)

=1 j=1 p=1
Utilizando a analogia com sistemas magnéticos, podemos notar a semelhanca entre
o termo de campo local induzido sobre o neurdnio i dado pela equacao (3.7) e o
campo exercido sobre um spin numa rede do tipo Ising composta por N spins, cuja
a interacao é de longo alcance. Desta maneira, a funcao energia no modelo de

Hopfield, em analogia com os sistemas magnéticos, é definida como:

1
H(t) = 5 Z JijSi()S;(t) — H™ (1), (3.8)
1]
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o primeiro termo na energia em (3.8), é devido as interagoes entre os neuronios,

1

andlogo as interagoes entre spins nos modelos magnéticos. O fator 3

aparece na
frente do primeiro termo pois a soma é duplicada (pois é realizada sobre todo i e
7). O segundo termo ¢ um termo de campo externo®, que pode ser conveniente para
adicionarmos novos “ingredientes” ao modelo de Hopfield.

A propriedade principal da funcao energia, é que sempre decresce ou per-

manece constante durante a evolug¢ao dinamica do sistema e os pontos de minimo

correspondem aos padroes armazenados (regra de Hebb).

3.2.1 Anadlise da Funcgao Energia

Como iremos demonstrar os principais resultados para o modelo de Hopfield, vamos
considerar o caso onde ha somente interagao entre os neuronios, nao havendo nenhum
termo no hamiltoniano proveniente de campos externos (i.e. H®(t) = 0) e que as
conexOes sindpticas sao simétricas (i.e. J;; = Jj;). Desta forma, a equagdo (3.8)

pode ser reescrita em uma forma alternativa,
H(t) = C(t) = ) Ji;Si(t)S;(0), (3.9)
)

onde a soma agora é realizada sobre todos os pares distintos 75 e o termo i foi
excluido da soma, resultando numa constante C'.

Pode-se demonstrar facilmente que a dinamica (3.3) sempre decresce a energia
do sistema. Apds um passo da dinamica, o novo estado S;(t + 1) é regido pela equagao

(3.3) e sera dado por:

N
Si(t +1) =sgn Z JZ']'Sj(t) . (310)

j=1

Note que, se S;(t +1) = S;(t), a energia permanecera a mesma. Caso o estado seja

2Na realidade, o termo campo externo néo é o mais apropriado para o que iremos tratar adiante.
Este fato serd explicado em detalhes no capitulo 4.
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atualizado, temos S;(t +1) = —S;(t), portanto a diferenca entre a energia anterior e
atual sera:

AH = H(t+1)— H(t) = 25i(t) > _ Ji;S;(t) — 2Jis. (3.11)
J

Da equagao (3.10), pode-se observar que o primeiro termo da equagao (3.11)
¢ negativo e que por defini¢ao, no modelo de Hopfield, o segundo termo J; =0V 7.
Desta maneira, a funcao energia descrita em (3.8) decresce com o tempo se o estado

S; é alterado.

3.2.2 Estabilidade dos Padroes

Utilizando a regra de Heeb, é simples mostrar que os padroes armazenados sao os
pontos de minimos na energia e desta maneira a prépria dinamica conduz o estado
inicial do sistema para o estado referente a um destes padroes.

Considere o caso de uma rede com um tunico padrao armazenado. Partindo

da equac@o (3.8) e do fato que J;; = %{if’j, a energia pode ser escrita como:

2
1 N
=1

E fAcil perceber que o ponto de minimo é dado quando S;(t) = & ou S;(t) = —&; V i.
Ou seja, para uma rede com um tnico padrao armazenado existem dois pontos de
minima energia: o primeiro, é o préprio padrao armazenado (S;(t) = &;) e o segundo
é o estado reverso ou anti-memodria (S;(t) = —¢;). Isto indica que, se partimos de
uma configuracao inicial que corresponda a mais de 50% da configuracao do padrao
armazenado, a rede convergira para este padrao, caso contrario, a rede convergira
para a anti-memoria.

Considere agora o caso de uma rede com p padroes armazenados. A energia
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deste sistema é dada pela soma de (3.12) sobre todos os padroes armazenados:

1 (L . ’
Ht) = =5 2 (Zl s,»@gi) . (3.13)

Se para cada padrao armazenado existem dois estados estdveis (meméria e
anti-memoria), para p padroes teremos 2p configuragoes estaveis que sdo minimos
locais da func¢ao energia.

Vamos agora examinar a estabilidade de um padrao particular. A condicao
de estabilidade é que sgn(hY)=¢! para todo i, onde h? é o campo local induzido
sobre o neurdnio i (Eq. 3.7) para o caso na qual estamos inicializando a rede do
padrao £¥(S;(0) = £). Separando na equagao (3.7) o termo u = v e apds algumas

manipulacoes podemos encontrar a seguinte expressao:

P N
T - D131 (3.14)

pFv  g=1
O primeiro termo é chamado termo de sinal, onde este privilegia o padrao a ser
reconhecido. O segundo termo é chamado termo de ruido, na qual representa a “in-
terferéncia” entre o padrao a ser reconhecido e os padroes armazenados. Se o termo
de ruido for nulo ou muito pequeno, o termo de sinal sera predominante e consequen-
temente os padroes serao estaveis. Se o termo de ruido for grande, comparado com
o termo de sinal, o reconhecimento da rede é desestabilizado surgindo desta maneira
estados meta-estaveis que nao correspondem aos padroes armazenados, chamados

estados espurios.

Estados Espirios

De acordo com o exposto anteriormente, sabe-se que (para poucos padroes armaze-
nados p), a dindmica do sistema possui alguns atratores (minimos locais na energia)

que sao os estados correspondentes aos padroes armazenados &¥. Estes atratores
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sao denominados estados de reconhecimento. Em momento algum, foi mostrado que
a rede possui somente estes atratores, somente mostrou-se que estes estados e seus
inversos sao atratores da rede.

Outros tipos de atratores conhecidos na literatura sao as misturas de estados
E™T  ques sao atratores estdveis que correspondem a combinacoes lineares de um

nimero impar de padroes armazenados [25]. Esta combinagao pode ser escrita como:

m(odd)

g =+ (3.15)

v=1
Todos as combinacoes possiveis de sinais podem ser utilizadas. Para uma simpli-
ficacao, vamos analisar um caso simples, onde qualquer outro caso pode ser entendido

como uma generalizacao deste caso. Considere a seguinte mistura de estados:
G = gl el g (3.16)

Observe que em média, o sitio 7 do estado €™*®possui o mesmo sinal que o sitio i
do estado &1, em 3/4 dos casos; somente se £ e £I'* possuirem sinais opostos ao
sinal de &, o sinal de ™2 ¢ contrdrio. Neste caso, o estado €™®possuird uma
distancia de Hamming N/4 com os estados &M, €M2e &EM3. Isto implica que em
média, temos >, MM = N/2. Para estudarmos a estabilidade do estado (3.16),

podemos escrever o campo local induzido sobre o neuronio ¢ para o caso onde o

estado da rede é uma mistura de estados, da seguinte forma:
R = M g2 €88 4 rido. (3.17)

certamente, a condigdo de estabilidade é vélida para a mistura de estados (3.16),

pois temos que para baixos valores de ruido:

sgn(h) = sgn(€Mf + &2 4 €M 4 ruido) = €M, (3.18)
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esta equagao prova que, para ruidos extremamente baixos (i.e. p < N), os estados
formados pela combinagao linear de m (impar) padroes armazenados na rede sao
pontos fixos numa rede de Hopfield. Como em uma rede de Hopfield, os sitios
assumem somente valores +1, uma combinacao de um nimero par de padroes nao
pode ser visto como um ponto fixo da rede, pois esta combinacao pode possuir sitios
nulos.

Para um ruido mais intenso, os minimos locais nao sao correlacionados com
qualquer numero finito de padroes £!. Estes estados sdo denominados spin glass
states (estado de vidros de spin).

Os pontos fixos da rede que nao equivalem a combinacoes lineares das memorias

armazenadas, apesar de serem minimos locais, sao conhecidos como estados espirios.

3.2.3 Capacidade de Armazenamento

De certa forma, o cérebro humano possui uma capacidade de armazenamento de
informacao limitada devido ao nimero limitado de neuronios. No reconhecimento
de padroes por associacao existe uma quantidade maxima de informacgao que pode
ser armazenada e utilizada de forma eficiente por um individuo. Para quantidades
de informacao maiores que sua capacidade, o cérebro responde de forma indesejada.

A limitagao apresentada nas redes biolégicas, também é apresentada na rede
de Hopfield. Quando o niimero de padroes armazenados é maior que um certo valor
critico, o termo de ruido em (3.14) torna-se grande o suficiente para desestabilizar
os padroes armazenados e a rede nao consegue mais reconhecer nenhum dos padroes
de maneira eficiente.

Para fazer uma analise de como o ntimero de padroes amazenados influencia

na estabilidade da rede, considere a seguinte quantidade

N p
e SN2 (319)

=1 p#v
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Esta quantidade é o termo de ruido em (3.14) multiplicado por —£7. Desta maneira,
se C!' < 0, o termo de ruido tem o mesmo sinal do &/, nao causando efeito na dinamica
da rede, pois o termo de ruido nao altera o sinal de h;. Mas se C/ > 1, o termo de
ruido é dominante e muda o sinal de h;, desestabilizando o padrao v.

A quantidade C} depende da maneira em que os padroes f;f sao armazenados.
Considere o caso de padroes gerados aleatoriamente, assumindo valores §§L =+1ou
f;‘ = —1 com mesma probabilidade, para todos valores de j e u. Desta forma,
os padroes armazenados serao totalmente descorrelacionados, e o termo de ruido
em (3.14) pode ser considerado como uma caminhada aleatéria unidimensional de
N(p — 1) passos, onde cada passo é dado com mesma probabilidade. Segundo o
teorema do limite central [26], quando N(p — 1) tende para o infinito, a varidvel C/
possui distribuicao de probabilidades gaussiana com média zero e variancia o dada
por:

o= (p—1)/N = p/N. (3.20)

Como a variancia do ruido depende linearmente do nimero de padroes ar-
mazenados p, com o aumento do nimero de padroes para N fixo, cresce a variancia
e o termo de ruido pode assumir um valor grande o suficiente para desestabilizar os
padroes armazenados.

O termo de sinal pode assumir valores ;' = +1 ou {/ = —1 com mesma pro-
babilidade, possuindo uma distribuicao de probabilidades com média zero e variancia
unitaria. Define-se como relagao sinal-ruido [17], o quociente da variancia do termo

de sinal pela variancia do termo de ruido:

p= O-Einal/o-zuido ~ N/p (321)

Os padroes armazenados serao estaveis se e somente se, a relagao sinal ruido

(Eq. 3.21) for alta (N > p). Define-se como parametro de carga da rede como sendo

Instituto de Fisica - UFAL



3.2 O Modelo 46

o inverso da relacao sinal-ruido:

a =p/N. (3.22)

A rede de Hopfield apresenta padroes estaveis para valores de o menores que
um dado valor critico . &~ 0.14 [7]. Isto significa que em uma rede com 100 neurdnios
podemos armazenar no maximo 14 padroes sem que haja erros na saidas. Acima
deste valor critico de «, a rede nao reconhece nenhum dos padroes armazenados.

Uma outra quantidade importante no modelo de Hopfield é a superposicao

entre o estado do sistema e o padrao p a ser reconhecido, dada por:

N

1
mu(t) = PRAC) (3.23)

=1

com pu = 1,2, ..., p. Esta quantidade mede a proximidade do estado do sistema com a
memoria &I e é andloga & magnetizagao nos sistemas magnéticos. Ela nos fornece a
fracao de bits iguais entre o estado do sistema e o padrao a ser reconhecido. Quando
a rede reconhece o padrao p = v, temos que m,,(t — o) ~ 1 (o estado final S;(t — o0)
do sistema é igual ou muito préximo do padrao armazenado v) e my,4,(t — o0) = 0
(j& que os padroes sao descorrelacionados). E importante enfatizar que quando o
sistema atinge um ponto fixo (regime estaciondario), os valores das superposi¢oes
permanecem constantes no tempo.

De maneira geral, os principais resultados encontrados no modelo de Hopfield

Sao:

e A rede possui uma 6tima performace na recuperacao dos padroes para uma
quantidade especifica de neurdnios e de padroes armazenados na rede, dados
pela relagdo o = p/N < 0.14. Com o aumento do nimero de padrdes armaze-
nados para um numero fixo de neuronios, a rede passa a nao reconhecer mais

nenhum dos padroes armazenados apés um valor critico (a > 0.14);
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Os padroes armazenados e seus inversos sao pontos fixos estaveis;

e A transicao entre as fases de reconhecimento e nao-reconhecimento dos padroes

¢ uma transicao de primeira ordem (descontinua);

e Para pequenos valores de «, surgem estados espurios que possuem super-
posicao finita com diversos padroes e correspondem a misturas de diversos

padroes armazenados na rede.

e Existem atratores no modelo para grandes valores de o que nao possuem
superposicao finita com nenhum dos padroes armazenados. Estes atratores sao

os estados de spin glass, semelhantes aos encontrados nos sistemas magnéticos.

3.3 Termodinamica do Modelo

Utilizando a teoria de campo médio para vidros de spins, Amit et al. [29] apresen-
taram pela primeira vez, um diagrama de fase para o modelo utilizando uma apro-
ximagao de réplicas simétricas (RS). Em particular, eles encontraram a capacidade
de armazenamento o ~ 0.1379 (T = 0). Em suas simulagoes, encontraram uma
discrepancia com valor da aproximagao de réplicas simétricas (o™ = 0.145+0.009),
onde atribuiram esta discrepancia aos efeitos da quebra na simetria de réplica (RSB).

Um estudo posterior realizado por Crisanti et al. [31], aplicando 1-passo da quebra

1RSB

. ~ (.144, mostrando que estados

na simetria de réplica (1RSB), encontraram «
de reconhecimento cujo 0.138 < a, < 0.144 s6 existem com quebra na simetria de
réplica. Este resultado é préximo ao encontrado em simulacoes anteriores, que foi
confirmado posteriormente através das investigacoes numéricas de Horner et al. [32],

sim
c

que obtiveram o™ = 0.145540.001. Simulagoes em larga escala (~ 10° Neuronios)
realizadas posteriormente por Kohring [33], forneceram o™ = 0.143 + 0.001. No

entanto, apesar destas pequenas diferencas, todos os resultados tedricos [29, 31] e
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numéricos [29, 32, 33| apresentam uma boa concordancia. Em outro trabalho, Stef-
fan e Kiihn [34], realizaram a 1RSB e 2RSB-analise e encontraram o}%58 ~ 0.138186

o258 ~ (0.138187, que sao valores maiores que af*® ~ 137905 e significadamente

e
menores que os resultados encontrados nas simulagoes anteriores [29, 32, 33]. Em
contribui¢bes um pouco mais recentes, Stiefvater et al.[35], realizaram um estudo da
desordem utilizando uma analise de tamanho finito para a estimativa da capacidade
de armazenamento a,. do modelo de Hopfield, obtendo o™ = 0.141 4 0.0015.

Neste trabalho, vamos realizar um estudo analitico do modelo de Hopfield,
seguindo uma derivagao heuristica para a superposicao do estado do sistema com um
dado padrao da rede, que foi desenvolvido por Geszti [27] e Perreto [28], este tiltimo
no estudo de modelos Hebbianos assimétricos. Esta derivagao consiste num meio
alternativo para se desenvolver o formalismo do modelo de Hopfield. Um método
mais formal, utilizando diretamente as vérias ferramentas da mecéanica estatistica,
pode ser encontrado em detalhes nos trabalhos de Amit, Guifreund e Sompolinsky
[11, 29].

Devido a analogia com sistemas magnéticos proposta por Little descrita no
capitulo anterior, vamos utilizar as ferramentas da mecanica estatistica para estudar
o comportamento do modelo de Hopfield. Nesta analogia, os neuronios da rede sao
vistos como spins e as interagoes entre os neuronios como acoplamentos magnéticos.

Uma descricao simples da rede consiste em um conjunto de spins do tipo
Ising representados pela variavel S; em cada sitio ¢, podendo assumir valores +1.
Cada spin situado no sitio ¢ é influenciado por um campo local h;. Este campo local
consiste em um campo externo h¢* e um campo interno k™, devido A presenga dos
outros spins da rede. No modelo original proposto por Hopfield, temos que h{** = 0,
de tal forma que o campo sobre o sitio ¢ tem a mesma forma da equagao (3.7).

De modo geral, o problema basico é estudar o comportamento de uma rede

com muitos spins interagentes. A evolucao de cada sitio ¢ depende do campo local
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t)y=> ; JijSj(t) que envolve varidveis S;(t) que flutuam. Este problema pode ser
simplificado (aproximado) utilizando a técnica de aprozimagao de campo médio, que
consiste na mudanca da varidvel que flutua S;(t) pelo seu valor médio. Tal mudanca
vai refletir diretamente no valor médio do campo local de cada neuronio h;(t), dado

pela equacao;

(hat)) = Jij (S;(1) - (3.24)

O valor médio de S;(t + 1) pode ser obtido da equagao (1.5) para a distribuicao de
probabilidades P(S;(t))

(Sit+1)) = P(Si(t)S(t) = tanh (B (ha(t))) (3.25)
que com a substitui¢cdo do campo local (h;(t)) ganha a forma

<Sz(t + 1)) = tanh (ﬁ Z JZJ<S](15)>> . (326)

Substituindo a equagao (3.6) para os pesos sindpticos J;; em (3.26), o valor médio

da variavel de estado é dado por:

(S;(t+1)) = tanh ( Z zp:g‘g“ ) (3.27)

Utilizando a aproximacgao de campo médio podemos escrever a habilidade de reco-

nhecimento da rede, dada pela equagao (3.23), como:

N P
= % Z &/ tanh (ﬂ Z mu(t)ff) . (3.28)
=1 p=1

Considere o caso na qual o padrao a ser reconhecido é o padrao pu = 1,

ou seja, estamos inicializando a rede com o estado referente ao primeiro padrao
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armazenado. Neste caso, o termo que envolve my(t) em (3.28) é um termo relevante
que serd tratado como um termo de sinal. Os outros termos no somatorio serao
pequenos, podendo ser tratados como um ruido que tenta desestabilizar o padrao
a ser reconhecido. A superposicao do estado da rede com o padrao p = 1 serd a
quantidade macroscépica que estamos interessados em calcular, dada pela seguinte

expressao:

N p
my(t+1) = % Z tanh [ﬁ (ml(t) + & Z mu(t)fl“)] , (3.29)
i=1

p#l

onde retiramos do argumento da tangente o termo &. Assumindo que m,,(t) < 1
para i # 1, o segundo termo da tangente hiperbélica na equagao (3.29) sao variaveis
aleatdrias independentes com média zero e variancia dada pela soma das variancias
de cada termo. Segundo o teorema do limite central, sabemos que a variavel aleatéria

Yit) = & Dby myu(H)E] possui uma distribuicao de probabilidades Gaussiana:

1 (T - 1)>

P(%(t)):\/Z_Tt(t)e SECI (3.30)

onde ¥(t) é o valor médio que é nulo e o?(t) a variancia. Podemos reescrever a

equagao para a superposicao mq(t+ 1) na seguinte forma:

mit+1) = / P (:(t) tanth [B (ma(6) + 74(6))] i),

o0

1 A0
e = \/2_Tt(t)/ e 7@ tanh [§ (my(t) + ()] dyiH).  (3.31)

Fazendo a transformacao z = %, a equagao para mq(t+ 1) torna-se:

mi(t+1) = /OO e 27 tanh (B (mi(t) + o(t)z)] dz, (3.32)

o0

vl
3
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onde,

= (v2(1)) = < >, Zmu<t>mw<t>fé‘fé"> + <me<t>>. (3.33)

K #Ep,1 pF#l p#l

Note que o primeiro termo na equagao para a variancia é nulo ja que as variaveis que
4 ~ 7 . Ve . .
aparecem no somatorio (£, &) sao varaveis aleatérias independentes e que podem

assumir os valores 1 com mesma probabilidade. Desta forma, temos que

1) =Y m (). (3.34)

p#l

Para determinar a variancia, devemos calcular a superposicao do estado do
sistema com os padroes nao correlacionados m,(t). Usando a equacao (3.28) e se-
parando os termos com i = 1 e ;4 = v do somatoério, obtemos a seguinte expressao

para m,(t):

, _
J(t+1) Zg tanh [ (ml(t)gj + ) munel +my(t)§§> (3.35)

p#ELY

J(t+1) Zg ¢l tanh[ (ml(t) + ) muEre! + my e ] . (3.36)

pu#LY
Como a configuracao da rede esta sendo inicializada do padrao u = 1, temos que
m,(t) — 0. Deste modo, o terceiro termo no argumento da tangente hiperbdlica é
desprezivel comparado aos demais, de tal forma que podemos expandir a tangente

hiperbdlica até primeira ordem com relagao a este termo, resultando:

N p
m,(t+1) =~ %Z €7¢! tanh [ (ml(t) + Z mu(t)§f§}> (3.37)
#1v
| ' p
v > e {1 — tanh® [ﬁ <m1<t> + Y mu(t>§£‘€3>] }m, (€&
i=1 pn#lLy
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ou ainda,

WE

my(t+1) ~

£/¢; tanh [ﬁ <m1(t) + ) muEE )

(3.38)
p#ELY

p
{1 — tanh’ [ﬁ <m1<t> + > mu(w&é‘é}) }mym.
1 pn#ly

no termo de segunda ordem da expansao, vamos definir um parametro que é dado

1

7

Zle =~

)

por
N p
— %Ztath [ﬁ <m1(t) + Z mu(t)gg‘gz?)] : (3.39)
=1 u#ly

Desta maneira, equagao (3.39) pode ser reescrita de uma forma mais compacta,

+ ﬁmu(t) - ﬁ(hmz/(t)

p
y(t+1) 25 ¢! tanh [ (ml(t) + Z mu(t)ff@l)

p#LY

(3.40)
Até este ponto, as equagoes descrevem a dinamica do sistema, pois todos os para-
metros sao escritos como funcao do tempo. Um desenvolvimento analitico exato, ao
longo desta linha, é uma tarefa bastante dificil de ser implementada. Neste ponto,
faremos uma aproximacao de modo a tornar o problema matematicamente tratavel.
Como estamos interessados em estudar o modelo de Hopfield no equilibrio, vamos
considerar que no regime de tempos longos as equagoes que descrevem a dinamica
do sistema tendem para equagoes de ponto fixo, ou seja, para o regime estacionario

(i.e. my(t+1) =my,(t) = m,). Desta maneira podemos reescrever (3.40) como:

my, ~ T30 = a)] Zf ¢! tanh [ <m1 + Z mﬁf{})] : (3.41)

u#LY

A Equagao (3.39) que define o parametro ¢, é semelhante a expressao encontrada

anteriormente para o parametro de ordem m. Desta forma, o mesmo procedimento
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realizado no célculo do my (3.32) pode ser usado para calcular o parametro ¢, re-

sultando em

2

1 R
= — e 2% tanh? [8 (my + 02)] dz, 3.42
n=—o=/_ 18 (my + 02)] (3.42)

onde a variancia ¢ dada por:

o = Z m,>. (3.43)

p#ELY

Para tornar o tratamento auto-consistente, vamos definir a seguinte quantidade:
r= E Z m,? (3.44)
a o '

que pode ser identificada como a superposicao quadratica média do estado do sistema
com os p — 1 padroes restantes. Da definicao acima o parametro r esta relacionado

com a variancia pela seguinte expressao:
o’ = ar. (3.45)

Substituindo o ¢ na equagao do parametro ¢ (3.42), podemos reescrevé-la como:

2

g1 = \/%—W /_OO ¢~ 2% tanh? [ﬁ (m1 + ﬁz)] dz. (3.46)

Agora, queremos encontrar a expressao para r. Elevando a equagao para m,, (3.41)

ao quadrado, temos:

1 2 N N
2o~ | — | N2 vevelel 3.47
m [1—5(1—611)] ;;éé}é@x | )
tanh [ﬁ (ml + Z muffle)] X tanh [ﬁ <m1 + Z muéj‘é})] )
p#Ly u#lv

Realizando a soma sobre v # 1, restard no somatério apenas os termos com i = j,
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resultando em

1 2 N

2 -2 2 [l

m,” ~ ——F— | N tanh® | 3 | my + m, & E; . (3.48

2 ;L—W—qn] 2 [ ( 2" o
v v = u#ly

A expressao que envolve o somatério em i é exatamente o parametro ¢; dado em

(3.39). Deste modo, temos que:

St =3 (5] & (349

v#1 v#1

Substituido a equagao (3.49) na expressao para r (3.44), obtem-se:

oY [ &

v#1

o p-l

N N1-8(1-q)
p—1 qQ

r= , (3.50)
P 1=801-q)
que no limite p — oo e N — oo, com a = £ finito, temos que:
q1
r= . (3.51)
[1-8(1—aq)

As equagoes (3.32), (3.51) e (3.46) formam um conjunto de equagoes acopla-
das que podem ser resolvidas simultaneamente para m = my, r = r(q) e ¢ = ¢

como funcao dos parametros a e T

2

\/% /OO ¢~3% tanh [ﬁ (m + MZ)] dz.
T J—-00
q

LT n-s0-gP o

2

q = \/%_ﬂ/_oo e~2% tanh® [ﬁ (m—l— \/JZ)} dz,
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0.14 0.16

o
Figura 3.1: Diagrama de fase T X «, semelhante ao obtido por Amit et al.[11]. A

regigo em verde (M+SGQG) € a regiao onde a rede reconhece os padrées armazenados.
O ponto em vermelho representa o local onde se encontra o ponto tri-critico.

onde m mede a superposi¢ao do sistema com o padrao a ser reconhecido, o parametro
r, conhecido como parametro AGS (Amit, Gutfreund, Sompolinsky), sendo este
associado com a média do quadrado da superposicao do sistema com os outros
padroes e q é o parametro de ordem de Edward-Anderson [23], relacionado com os
estados de vidros de spins.

E importante ressaltar que estas equagoes (3.52) sdo idénticas as obtidas
por Amit et al [25, 29] através da termodinamica de equilibrio (aproximagao de
réplicas simétricas) e nao descrevem a dindmica do sistema. Estas equagoes podem
ser resolvidas numericamente.

Inicialmente, vamos estudar analiticamente o modelo na presenca de um ruido
para em seguida analisar analiticamente e numericamente o modelo sob 7" = 0.

Na Figura (3.1) apresentamos o diagrama de fase 7' x «, semelhante ao obtido
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por Amit et al. [29]. Neste diagrama, apresentamos as duas curvas mais importantes
que mostra o comportamento das solucoes de ponto fixo para o modelo de Hopfield.
A linha T}, separa duas regioes com nivel de mais alto ruido, através de uma transicao
de fase de sequnda ordem (i.e. continua). A primeira regiao (P), que equivale a
fase paramagnética em sistemas magnéticos, é onde as equacoes de campo médio
do modelo de Hopfield nao possuem solucoes diferentes da solucao trivial para os
parametros ¢ e m (i.e. m = ¢ = 0). A segunda regido (SG), apresenta muitos
estados estaveis, que equivalem a fase de vidro de spin em modelos magnéticos, mas
nao sao correlacionados com nenhum dos padroes &€, de tal maneira que as solugoes
de ponto fixo sao do tipom =0e g # 0.

Podemos encontrar uma expressao analitica para a temperatura de transicao
T, entre a fase de vidro de spin e a fase paramagnética. Assumindo m = 0 e
expandindo a expressao (3.52) para ¢ — 0, ap6s considerar somente os termos de

mais baixa ordem em ¢, obtemos:

Geaq
q~ Flar = ) (3.53)
! (1 - ﬁg)Q
que resulta em
T,=1+ o (3.54)

Para ruidos mais baixos (T" < T,), a solugao g # 0 é sempre valida e encontramos
outra curva muito importante que separa duas outras fases presentes no modelo.
A linha T);, separa através de uma transigao de fase de primeira ordem (i.e. des-
continua) a regiao de reconhecimento (M+4SGQG), que pode ser vista como a fase
ferromagnética nos sistemas magnéticos, e a regiao de nao-reconhecimento, onde
o sistema apresenta somente a solugao trivial para o parametro de ordem m (i.e.
m = 0). E de extrema importancia ressaltar, que na regiao 1" < T);, a rede ainda

apresenta uma fase de vidro de spin, que pode ou nao ser mais estavel que a fase de
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Figura 3.2: Valor dos parametro de ordem q e m versus o ruido T para (a) o = 0
e (b) o = 0.05. Para o = 0, a transicdo de fase para ¢ e m € de sequnda ordem,
enquanto para outros valores de o, a transicao em m € de primeira ordem.

reconhecimento [24, 36].

Vamos estudar o caso limite onde ha apenas um numero finito de padroes
armazenados na rede (i.e. a = 0). Para este caso, a equac¢do para m em (3.52),
assume a seguinte forma:

m = tanh(Sm). (3.55)

Analizando a Equagao (3.55), observamos que o sistema apresenta uma transigao de
fase de sequnda ordem (continua) em 7' = 1. Desta forma, o ponto («,T) = (0,1)
no diagrama de fase, representa um ponto tri-critico para a transicao em m. Na
Figura (3.2), apresentamos o grafico de m e ¢ versus 1" para diferentes valores do
parametro «, mostrando claramente a natureza da transicao de fase para cada valor

de a.

3.3.1 O Caso Deterministico (7' = 0)

Outro caso limite importante, onde realizamos um estudo analitico e numérico, é

o caso T = 0. Para auxiliar no célculo das integrais em (3.52) no limite 7" — 0,
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considere as seguintes identidades:

dz

\/?6_22/2 {1 — tanh® [8 (az + b)]} = gie_b2/2a2 (3.56)
s

maf

/ jz—ezz/ ?tanh [3 (az 4 b)] = erf (

27

%) (3.57)

onde erf(x) é a fungao erro definida como:

erf(z) = % /Ow e du (3.58)

No limite deterministico (8 — co), pode-se observar que tanh?(3x) — 1 e conse-
quentemente ¢ — 1, mas a quantidade C' = (1 — ¢) permanece finita. Utilizando

as identidades (3.56) e (3.57), podemos reescrever o conjunto de equagoes (3.52) na

m
m = erf( )
2ar

ro o= ﬁ (3.59)

2 2
0 = /2 exp (_i).
Tor 2ar

Fazendo a mudanca y = m/+v/2ar em (3.59), obtemos a seguinte equagao transcen-

forma:

dental que pode ser resolvida numericamente:

erf (y) =y (x/ﬂ + %e—y2> . (3.60)

Estamos interessados na regiao onde as solugoes nao triviais (i.e. my # 0) da
equacao (3.60) desaparecem, ou seja, o valor critico de « a partir do qual a rede nao

reconhece mais os padroes armazenados. Utilizando métodos numéricos obtivemos
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Figura 3.3: Grdfico de m X « analitico que foi obtido a partir da equagdo (3.60).

com uma excelente precisao o resultado obtido por Hopfield

a, ~ 0.13790. (3.61)

Na Figura (3.3) plotamos a superposi¢ao m X o a T = 0. A linha cheia foi
obtida através da resolucao direta da equacao (3.60). A linha tracejada representa
a descontinuidade caracteristica de uma transicao de fase de primeira ordem em
a. ~ 0.138. Na transicao, o valor do m é da ordem de 0.96797, que corresponde ao
fato de aproximadamente 98, 5% dos bits estarem alinhados com os bits do padrao a
ser reconhecido. Isto significa que préximo da transi¢ao o sistema nao converge para
o centro da bacia atratora, de modo que nao consegue reconstituir integralmente este
padrao, apesar de ainda ser capaz de reconhecer o padrao com um pequeno ruido.

Para a > a, o sistema nao reconhece os padroes armazenados, possuindo desta
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forma, uma superposicao m nula.

Simulagoes Numéricas

O emprego das ferramentas computacionais para a analise do comportamento di-
namico de sistemas complexos é de grande importancia, ja que os resultados das
simulag¢oes podem ser considerados como verdadeiros experimentos. Ao longo dos
anos, novas técnicas foram sendo desenvolvidas, aumentando a eficiéncia dos algorit-
mos computacionais e diminuindo o tempo de processamento, que em muitos casos
¢ consideravelmente longo. Uma técnica bastante interessante, utilizada para as si-
mulagoes que serao apresentadas neste trabalho, é a técnica multi-spin coding. Esta
técnica foi desenvolvida para a criacao de algoritmos cujo problema é descrito por
variaveis Booleanas (variaveis independentes que possuam apenas dois estados). No
Apéndice A apresentamos em detalhes esta técnica utilizada. Para aqueles interessa-
dos, uma descrigao mais completa pode ser encontrada no livro Computing Boolean
Statistical Models [30]. A andlise principal das simulagoes serd voltada para o estudo
de uma questao de extrema importancia, o valor da capacidade de armazenamento
a. do modelo de Hopfield, baseando-se principalmente nas idéias do trabalho de
Stiefvater et al.[35].

Através da analise das simulacOes realizadas, observa-se que o modelo cla-
ramente apresenta uma transicao de fase descontinua entre os estados de reconhe-
cimento e nao-reconhecimento (Figura 3.4), apresentando uma assinatura clara do
efeito do tamanho finito da rede (Figura 3.5). Utilizando um padréo puro como
estado de inicializagdo da rede, a dinamica (Eq. 3.3) conduzird o estado da rede
para um estado com superposigao my com o padrao de inicializa¢ao. Para sistemas
suficientemente grandes com N sitios, a distribuicao de superposicoes apresenta uma
estrutura com 2 picos, um concentrado em m]f ~ (.3 e outro proximo de m; ~ (.98,

com um claro gap entre os dois picos. Observamos que, para a < a,, se aumenta-
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Figura 3.4: Grdfico m x a para N = 32000. A linha verde € o resultado obtido pela
aprorimacao de campo médio e 0s pontos foram obtidos pelas simulagoes numéricas.
As médias para o cdlculo do parametro de ordem m foram feitas sobre 100 amostras.
Para este tamanho de rede, nota-se que a simulagao computacional apresenta uma
boa concordancia com o resultado analitico.

mos N, uma grande parte da distribuicao dos valores tendem para o pico m?, no
entanto, para a > a,., a concentragao tende para o pico m?. Considere f como
sendo a fragao de estados cuja dinamica leva para uma configuracao que se encontra

no pico m?, esta frac@o escala com N, seguindo a relacao [35, 36]:
(In(f)) ox (v — axe) N. (3.62)

A partir da equacdo (3.62), nota-se que para o = «, a quantidade (In(f)) é in-

variante por escala. Para realizar uma anédlise de escala, foram simulados sistemas
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Figura 3.5: Histograma da distribuicao final da superposicao m para N = 1024
em (a) a = 0.13672, (b) a = 0.15234 ¢ para N = 4096 em (c) o = 0.13672, (d)
a = 0.15234.

com tamanhos entre N = 2048 e N = 8192, para uma regiao de valores de a que
engloba pontos antes e apds a transicao, sempre utilizando 100 padroes de inicia-
lizagao para calcular f. Sobre os resultados, foram realizadas 200 médias sobre os
conjuntos de padroes para o célculo de (In(f)). Para os tamanhos de rede estuda-
dos, a interseccao entre as curvas (Figura 3.6) nao sao dadas no mesmo ponto, mas
em uma sequéencia de valores ay s entre o ~ 0.139 e o ~ 0.140, onde para altos
valores de N e N', temos que ay n+ deverd convergir para a.. Como a regiao onde
as curvas (interpolagao) se interceptam é estreita, utilizamos uma maneira simples

para a estimativa do ponto critico, que consiste basicamente numa interpolacao do
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Figura 3.6: Interpolagio do tipo Spline para (In(f)) X a = p/N, para diversos
tamanhos de rede. O wvalor estimado a partir destas curvas para o ponto critico foi
as™ = ().1400 + 0.0002.

tipo spline ctibica para os pontos obtidos para cada tamanho de rede e em seguida
realizando a média dos valores de a para os pontos de intersec¢ao. Utilizando este
procedimento, encontramos o™ = 0.1400 £ 0.0002.

Este resultado, reduz significativamente a discrepancia encontrada entre as
simulagdes anteriores[29, 32, 33, 35] e os resultados analiticos para 1RSB e 2RSB
do trabalho realizado por Steffan e Kihn[34].

Apesar de possuir mecanismos dificeis de serem justificados do ponto de
vista bioldgico, o modelo de Hopfield foi fundamental como ponto de partida na
busca de modelos mais realistas. Na secao seguinte vamos descrever algumas dessas

importantes contribuicoes que foram incorporadas ao modelo.
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3.4 Novos ingredientes biolégicos

Nas duas tultimas décadas, muitas caracteristicas bioldgicas foram incorporadas ao
modelo de Hopfield, buscando uma maior aproximacao com as redes neurais re-
ais. Por exemplo, os processos estocasticos envolvidos na transmissao de sinais,
assimetria nas conexoes sinapticas, diluicao, escalas de tempo biolégicas, interagoes
multi-sinapticas, estimulo permanente, entre outros fatores que influenciam no com-
portamento da rede .

Um dos modelos precursores nesta linha foi desenvolvido em 1985 por Amit et
al [11, 25]. Eles propuseram uma generaliza¢ao do modelo de Hopfield incluindo nele
os diferentes processos estocasticos (aleatérios) envolvidos na transmissao de sinais.
Desta forma, a dinamica deterministica foi substituida por uma dinamica estocastica
e utilizando a analogia com os modelos magnéticos, estudaram a termodinamica do
Modelo de Hopfield.

Um outro modelo, para o qual a dinamica foi resolvida exatamente, foi es-
tudado por B. Derrida, E. Gardner e A. Zippelius [37]. Este modelo foi motivado
pelo fato de que nas redes neurais bioldgicas cada neuronio estd conectado a apro-
ximadamente 10 outros neuronios, um ntimero muito menor que o nimero total de
neuronios da rede (aproximadamente 10'* neuronios). Eles introduziram assimetria
e diluicao nas sinapses e encontraram um novo valor critico para «, que é bem su-
perior ao modelo original (. =~ 0.637). Eles encontraram que, diferentemente do
modelo de Hopfield sem diluicao, a transicao para a fase de nao reconhecimento é
continua (transi¢ao de sequnda ordem). Resultados numéricos do modelo diluido
e assimétrico foram obtidos por Arenzon e Lemke [38] com excelente concordancia
com os resultados analiticos.

Um outro elemento importante na modelagem das redes neurais biologicas
sao escalas de tempo durante a transmissao dos sinais. Quando um sinal se pro-

paga ao longo do axonio, bloqueia a possibilidade de transmissao de um segundo
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sinal durante um certo intervalo de tempo. Duas escalas podem ser identificadas
na comunicagao entre os neurénios. Uma delas é o ciclo temporal (= 2ms), que é o
intervalo de tempo desde a emissao de um sinal pelo neurénio pré-sinaptico até este
sinal ser integrado no soma do neurénio pds-sinaptico. A outra escala estd associada
ao intervalo de tempo entre dois disparos consecutivos pelo mesmo neuronio. Este
tempo esta associado com a recomposi¢ao do potencial da membrana celular e é co-
nhecido por Periodos Refratdrios. Em trabalhos recentes, C. R. da Silva et al [39, 40]
estudaram analiticamente e através de simulacoes numéricas, como as propriedades
do modelo de Hopfield sao afetadas quando os periodos refratarios sao introduzidos
na dinamica da rede. O principal resultado é que o parametro que simula os periodos
refratarios, induz no sistema o surgimento de atratores caodticos e periédicos. Agora,
diferentemente dos pontos fixos (pouco realista) do modelo de Hopfield, o sistema
reconhece os padroes armazenados também em regimes periddicos com ciclos finitos.
Ou seja, a dinamica leva o sistema para a bacia atratora do padrao a ser reconhe-
cido e a superposicao macroscépica com esse padrao fica oscilando com o valor de
m préximo de 1 (m ~ 1).

Outro elemento importante que pode ser introduzido no modelo de Hopfield
é o que chamamos de FEstimulo Persistente. Este novo elemento foi estudado re-
centemente por Sobral et al [41] em modelos diluidos e assimétricos. A idealizacao
é estimular persistentemente um dado padrao e estudar o efeito deste estimulo nas
propriedades de reconhecimento e armazenamento da rede. O parametro que simula
o estimulo persistente, desempenha um papel similar ao de um campo externo nos
modelos magnéticos. A contribui¢ao original proposta através deste trabalho, serd
na analise do efeito causado sobre as propriedades de reconhecimento e armazena-
mento do modelo de Hopfield, ao introduzir o estimulo persistente na dinamica da
rede. A analise e os resultados analiticos e numéricos originados deste estudo farao

parte desta tese e sera apresentado em detalhes no préoximo capitulo.
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Capitulo 4

Modelo de Hopfield com Estimulo

Persistente

Do ponto de vista biolégico, um elemento de grande interesse no estudo
das redes neurais sao os estimulos externos [42, 43, 44, 45, 46]. Biologicamente,
sempre que um estimulo alcanca nossa consciéncia, seja através de uma imagem,
som, ou sensacao, um conjunto de neurénios é ativado, estimulando ou inibindo
uns aos outros, de modo a formar um determinado estado consciente (ou padrao
da rede). Com o fim do estimulo, os neurénios que participaram da formagao deste
padrao podem ou nao retomar a seu estado original. Se o estimulo responsavel pela
formagao de um dado padrao for continuo (persistente), o conjunto de neurdnios
ativados tende a fortalecer suas interagoes, aumentando a eficiéncia deste estado em
resposta ao estimulo.

Ao longo dos anos, diversas propostas contendo novos modelos de estimulos
tém sido apresentadas. Os primeiros trabalhos seguindo esta linha foram os traba-
lhos de Amit et al[11, 25, 29], que analisava o modelo de Hopfield na presenga de
campos estaticos que podiam atuar privilegiando diversos padroes armazenados na

rede, na auséncia de ruido térmico (7' = 0). Para o caso onde o estimulo aplicado
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privilegiava apenas um unico padrao, eles mostraram que este campo aumenta a
capacidade de armazenamento, enquanto para o caso onde o campo privilegia varios
padrdes, o campo eleva o nivel de ruido do sistema, prejudicando a eficiéncia da rede
para um numero elevado de padroes estimulados.

Neste capitulo vamos tratar o modelo de Hopfield quando introduzimos na
dindmica um parametro que simula o efeito de um estimulo persistente que privile-
gia determinado padrao da rede. Para uma melhor compreensao do que seria este
parametro, considere o caso na qual temos um conjunto de p imagens (padroes)
contidas em um papel, onde olhamos para cada uma delas separadamente e tenta-
mos memoriza-las. Esta primeira etapa seria o armazenamento dos padroes na rede
neural. Agora, fornecemos um novo padrao (teste), que pode ou nao, ser uma das
imagens armazenadas, para que seja associada a um dos p padroes armazenados (re-
conhecimento por associa¢ao). Nosso cérebro ird associar corretamente este padrao
teste a um dos padroes armazenados se o nimero de padroes nao for muito grande,
pois nossa capacidade de reconhecimento, assim como nas redes neurais artificiais, é
limitada (o cérebro nao consegue distinguir estes padroes quando p é muito grande).
Uma maneira de associar o padrao teste a um dos padroes armazenados, mesmo
quando o nimero de padroes é muito grande, é através de um estimulo constante,
por exemplo, “fixando o olhar” no padrao armazenado que queremos reconhecer.
Isto fard com que o nosso cérebro, estimulado persistentemente, relembre do padrao
teste, aumentando a capacidade de armazenamento da rede neural.

Com este propésito, vamos introduzir na dinamica do modelo de Hopfield
um parametro que simula este efeito, de modo a regular a intensidade do estimulo
sobre o padrao a ser reconhecido. Ou seja, podemos regular o quao intenso estamos
olhando para este padrao armazenado. Para levar em conta o efeito do estimulo
persistente na dinamica da rede, adicionamos ao campo local um termo que atua

como um campo externo sobre o padrao de reconhecimento. Vamos considerar que
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o padrao a ser reconhecido é o padrao v. O campo externo que simula o estimulo
persistente ¢ dado por:

h (t) = homy, ()EF (4.1)

7

onde &/ ¢é o padrao estimulado, m,(t) é a superposi¢ao entre o estado do sistema e
o padrao estimulado no instante t e hg é o parametro que controla a amplitude do
estimulo. Como consideramos o campo local do estimulo proporcional a superposigao
com o padrao estimulado, este termo atua sobre a rede somente se o estado da rede
é correlacionado com o padrao estimulado.

E de extrema importancia ressaltar que, embora chamemos este termo de
campo externo, este campo nao se trata de um campo externo propriamente dito,
pois ele possui uma dependéncia com o estado da rede através do termo m, ().

O nosso modelo, embora simples, possui uma grande riqueza nos comporta-
mentos dinamicos observados. Primeiramente, iremos expor os principais resultados
obtidos no trabalho de Sobral et al [41], quando introduzimos este tipo de parametro
no modelo de Hopfield diluido. Em seguida, mostraremos a contribui¢ao principal
deste trabalho, onde utilizando a aproximacao de campo médio e seguindo o mesmo
desenvolvimento do capitulo anterior, analisaremos analiticamente a capacidade de
reconhecimento e armazenamento do modelo de Hopfield na presenca deste estimulo
persistente. No final, compararemos esses resultados com os obtidos através de

simulagoes numéricas, as quais nos informam sobre a natureza dinamica do sistema.
4.1 Principais Resultados do Modelo Diluido

Uma contribuicao importante no modelo de Hopfield, foi proposta por Derrida,
Gardner e Zippelius (DGZ) em 1987 [37]. Eles consideraram a introdugao de novos
ingredientes bioldgicos como diluicao e assimetria nas conexoes sindpticas. A mo-
tivacao principal deste trabalho esta relacionada as indicacoes que as redes neurais

biolégicas possuem todos estes elementos.
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O modelo DGZ apresenta as mesmas consideracoes principais do modelo de
Hopfield, sendo diferenciado apenas na diluicao e assimetria presentes nas conexoes
sindpticas. Neste modelo, cada neurénio é conectado a aproximadamente C outros
neuronios, onde o grau de conectividade C' é muito menor que a conectividade N
do modelo proposto por Hopfield. Vamos considerar a condigao de extrema diluicao
(1< C < In(N)). A conexao entre o i-ésimo e o j-ésimo neurénio dada pela regra

de Heeb )
Ty =Ciy > &t (4.2)
pn=1

onde &' sdo varidveis aleatdrias independetes assumindo valores +1 com mesma
probabilidade e C;; sao varidveis aleatérias escolhidas de acordo com a seguinte

distribuicao de probabilidades:

p(Cy) = 0 (Cy =1+ (1- 5 ) 0(Cy. (4

A evolucao temporal da rede é governada pela dinamica estocastica sincrona,

através da regra S;(t) = +1 com probabilidade:

onde By = 1/Ty mede o inverso do nivel de ruido estocéstico da rede, que é diferente
do ruido estético (referente ao niimero de padrdes armazenados), no entando, ambos
tendem a tornar o reconhecimento da rede instavel. O campo local induzido sobre

o neuronio ¢ é dado por
N

hit) =Y JiSi() + i (8). (4.5)

=1
O termo de estfmulo k7 (t) proposto acima possui efeito sobre um padrao especifico
que é imposto durante a dinamica de reconhecimento. Neste contexto, ele é um

estimulo persistente. Outra maneira de entender o efeito que este termo pode pro-
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duzir na pratica, pode ser vista reescrevendo o campo local induzido:

N
ho 1 o
hi(t) = Z <Jz‘j + ng é-]) S;(t). (4.6)
j=1
No entanto, o efeito persistente do estimulo pode ser introduzido durante o processo
de treinamento através da definicao de um acoplamento sindptico efetivo entre os

neuronios ¢ e 7, na forma:

ﬂf:(@}jﬁ@w—0%+f$)sg, (4.7)
wFY
Do ponto de vista bioldgico, o treinamento tendencioso para dado padrao v,
reflete a tendéncia natural de experiéncias nao usuais (i.e. trauméticas) que pos-
suem maiores influéncias na formacao das sinapses neuronais do que as experiéncias
regulares diarias.
A superposicao entre o estado do sistema e um dos padroes armazenados,

possui a mesma expressao do modelo original de Hopfield,

1 N
mu(t) = 3 > E{Sitn)- (48)
i=1

De maneira geral, podemos analisar dois casos distintos. O primeiro é o caso
onde o padrao de inicializagao ¢é fortemente correlacionado com o padrao estimulado
que é totalmente descorrelacionado com os outros padroes da rede. No segundo caso,
o padrao de inicializacao é fracamente correlacionado com o padrao estimulado, mas
é fortemente correlacionado com um padrao ortogonal ao padrao estimulado. No
primeiro caso, o estimulo atua favorecendo o reconhecimento do padrao de inicia-
lizagdo, e no segundo caso, o estimulo for¢a a dinamica para um padrao diferente

do padrao de inicializagao.

Instituto de Fisica - UFAL



4.1 Principais Resultados do Modelo Diluido 71

4.1.1 Estimulo Paralelo ao padrao de inicializacao

Considerando um estado inicial que possui superposicao finita com apenas um dos
padroes armazenados, ou seja, m,(t=0) = m(0)d,,, todas as superposicoes com
padroes que possuem p # v irao permanecer nulas de acordo com a equagao
dinamica. Sob a presenca de um estimulo atuando no padrao &Y, podemos en-
contrar a seguinte expressao para a evolucao temporal da superposicao m,(t) para

o modelo de Hopfield ultra diluido:

+oo
m(t+1) = Dz tanh (m(t)(h 1+ Zﬁ), (4.9)

T

—0o0

1

_ 2 .. ’ . . .
ords #/2dz e omitimos o indice v para simplificar. O termo

onde definimos Dz =
h = hy/C é a amplitude reduzida do estimulo e T' = T /C corresponde a temperatura
reduzida. O caso h = 0 nos fornece a equacao dinamica usual do modelo DGZ. Para
longos periodos de tempo, o sistema converge para um estado assintotico estacionario
com m(t) = m para todo t.

Para o caso geral de temperatura finita, partindo da equacao (4.9) podemos
encontrar uma expressao analitica para a superficie critica no espaco de fase T'xax h.
Na Figura (4.1), mostramos o diagrama de fase que apresenta o fato do sistema
possuir uma transi¢ao de sequnda ordem para a fase paramagnética (i.e. m = 0) ao
longo da superficie critica. Na regiao abaixo da superficie, o sistema reconhece os
padroes armazenados. No plano h = 0, a curva apresentada é a mesma encontrada

no modelo DGZ, que nos fornece a T'= 0, o valor critico o = 2/m = 0.6366... e 0

valor 7% = 1 para a = 0.

4.1.2 Estimulo Perpendicular ao padrao de inicializacao

Vamos considerar agora o caso onde o estado inicial possui superposicao finita com

dois padroes armazenados na rede, i.e. m,(0) = m,(0)d,, + ms(0)d,s. O estado
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Figura 4.1: Diagrama de fase no espago de parametros T X o X h para o estimulo
paralelo ao padrao fortemente correlacionado ao padrdo de incializacao da rede.
abaixo da superficie critica, a rede possui uma superposi¢ao finita com o padrao de
inicializacao. A habilidade de reconhecimento aumenta com o aumento do estimulo.

inicial é fortemente correlacionado com o padrao &”(i.e. m,(0) < 1), mas possui
uma fraca correlacdo com o padrio £€%(i.e. ms(0) < 1).

No entanto, na auséncia do estimulo, a rede sempre converge naturalmente
para o estado &£”, se a rede reconhece algum dos padroes armazenados. Se o estimulo
é aplicado ao padrao &Y, a dinamica da rede é a mesma descrita na subsecao anterior.
Vamos assumir que a rede é estimulada a reconhecer o padrao &%que é fracamente
correlacionado com o estado inicial. Neste caso, a rede ¢é forcada a sair do estado
inicial, possuindo desta forma, uma nova dinamica.

Utilizando o mesmo procedimento utilizado no modelo DGZ no limite ul-

tra diluido, podemos encontrar as seguintes equacgoes acopladas que descrevem as
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superposicoes do estado do sistema com os padroes £¥e £°:

+oo

my(t+1) = Dz tanh < et Z\/m‘ST A+ R+ ) (4.10)
+oo 2

mst+1) = D= tanh <m5(t><h ) J;Z VAlliUs O‘) L @1

Note que na auséncia do estimulo, as duas equagoes se tornam idénticas e
no limite que ms — 0, re-obtemos a mesma expressao encontrada no modelo DGZ,
para o caso onde inicializamos a rede do padrao &”.

Para o caso particular 7" = 0 e para um numero infinito de padroes estimu-

lados, pode-se chegar ao seguinte conjunto de equagoes:

- ) 4.12
my(t+1) (\/2% (DL +2a>, (4.12)
ms(t)(h + 1)
= . 4.1
me(t+1) erf ( TR 2a> (4.13)

Na Figura (4.2), apresentamos o diagrama de fases a x h para T = 0, onde
inicializamos a rede com m,(0) = 0.99 e ms(0) = 0.01. A linha que separa a fase
estavel com ms = 0 e a fase de ndo reconhecimento é a mesma linha critica do caso
onde o estimulo é paralelo. A linha tracejada representa a transigao de primeira
ordem entre as fases de reconhecimento do padrao de inicializacao £”e o padrao es-
timulado £€°. Um comportamento reentrante é claramente visualizado para estimulos
um pouco maior que h, >~ 0.279. A regiao de estabilidade para o reconhecimento do
padrao &”cresce com o decréscimo da superposi¢ao inicial do estado da rede com o
padrao estimulado e no limite assintético ms(0) — 0, estende-se sobre toda regiao
para a < 2/m

Para estimulos maiores que h*, localizados logo apds a transicao de primeira
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Figura 4.2: Diagrama de fase a T = 0, para o caso do estimulo ortogonal com
m, (0) = 0.99 e ms©) = 0.01. A linha tracejada representa a transicio descontinua
entre a fase com m, # 0 e a fase com ms # 0. O comportamento com uwma re-
entranca reflete o efeito de competicao entre a dinamica da rede e o estimulo.

ordem, a convergéncia para o estado estaciondrio se torna cada vez mais lenta na
proximidade da fronteira entre as duas bacias atratoras. Investigagoes da evolugao
temporal da superposicao m,(t) é apresentada na Figura (4.3). N6s consideramos
o caso representativo a = 0.25, onde a transicao de primeira ordem ocorre em
h* = 0.334. A superposi¢ao m se encontra em um regime quasi-estacionario durante
o transiente inicial, para em seguida entrar em um regime estacionario com m = 0.
A duracao do transiente inicial diverge no ponto de transicao. No detalhe da Figura
(4.3) apresentamos o comportamento de escala para o tempo de transigao. Ele exibe
uma lei de poténcia na forma 7 oc (h — h*)~%%.

Estes e outros resultados importantes do modelo diluido podem ser encon-
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Figura 4.3: Fvolugao temporal da superposi¢ao com o padrao de inicializagao m,, (t)
proximo da transicao de primeira ordem. E apresentado o caso particular o = 0.25,
onde h* = 0.334. Para campos proximos de h*, o sistema permanece em um regime
quasi-estaciondrio durante um tempo transiente para em sequida passar para o estado
estacionario final. O diagrama interno exibe o comportamento de escala para o
tempo transiente, onde foi obtido T oc (h — h*)7°%.

trados no trabalho [41] e maiores detalhes na dissertacao de mestrado de Sobral Jr.,
G. A. [47]

A seguir, vamos introduzir e estudar através de uma analise de campo médio,
os efeitos do termo de estimulo (4.1) no modelo de Hopfield, atuando no padrao a
ser reconhecido. Pelos resultados obtidos no modelo diluido, é de se esperar um
crescimento na regiao de reconhecimento do padrao estimulado com o aumento do

valor do parametro hg.
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4.2 Modelo Totalmente Conectado

Lembremos que o modelo de Hopfield é formado por uma rede de N neuronios
binarios, cada um modelado por uma variavel tipo Ising S;, que podem assumir
valores S; = [+1, —1], representando os estados ativos e passivos respectivamente.

O processo de atualizagdo dos estados do sistema é dado pela equagao (3.3):
Si(t+1) = sgn[hi(t)], (4.14)

onde agora, com a introdugao do estimulo persistente (4.1), o campo local induzido

sobre o neuronio ¢ é escrito da seguinte forma:

N
Z £+ h), (4.15)

onde o J;; ¢ a matriz sindptica de Hopfield dada pela regra de Hebb e h?(t) ¢ o campo
de estimulo dado pela equagao (4.1). Do mesmo modo que no modelo diluido, pode-
mos reescrever o campo local induzido, introduzindo o efeito do estimulo persistente
durante o processo de treinamento. Desta maneira, o campo local induzido é escrito

CO1mo:

Z JeS; (¢ (4.16)

onde Jeff é o acoplamento sinaptico efetido dado por

eff Hep | =
T = szf + (1+ho>£s (4.17)
u#V
Para campo nulo (hg = 0), a expressao para os pesos sinapticos é a mesma da apre-
sentada no capitulo anterior (Equagao (3.6)) e consequentemente, nessas condicoes,
o nosso modelo deve reproduzir todos os resultados do modelo de Hopfield sem o

termo de estimulo. A introducao do termo de campo durante o treinamento da rede
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pode ser visto como um fortalecimento das conexoes sinapticas para uma situacao
especifica, de tal maneira que privilegia um dos padroes armazenados. De maneira
mais simples, se 0os neuronios ¢ e j enviam sinais juntos durante o treinamento do
padrao estimulado, a conexao entre estes neurénios sera acrescida de um fator ho/N
além do fator 1/N acrescido durante o aprendizado Hebbiano, caso contrério, serd
decrescida do mesmo fator.

A fungao energia da rede, definida em (3.8), possui agora um termo proveni-

ente do estimulo persistente, sendo escrita como:
1 S
Ht) = =33 JuSi08;0) = h*@) 3 Sit0). (4.18)
i, i

A introducao do estimulo persistente na forma descrita em (4.1), ndo influenciara na
estabilidade dos padroes, pois atuara como uma constante a mais no termo de ener-
gia, apenas deslocando o nivel dos pocos atratores. Assim, os padroes armazenados
continuarao sendo pontos de minima energia.

Para analisar a estabilidade dos padroes, vamos introduzir o termo de estimulo
persistente na equacgao (3.14). Assumindo m,(t = 0) = 1, pois estamos considerando

o caso onde partimos do padrao &%, temos que

p N
RE=0)= (14 R+ D 6> gher (119
pFr  g=1
O primeiro termo da equagao (4.19) serd o termo de sinal. Note que este termo serd
maior ou igual ao termo de sinal do caso anterior (para hy > 0), fazendo com que
a rede possua uma capacidade de armazenamento maior ou igual a do modelo de
Hopfield sem estimulo.

O parametro de carga, que ao atingir um valor critico fornece a capacidade
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de armazenamento da rede, é o mesmo definido na equagao (3.22):

a=p/N. (4.20)

Para campo externo nulo (h = 0) os resultado sao os obtidos no capitulo anterior,
em particular o valor critico a, ~ 0.138. Para valores de h # 0, esperamos que a
rede aumente sua capacidade de armazenamento, onde teremos um valor de a, como
funcao do parametro h (i.e. a.(h)).

Para estudar o efeito do estimulo persistente no comportamento da rede,
vamos utilizar a mesma derivagao heuristica [27, 28] para a equacao da superposigao
do estado do sistema com o padrao de reconhecimento (que é o padrao estimulado),

desenvolvido no capitulo anterior.

4.3 Termodinamica do Modelo

A aproximacao de campo médio tem mostrado ser uma ferramenta importante no
estudo das redes neurais, reproduzindo com boa aproximacao os resultados obtidos,
quando possivel, por outras técnicas. Seguindo os mesmos passos utilizados na
segao (3.3), o valor médio do campo local induzido, agora com o termo de estimulo

persistente, é dado por:

N
(ha(t)) =Y Jij (S50) + homu, (€] (4.21)
j=1
O valor médio de 5;(t) = £1, cuja evolucao é governada por uma dinamica es-

tocastica (Equagao (1.5)), é agora dado por:

N
<Sz(t + 1)> = tanh (ﬁhom,,(t)éf + 5 Z Jij <Sj(t)>> . (422)

j=1
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Esta equacao é a mesma apresentada em (3.26), com o argumento acrescido do
termo devido ao estimulo persistente. Substituindo a equagao (3.6) para os pesos
sindpticos J;; na equacao acima e utilizando aproximacgao de campo médio, podemos

escrever a habilidade de reconhecimento da rede, dado em (3.23), como:

N p
7m@+nz%§:ﬁgmMﬂ7mmu+h@+§:mﬂmﬁﬂﬂmm$$(4%)
i=1 (£,

A equagao (4.23) é a expressao mais geral para a superposigao do sistema
com um dado padrao d. Note que o primeiro termo que aparece no argumento da
tangente hiperbdlica é o termo de sinal (1 = v), que foi separado no somatdrio
em g, juntamente com o termo que estd sendo estimulado (o mesmo padrao p =
v). Realizando os mesmos passos seguidos no capitulo anterior e apds algumas
manipulacoes simples, encontramos o seguinte conjunto de equacoes acopladas para
a superposi¢ao do estado do sistema com o padrao y = v para o regime estacionario

(i.e. my(t+1) =my,(t) =m):

m = \/LQ_W/_(:e_%ZQtanh{ﬁ[m(l—i-h)—i-\/F(q)z}}dz.
q

r(q) = 1-30—qF (4.24)

q = \/%/OO e_%ZQtanhQ{ﬁ [m(1+h)+\/m,z]}dz.

Para simplificar a notacao, escrevemos h = hyg, m = m, e ¢ = ¢q,. Este conjunto
de equagoes que descreve o comportamento da superposicao m, como funcao dos
parametros T', a e h, é semelhante ao conjunto de equagoes (3.52) obtido no capitulo
anterior e pode ser resolvido numericamente. Uma versao determinista deste modelo
pode ser facilmente obtida tomando o limite 7" = 0 nas equacoes acima.

Na Figura (4.4) apresentamos o diagrama de fase T x «, para diferentes
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Figura 4.4: Diagrama de fase T' X «, para diversos valores do parametro h. Para o
caso particular h = 0.5, na regido em laranja (M+4SQG) a rede reconhece o padrao
de inicializag¢do. Para este caso, o ponto tri-critico (em vermelho) sofre um pequeno
deslocamento em T (T* < 1) se comparado ao caso h=0 (T* =1).

valores do parametro h. Em especial, para h = 0, retomamos a curva do modelo de
Hopfield sem estimulo (Figura 3.1). Para h > 0, nota-se claramente um aumento na
regiao de reconhecimento com o aumento de h. Basicamente, o modelo apresenta
as mesmas trés fases do modelo de Hopfield sem estimulo. A primeira delas (P),
equivale a fase paramagnética em sistemas magnéticos, onde as solugoes para a teoria
de campo médio do modelo nao possui solucoes diferentes da solucao trivial para
os parametros ¢ e m (i.e. m = ¢ = 0). A segunda regiao (SG), apresenta muitos
estados estaveis, que equivalem a fase de vidro de spin em modelos magnéticos,
mas nao sao correlacionados com nenhum dos padroes &, de tal maneira que as

solugoes de ponto fixo sao do tipo m = 0 e ¢ # 0. Por dltimo temos a regiao de
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reconhecimento (M+SGQG), que pode ser visto como a fase magnética nos sistemas
magnéticos, onde as solugoes apresentam a forma m # 0 e g # 0.
Para o nosso modelo, existem trés temperaturas criticas onde o sistema sofre

transicao de fase:

e A curva Tp(h) = 1+ h para 0 < a < h?, separa a fase magnética (M+SG) da

fase paramagnética (P) através de uma transicao de sequnda ordem.

e A curva T, =1+ /a com a > h? separa a fase de vidro de spin SG da fase

paramagnética P através de uma transicao de sequnda ordem.

e A curva Ty, na qual nao é possivel obter uma expressao analitica, separa a

fase magnética M+SG da fase de vidro de spin SG.

Vamos analisar, em particular, o comportamento da curva T};. Se conside-
rarmos pequenos estimulos (i.e. h < 1), para T' < 1, o sistema sofre uma transicao
de fase de primeira ordem, enquanto para T > 1 (a, ~ h?), a transicao apresen-
tada é de seqgunda ordem, existindo desta maneira um ponto tri-critico em 7™ ~ 1.
Com o aumento do parametro h, em especial vamos considerar h = 0.5, notamos
que o ponto tri-critico sofre um pequeno deslocamento em 7', de tal maneira que
T* < 1. Infelizmente, os métodos numéricos utilizados para encontrar as solugoes
das equagoes integrais acopladas (4.24) apresentaram grandes instabilidades para
maiores valores do campo h que impediram uma localizacao mais precisa do ponto
tri-critico na regime de altos campos e temperatura finita. O aumento do ruido
estatico o = p/N, pode ser visto como o aumento de minimos locais de energia do
modelo. O aumento demasiado deste nimero (i.e. @ > a.), faz a dinamica da rede
conduzir o estado do sistema até encontrar um minimo local que nao corresponde
a nenhum dos padroes armazenados. O ruido estocéastico T atua sobre o sistema de
maneira diferente do ruido estatico «, pois seu aumento forca o sistema a sair das

bacias atratoras e ficar percorrendo todo o espaco de configuragoes. Tendo em vista
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Figura 4.5: Valor dos parametros de ordem q e m versus o ruido T para h = 0.5 e
(a) @ =0.05, (b) @ =0.245, (¢) a =0.3 e (d) a = 0.4. Para o = 0.05, a transi¢ao
de fase para q e m € de seqgunda ordem. Em o = 0.245, nota-se o surgimento de uma
pequena regido com superposicao m # 0 mesmo apds a transi¢cao de primeira ordem
em T ~ 0.87. Para o = 0.4, estamos na regiao de nao reconhecimento, portanto
m = 0.

estes comportamentos distintos, para altos valores do parametro h que controla o
estimulo persistente, o diagrama de fase apresenta um comportamento reentrante
caracteristico da competicao entre os ruidos ac e T

Na Figura (4.5) apresentamos o grafico de m e ¢ versus 1" para diferentes
valores do parametro a para o caso h = 0.5, onde mostra claramente a natureza
entre as transigoes que ocorrem no modelo. Note a semelhanga entre as curvas (a) das
Figuras (4.5) e (3.2). Basicamente, o modelo na presenga de estimulo se comporta

da mesma maneira que o caso o« = 0 e h = 0 para baixos valores do ruido estatico
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«, alterando seu comportamento somente a partir das proximidades do ponto tri-
critico para grandes valores de h. Em (b), é apresentado em destaque a regiao que
a superposicao comeca a adquirir novamente um valor finito apds a transicao de

primeira ordem em m, que causa o surgimento da reentrancia no diagrama de fase

(4.4).

4.3.1 O Caso Deterministico (7" = 0)

Vamos analisar o caso T' = 0 para o qual realizamos simulagoes numéricas. Neste li-
mite, utilizando os mesmo calculos para o caso deterministico no modelo de Hopfield

sem a presenca do estimulo, as equagoes (4.24) se reduzem a:

m = erf [—m(l ”ﬂ

2ar

TG _1@2 (4.25)

2 2(1 2
o - ,/_exp[_w
Tor 2ar

Fazendo a mudanga y = m (14 h)/v2ar em (4.25), obtemos a seguinte

equacao transcendental que pode ser resolvida numericamente:

erf (y) = I—?IJ——h (\/%—i- %e‘yQ) : (4.26)

Fazendo h = 0 nas equagoes (4.25), re-obtemos o conjunto de equagoes aco-
pladas (3.52) dadas no capitulo anterior para o modelo de Hopfield. Estamos in-
teressados na regido onde as solugoes nao triviais (i.e. m # 0) da equagao (4.26)
desaparecem, ou seja, o valor critico de « a partir do qual a rede nao reconhece mais
os padroes armazenados.

Na Figura (4.6) apresentamos m como fungao de « para diversos valores
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Figura 4.6: Grdfico m x « para T = 0 e diferentes valores de h. Em a.(h) o sistema
sofre uma transi¢ao descontinua (linha tracejada) da fase de reconhecimento para a
fase de nao reconhecimento.

do parametro h que controla o estimulo persistente. Como podemos observar, a
capacidade de armazenamento da rede « cresce com o valor de h, sempre existindo
um valor critico a, abaixo do qual o sistema reconhece o padrao armazenado com
uma pequena fracao de erro. Para cada a.(h) o sistema sofre uma transigao de
fase descontinua da fase de reconhecimento (fase magnética) para uma fase de nao
reconhecimento (fase de vidro de spin).

Na tabela (4.1) apresentamos os valores de . e m. a T' = 0 para diferentes
valores do parametro h. Note que a, cresce com o h e que o valor da superposicao
na transicao m, decresce com h. Isto significa que o estimulo permante h além de
aumentar a capacidade de armazenamento da rede também a torna mais robusta,

ja que o reconhecimento na transicao ocorre para valores menores de m.. Este
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Figura 4.7:  Grdficos (a) m. X h e (b) ae X h para T = 0 na transi¢io. Em (b), a
regiao M+SG representa a regiao de reconhecimento.

comportamento pode ser melhor observado na Figura (4.7) (a), onde mostramos a
linha critica m. x h a T'= 0. Acima da linha critica o sistema reconhece os padroes
armazenados e a transicao para a fase de nao reconhecimento é de primeira ordem.

Para h = 0 o m. =~ 0.968 e este valor decresce para m. ~ 0.831 para h = 1.

h 0.0 0.2 0.4 0.6 0.8 1.0
ac | 0.1379019 | 0.2160032 | 0.3180948 | 0.4479776 | 0.6094889 | 0.8073217
me | 0.9679753 | 0.9534354 | 0.9347075 | 0.9057069 | 0.8720754 | 0.8309482

Tabela 4.1: Valores de a,. e m. na transicao.

Na Figura (4.7) (b), apresentamos o diagrama de fase a, x h na auséncia de
ruido térmico (7' = 0). Para h = 0 re-obtemos o a, = 0.138 do modelo de Hopfield.
Ao longo da linha a,(h) o sistema passa por transi¢oes de fase descontinuas da fase de
reconhecimento (M+4SG) para a fase de néo reconhecimento (SG). Note que para
a < 0.138 o sistema sempre reconhece os padroes armazenados. Para o > 0.138 a

transigdo para a fase de nao reconhecimento ocorre ao longo da linha critica a.(h),
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onde a regiao de reconhecimento da rede cresce com o crescimento do parametro h.

Como na regiao um pouco antes da transi¢ao o parametro de ordem m diminui
com o aumento do parametro h, é de se esperar a existéncia de um valor critico
de h onde m — 0 na transicao. Desta maneira, deve existir um ponto tri-critico
para determinado valor de h, onde a transicao deixard de ser de primeira ordem,
se tornando uma transicao de segunda ordem. Sabemos que no ponto tri-critico

podemos escrever o parametro de ordem da seguinte maneira:
m = am + bm?, (4.27)

onde a = 1 e b = 0. Para chegar em uma expressao semelhante a (4.27) a fim de
encontrar o ponto tri-critico, podemos reescrever o sistema de equagoes (4.25) da

seguinte forma:

m = erfimB(1—C)]

Y ymBa—C)?

7 : (4.28)

onde B = (1+h)/vV2a e A = +/2/(ma). Assumindo o limite m — 0, podemos
expandir os argumentos das funcoes e apds algumas manipulagoes, reescrever um
novo conjunto de equacgoes acopladas

m3(1 — C)*B?

3
C ~ A(1-C)—-m*B*A(1-C)> (4.29)

gm m(l —C)B —

12

Assumindo que C' possui solucao do tipo C' = Cy + Coam?, encontramos a seguinte

expressao para C"
A B%A 9
= — m-.
A+1 (A4 1)

(4.30)

Substituindo este resultado na expressao para m (4.29) e em seguida utilizando
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(4.27), chegamos aos seguintes valores:

A:

W N —
»J;‘Q‘
_21

B = (4.31)

Substituindo os valores encontrados nas definigoes de A e B, encontramos o = 8/m ~
2.5465 e h = 2 para o ponto tri-critico. Retornando ao diagrama de fase (4.4),
espera-se que o ponto tri-critico que para h = 0 é dado no ponto (T, «a) = (1,0)
percorra um caminho no diagrama de fase com o aumento de h, de tal forma que
(T,a) = (T* < 1,0, > 0) até atingir o ponto (T,a) = (0,8/7) para h = 2. Para
h > 2 a transicao entre a fase de reconhecimento e nao-reconhecimento serd sempre

de seqgunda ordem.

Simulagoes Numéricas

Nesta secao apresentaremos um estudo numérico das propriedades dinamicas do
nosso modelo para o caso T' = 0 e comparamos com os resultados analiticos obtidos
na secao anterior.

Através da andlise das simulacoes realizadas, observa-se que para baixos va-
lores de h, o modelo ainda apresenta uma transicao de fase descontinua entre os
estados de reconhecimento e nao-reconhecimento (Figura 4.8), ainda apresentando
uma assinatura clara do efeito do tamanho finito da rede (Figura 4.9). Da mesma
maneira que no modelo de Hopfield sem estimulo, utilizando um padrao puro como
estado de inicializagdo da rede, a dinamica (Eq. 4.14) conduzird o estado da rede
para um estado com superposigao my com o padrao de inicializagao. Para sistemas
suficientemente grandes com N sitios, a distribuicao de superposicoes apresenta uma
estrutura com 2 picos, um concentrado em m7 = 0.35 e outro préximo de m7 =~ 0.97,

com um claro gap entre os dois picos. Para h = 0 temos que a distancia entre os
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Figura 4.8: Grdfico m x a para N = 32000 para h = 0.0 e h = 0.2. A linha cheia €
o resultado obtido pela aprorimacao de campo médio e os pontos foram obtidos pelas
simulacoes numéricas. As médias para o cdlculo do parametro de ordem m foram
feitas sobre 100 amostras. Para este tamanho de rede, nota-se que as simulagoes
numéricas apresentam uma boa concordancia com os resultados analiticos.

picos é Amy ~ 0.68 e para h = 1 a distancia ¢ Amy ~ 0.62. Desta maneira, nota-se
que com o crescimento do parametro h, ocorre um estreitamento do gap entre mf
e m?, de modo que no limite de grandes valores de h, este gap tende a desaparecer
nos resultados das simula¢oes numéricas.

Considere f como sendo a fracao de estados cuja dinamica leva para uma
configuracao que se encontra no pico m]?, esta fracao escala com N, seguindo a
relacao [35, 36]:

(In(f)) x (v — ) N. (4.32)
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Figura 4.9: Histograma da distribuicao final da superposicao m para h = 0.1 e
N =2048 em (a) a = 0.17383, (b) a = 0.18555 e para N = 8192 em (c) o = 0.17383,
(d) o = 0.18555.

A partir da equagao (4.32), nota-se que para o = a, a quantidade (In(f)) é inva-
riante sobre escala. Para realizar uma analise de escala, foram simulados sistemas
com tamanhos entre N = 2048 e N = 8192, para uma regiao de valores de a que
engloba pontos antes e apds a transicao, sempre utilizando 100 padroes de inicia-
lizagao para calcular f. Sobre os resultados, foram realizadas 200 médias sobre os
conjuntos de padroes para o célculo de (In(f)). Para os tamanhos de rede estuda-
dos, a interseccao entre as curvas (Figura 4.10) nao sa@o dadas no mesmo ponto, mas

em uma sequeéncia de valores ay nv entre a >~ 0.176 e o ~ 0.178, onde para altos

Instituto de Fisica - UFAL



4.3 Termodinamica do Modelo 90

-0.05

-0.1

-0.15

<In(f)>

-0.2

-0.25

T LI I LI LI I LI T I LI T I T T T I T T T

. I | I | L | I | ! | ! | ! |
0'6).17 0.172 0.174 0.176 0.178 0.18 0.182 0.184
00

Figura 4.10: Interpolag¢io do tipo Spline para (In(f)) x o = p/N, para diversos
tamanhos de rede com h = 0.1. O walor estimado a partir destas curvas para o
ponto critico foi a5™ = 0.1777 £ 0.0004.

valores de N e N, temos que ay ns deverd convergir para a.. Como a regiao onde
as curvas (interpolagao) se interceptam é estreita, utilizamos uma maneira simples
para a estimativa do ponto critico, que consiste basicamente numa interpolacao do
tipo spline ctibica para os pontos obtidos para cada tamanho de rede e em seguida
realizando a média dos valores de a para os pontos de interseccao. Utilizando este
procedimento, encontramos o™ = 0.1777 £+ 0.0004. A partir da aproximagao de
campo médio, encontramos a,. = 0.1745, um resultado bastante proximo do valor
encontrado nas simulagoes numéricas. O tnico problema encontrado neste método
utilizado para a estimativa de a., foi a impossibilidade de estudar estimulos mais in-
tensos, devido ao tempo computacional necessario para obter uma boa estimativa do

ponto critico. No entanto, este método utilizado se mostra bastante poderoso para
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o calculo da capacidade critica de armazenamento para baixos valores do parametro

h, que controla a intensidade do estimulo persistente.

Instituto de Fisica - UFAL



Capitulo 5

Conclusoes

Neste capitulo faremos um resumo dos principais resultados obtidos neste
trabalho de dissertagao. No capitulo 1, apresentamos uma visao geral sobre as redes
neurais, descrevendo de maneira simplificada a biologia do neurénio compreendendo
principalmente seus elementos basicos e suas funcionalidades. Em seguida, segui-
mos com uma descricao das redes neurais artificiais, apresentando sua historia e as
principais contribuicoes encontradas nesta area.

No capitulo 2 descrevemos o Perceptron [5], uma rede neural de multiplas
camadas bastante utilizada para problemas de mapeamento entrada-saida. Descre-
vemos em detalhes o algoritmo de retropropaga¢ao [9, 10], que criou novas perspec-
tivas nos estudos das redes de multiplas camadas. Em seguida desenvolvemos uma
rede Perceptron de multiplas camadas para a realizacao de estimativas da permea-
bilidade das formagoes rochosas a partir de suas correlagoes com outras quantidades
geofisicas. Basicamente o estudo se deteve em analisar a eficiéncia e em seguida
otimizar o aprendizado para os dados disponiveis [19]. Os resultados encontrados
mostram que a maior rede nem sempre possui o maior desempenho e que o desem-
penho da rede depende basicamente da escolha do melhor conjunto de treinamento.

No capitulo 3 apresentamos o modelo de Hopfield e demonstramos que neste
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modelo, o processo de memorizacao e reconhecimento por associacao é dado através
da minimizacao de uma fungao energia da rede. Utilizamos uma derivacao heuristica
[27, 28] através de uma aproximagao de campo médio onde encontramos o mesmo
conjunto de equagoes acopladas encontradas por Amit et al [25, 29], que descrevem o
comportamento dos parametros de ordem m e ¢ para o modelo de Hopfield no regime
estacionario. Analiticamente obtivemos para o caso particular 1" = 0, o valor critico
a. ~ 0.1379. As simulagoes realizadas nos forneceram o™ = (0.1400 £ 0.0002, um
resultado bastante préximo ao encontrado analiticamente através da teoria de campo
médio. A pequena discrepancia entre as simulacgoes e o resultado analitico reflete a
necessidade de realizar uma mudanca no método analitico utilizado e realizar uma
anélise com quebra de simetria de réplicas [34], que nos fornece um resultado mais
proximo das simulagoes apresentadas.

No capitulo 4, estudamos analiticamente e através de simulagoes numéricas
o comportamento do modelo de Hopfield [7] quando introduzimos em sua dindmica
um parametro que exerce o papel de um estimulo persistente que privilegia um dos
padroes armazenados na rede. Primeiramente apresentamos os principais resultados
encontrados em um trabalho prévio [41], onde introduzimos este termo de estimulo
no modelo de Hopfield com assimetria e diluigdo nas conexoes sindpticas (modelo
DGZ [37]). Em seguida, estudamos o efeito causado pela introducao deste mesmo
termo de estimulo no modelo proposto originalmente por Hopfield [7]. Utilizando os
mesmos calculos realizados no capitulo 3, obtivemos um novo conjunto de equagoes
acopladas para os parametros de ordem ¢ e m como fun¢ao do ruido estocastico T', do
ruido estatico a e do parametro h que controla a intensidade do estimulo persistente.
Analisamos as propriedades da rede quanto a habilidade de reconhecimento e a
capacidade de armazenamento. O principal resultado é que para T fixo, hd um
aumento na capacidade de armazenamento «, da rede com o aumento do parametro

h. Além disso, este parametro torna a rede mais robusta, pois na regiao proxima da
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transicao, permite o reconhecimento de padroes com superposicoes m menores que
para o caso h = 0.

Para o caso particular 7" = 0, temos que para h < 2 o sistema sofre uma
transicao de fase de primeira ordem para a fase de nao reconhecimento em a.(h).
Com o aumento do parametro h, é observado uma diminuicao do parametro de or-
dem m na regiao pouco antes da transigao, até atingir o ponto tri-critico (T, a, h) =
(0,8/m,2). Para h > 2 a transigdo para a fase de nao reconhecimento serd sempre
de segunda ordem. Através do uso de um algoritmo computacional que desenvolve-
mos com o auxilio da técnica multi-spin coding [30], realizamos diversas simulagoes
numéricas para comprovar os resultados analiticos. Em particular, para h = 0.1
obtivemos o™ = 0.1777 £ 0.0004, enquanto a aproximacao de campo médio nos
forneceu a, = 0.1745. Estes resultados mostra a boa aproximacao da derivagao
heuristica [27, 28] empregada nos nossos célculos. Da mesma maneira que para o
modelo sem estimulo, podemos diminuir esta diferenca entre os resultados analiticos
e numeéricos através do emprego de novas ferramentas matematicas, como o uso do
método de quebra de simetria de réplicas.

Como os métodos utilizados para a resolucao do conjunto de equacoes aco-
pladas, que descreve os parametros de ordem, apresentaram grandes instabilidades
numéricas para grandes valores do campo h, nao foi possivel investigar o comporta-
mento do sistema neste regime. Esperamos que a utilizagao de métodos alternativos
que permitam um melhor controle destas instabilidades possam fornecer resultados
mais precisos para altos valores de h e assim localizar com precisao a linha de pontos
tri-criticos para os casos h # 0 e T # 0.

Como realizamos somente simulagdes para o caso deterministico (i.e. T =
0), outra andlise importante que pode ser realizada é o estudo do modelo para o
caso T' # 0 através de Simulacao Monte Carlo, com a finalidade de comprovar o

comportamento apresentado em todo diagrama de fase obtido analiticamente.
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O diagrama de fases apresenta uma regiao com reentrancia para altos campos,
que representa de um aumento da capacidade de reconhecimento induzido pelo ruido
térmico. Desta maneira, podemos encontrar diversos resultados importantes e nao-
convencionais através de um estudo detalhado do comportamento da rede sob estas
condicoes.

Uma impossibilidade encontrada em nosso modelo, foi o estudo do comporta-
mento do modelo na presenca do estimulo perpendicular, ja que as equagoes encon-
tradas sao validas somente para o equilibrio e nao descrevem a dinamica do sistema.
Desta maneira, o desenvolvimento de equagoes dinamicas para o modelo pode pos-
sibilitar um estudo detalhado do modelo na presenca do estimulo perpendicular ao
padrao de inicializacao.

Por fim, podemos também estudar a introdugao de novas caracteristicas pre-
sentes nas redes neurais biolégicas como por exemplo periodos refratarios [39, 40],
buscando cada vez mais uma maior aproximacao entre as redes neurais artificiais e
biologicas.

Em resumo, mostramos que uma rede neural sob a agao de um estimulo
persistente apresenta um rico diagrama de fases. Neste trabalho nés exploramos
algumas das principais caracteristicas deste modelo, em particular o aumento da ca-
pacidade de reconhecimento e a possivel mudanca da ordem da transicao em funcao
da intensidade do estimulo persistente. Entretanto, varias questoes interessantes
ainda precisam ser mais bem exploradas como, por exemplo, a localizagao da linha
de pontos tri-criticos, o regime de reconhecimento termicamente induzido e o efeito
de estimulos persistentes num padrao distinto do padrao de inicializacao. Esperamos
que o presente trabalho possa estimular futuros desenvolvimentos ao longo destas

diregoes.
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Apeéendice A
Multi-Spin Coding

Neste apéndice, vamos fazer uma rapida apresentacao da técnica computa-
cional utilizada nas nossas simula¢oes numéricas. O emprego das ferramentas com-
putacionais para a analise do comportamento dinamico de sistemas complexos é de
grande importacia, ja que os resultados das simulagoes podem ser considerados como
verdadeiros experimentos. Ao longo dos anos, novas técnicas foram sendo desenvolvi-
das, aumentando a eficiéncia dos algoritmos computacionais e diminuindo o tempo
de processamento, que em muitos casos € consideravelmente longo. Uma técnica
bastante interessante é a técnica multi-spin coding que é utilizada para problemas
descritos por variaveis Booleanas (varidveis independentes que possuam apenas dois
estados). Nesta segdo vamos descrever este método através da sua aplica¢do no
modelo de redes neurais estudado neste trabalho. Para aqueles interessados, uma

descricao mais completa pode ser encontrada no livro Computing Boolean Statistical

Models [30].

Operagoes Booleanas

No modelo de Hopfield, descrevemos o estado do neurénio como sendo +1 ou —1,
representando o estado ativo e passivo repectivamente. Para fazer uma otimizacgao

dos processos computacionais envolvidos na dinamica do modelo, vamos tratar o
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AND OR XOR NOT
ON0O=0]0V0=0]0®0=0
IN0=0]|1V0=1|1®0=1|-0=1
ON1l=0]0V]1I=1|0®1=1|-1=
INT=1|1Vv1l=1]1®1=0

Tabela A.1: Operacoes légicas booleanas.

estado dos neur6nios como 0 (passivo) e 1 (ativo). O grande trunfo desta técnica
estd no fato que agora podemos armazenar em uma variavel inteira até 64 estados do
sistema, que representam os neuronios, como também a possibilidade de processar
os calculos em paralelo.

Armazenando as varidveis ! em varidveis inteiras de 64 bits, podemos tornar
o tamanho da matriz que armazena os padroes da rede 64 vezes menor. Desta
maneira, uma rede de 32000 neuronios que necessitava de uma matriz com 32000 X p
variaveis inteiras para armazenar os p padroes, utilizando a técnica multi-spin coding,
necessita de uma matriz com apenas 500 X p varidaveis. Esta é a primeira grande
vantagem da utilizacao desta técnica.

Outra vantagem ¢é que a mudanga nos estados do sistema [—1, 1] para [0, 1]
proporciona o uso das operacoes logicas, que sao consideravelmente mais rapidas
do que uma operacao matemdtica usual (soma, multiplicagao, subtragdo ou di-
visao), além de proporcionar o processamento em paralelo (realizar 64 operagoes
simultaneas). A Tabela (A.1) apresenta as possiveis operagoes 16gicas Booleanas:

O uso destas operagdes em duas varidveis inteiras (I e I) exercerd efeito em
todos os bits destas varidveis. Na Tabela (A.2), temos um exemplo do uso de duas
destas operagoes entre dois nimero inteiros de 16 bits (exemplo do uso do XOR e
OR entre varidveis de 16 bits):

Além destas quatro operacoes Booleanas apresentadas, usaremos operagoes
de shift para manipular os bits. Um left shift (Ishift), desloca todos os bits do

nimero para a esquerda adicionando um 0 ao primeiro bit da direita e descartando
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I; =0110101000111010 I; =0110101000111010
I, =1101010101011101 I, =1101010101011101
LI, =1011111101100111 | I; V I, = 1111111101111111

Tabela A.2: Exemplo do uso do XOR e OR entre varidveis de 16 bits.

o ultimo bit da esquerda. Um right shift (rshift), realiza o reverso.

Desenvolvimento do algoritmo

roes sao armazenados no vetor 4 n ¢ o numero méaximo de
Os padroes sao armazenados no vet , Ng4), onde 0 0 ma d

padroes que sera armazenado na rede e Ngg4 € 0 nimero total de neurdnios dividido
pelo nimero de bits em cada varidvel da matriz (64 bits por niimero inteiro), ou seja,
Ngs = N/64. Desta maneira cada bit ird representar um neurénio da rede, onde os
neuronios estao divididos em Ngy blocos de 64 neurdnios. Podemos representar a

matriz dos padroes armazenados na forma:

5(171) §(172) 6(17N64)
A\ A\ A\

/. . . N [ . . B A . . .
263,162, ---5%1,%, 163,%62,---5%1,%, --- %63,%62,---,21,7%0
£(2,1) £(2,2) &(2,Ne64)

A\ A\ A
7 . . N 7 . . . 7 . . LN
&(p, Nga) = 6351625 - - -5 U1, 005 163,262, - -5 1500, e 5 263,262, -5 00 |

5(;0,1) &(p,?) g(p7N64)
A\ A\ A\
/. . . A /7 . . B A . . .
163,162, - --,%1,%, 163,%62,---,%1,1%0, y 163,262, - - -5 115,20

onde cada termo £(7, j) é um nimero inteiro de 64 bits.

De maneira analoga, o estado da rede é representado pelo vetor:

S(1) S(2) S(Ne4)
. . . . 7 . . B . . -
263,262, ---,%1,%, 63,%62,---,1%1,%0, ;163,162 - -

S(N64): ( 7 .,’il,i(;

Utilizando o método multi-spin coding descrito acima para representar os ele-

mentos da rede, podemos melhorar consideravelmente o desempenho das simulagoes
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numéricas além de proporcionar o uso de redes de tamanho maiores quando com-
paradas com o caso do armazenamento usual (uma varidvel inteira armazenando

apenas um sitio da rede).

Armazenamento dos padroes

A primeira etapa do processamento ¢é a fase de armazenamento dos padroes na rede.
Como no modelo os padroes armazenados sao descorrelacionados, o armazenamento
é feito através da escolha aleatéria do estado em cada sitio 0 ou 1 com mesma proba-
bilidade 1/2. Inicialmente fixamos o primeiro elemento da matriz £(p, Ng4) € logo em
seguida varremos os 64 bits deste elemento. Repetimos este mesmo procedimento
para todos os elementos da matriz £(p, Ng4), todos os bits escolhidos aleatoriamente,
de forma a completar a matriz. Como queremos reconhecer um dado padrao armaze-
nado na rede, vamos escolher a configuracao inicial (S(Ngs4)) como sendo um desses

padroes.

A Dinamica

Queremos medir o reconhecimento da rede que é dado pela equacgao (3.23):

N
1
M=~ > s, (A-1)
=1

O célculo de m,, pode ser feito de maneira mais eficiente através da seguinte operacao:

Nea

my, = Z 2popent [— (&1 @ S;)] — 64 Nga, (A-2)
i=1

onde popent(x) é uma fungao que retorna o nimero de bits igual a 1 no nimero
inteiro z. E importante ressaltar que neste cdlculo temos na realidade N vezes o

valor do parametro m,, pois isto facilitard os calculos que serao realizados mais
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adiante.
Para facilitar ainda mais os cdlculos, considere a equagao (4.15) para o campo

local induzido. Multiplicando por S; temos que:

N

Jj=1

Utilizando a equagao (3.6) para J;;, temos que:

hS]

N
1
Jj=1 p=1

onde o —p aparece pelo fato de termos adicionado e subtraido no somatorio o termo

i = j. Substituindo a expressao de m, na equacao acima temos que:

p
_ 2 : i v
p=1
O produto £S; na expressao acima aparecerd diversas vezes na dindmica. Podemos
fazer este produto de maneira bastante eficiente e armazenar em uma matriz, de tal
maneira que vamos precisar calcular somente uma vez para cada valor de u. Este

produto pode ser realizado da seguinte maneira:
&8 = Kilp) = shft{[L A rshft (=( © 5),i)] 1} =1 (A6)

A fungao Ishft(1,j) realiza um left shift j vezes e rshft(I, j) realiza um right
shift j vezes. E importante ressaltar que na expressao acima estamos na realidade

realizando a operagao no bit de ntimero i; do sitio ¢ da matriz &(u, 7).
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Desta maneira, temos que o produto de h; por S; pode ser escrito como:
p
hiSi = Hi =Y mJi(p) + hm, Ki(v) = p. (A-7)
pn=1

Se H] > 0, temos que o sitio nao serd atualizado. Se H] < 0, o sitio @
serd atualizado e teremos que calcular o novo valor de m, para todos os padroes
(b =1,2,...,p). Repetimos o mesmo procedimento para todos os outros sitios
realizando a mesma andlise do sinal.

Os modelos de redes neuronais geralmente levam em conta dois tipos de
regras dinamicas: paralela ou sequencial. Na dinamica paralela todos os neuronios
sao atualizados simultaneamente (vamos escolher At = 1 como a unidade temporal
de atualizacao), enquanto que na dinamica sequencial escolhe-se um tinico neurénio
por vez para ser atualizado (At = 1/N). Em nossas simulac¢oes utilizamos uma

dinamica sequencial.
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Algoritmo Computacional

PROGRAM Mversusalpha
PARAMETER (NN=500,NP=13760,N=32000,pts=30)
PARAMETER (alfa0=0.27,alfaf=0.43,hext=0.4,Namostras=200)
INTEGER*8 S(NN),Qsi(NP,NN),XORVAR2,M(NP),QsiSI(NP)
INTEGER mi,i,P,Pf,idum,atualiza,amostN,dp,p0,N2,I22,Nbits
REAL MMil,alfa,mdemil,H,X0RVAR

CHARACTER*40 name

Nbits = 64

idum = 1

WRITE(name,11) hext,Namostras,N
11 FORMAT(‘MvA-’,F4.2,‘h’,14.4,°A’,15.5,‘N.dat’)

OPEN(10,file=name)

N2 = N/Nbits

Pf=int (float (N)*Alfaf)

pO=int (float (N)*alfal)+2

dp=int ( (pf-p0) / (pts+1) )

if (dp.LT.1) dp=1

DO 2 P = pO,pf , dp

Mdemil=0.0

DO 34 amostN=1 , Namostras, 1

¢ Escolha aleatoria das memorias p/ reconhecimento {si(Mi, 1)
idum = idum+1
DO 10 mi = 1,P

DO 20 i = 1,N2
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Qsi(mi,i)=0

DO 18 i22 = 0, Nbits-1

XORVAR = RANO(IDUM)

IF (XORVAR.LE.0.5) Qsi(mi,i)=ibset(Qsi(mi,i),i22)
18 CONTINUE
20 CONTINUE

10 CONTINUE

¢ Escolha da Configuracao inicial S(i) = Qsi(1,7)
DO 30 i = 1,N2
S(i) = Qsi(1,1)

30 CONTINUE

¢ Calculo do parametro de ordem M(mi)
DO 40 MI = 1,P
M(mi)=0
DO 50 I = 1,N2
M(mi)=M(mi)+2*popcnt (NOT (XOR(S(i),Qsi(mi,i))))
50 CONTINUE
M(mi)=M(mi)-N2*Nbits

40 CONTINUE

CH+tttttttttttttttttttttttttttttttttttttttttttttttttttttttttttt

¢ INICIO DA DINAMICA

CHF+F+FF++t+tt+tt+tttttt bttt bttt bttt tttttttttttttttttttttt++
atualiza = 1 !Numero de Bits trocados no estado do sistema

DO 60 WHILE (atualiza.NE.O)
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atualiza = 0
DO 55 I = 1,N2
DO 56 I22 = O0,Nbits-1

¢ Calculo do campo local (H*S(3))
H=-P
DO 75 MI = 1,P
QsiSI(mi)=ishft (AND(1,ishft (NOT(XOR(Qsi(mi,i),S(i))),-i22)),1)-1
H=H + M(mi)*QsiSI(mi)

75 CONTINUE
c Atualizacao dos sitios
c Insercao do campo externo mo campo local H, que privilegia o padrao mi=1

H = H + hext*M(1)*QsiSI(1)

IF(H.LT.O) THEN

DO 85 mi = 1,P

M(mi) = M(mi) - ibclr(ibset(QsiSI(mi),1),0)
85 CONTINUE

S(i)=ibchng(S(i),i22)

atualiza = atualiza + 1

ENDIF

56 CONTINUE
55 CONTINUE
60 CONTINUE
Mdemil=Mdemil+float(M(1)) !media

34 CONTINUE
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c Imprime os valores no arquivo de satida

Mdemil=Mdemil/Float (Namostras)

WRITE(10,*) float(p)/float(N),Mdemil/float(n)

2 CONTINUE

END
CHH+++++++++++t+tt -ttt bttt bbbttt Attt ++++
¢ GERADOR DE NUMEROS ALEATORIOS
CHttttttttttttttttttttttttttttttttttttttttrr

FUNCTION ranO(idum)

INTEGER idum,IA,IM,IQ,IR,MASK

REAL ranO,AM

PARAMETER (IA=16807,IM=2147483647,AM=1./IM,IQ=127773,IR=2836,

*MASK=123459876)

INTEGER k

idum=ieor (idum,MASK)

k=idum/IQ

idum=IA* (idum-k*IQ)-IR*k

if (idum.1t.0) idum=idum+IM

ran0O=AM+*idum

idum=ieor (idum,MASK)

return

END

CHttttttttttttttttttttttttttttttttttttttttttttt
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